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Abstract: 高頻度取引 (HFT)により得られる高頻度注文情報を用いた短期の市場動向予測に注文
が集まっている．高頻度注文情報は同時多発的な注文の系列であるため，隣接するデータの順序情報
にノイズが大きく，より広いデータ範囲におけるロバストなパターン認識が必要である．本研究で
は注文情報のパラメータ化および畳み込みニューラルネットワーク (CNN)の活用を通し，この問題
の解決を図った．注文情報に対する適切な情報抽出を行い，CNNを用いて予測モデルを構築するこ
とで，注文パターンに対しロバストな予測が可能になる手法を提案する．実験の結果，FLEX FULL

注文データに対する解析で，本手法が高い精度で未来の株価動向を予測できることを確認した．

1 序論

金融市場の電子化・高速化に伴い，アルゴリズム取
引や高頻度取引 (HFT)といった機械的な取引が台頭し
ている．同時に，機械的な取引により生成される注文
情報，取引情報も高頻度化，膨大化が進行し，金融市
場の動向予測，および市場のメカニズム解明に対し有
効な利用が期待されている．特に，近年発展を続ける
機械学習・深層学習技術の適用により，高頻度注文情
報からデータ背後の関係性を学習し，特徴抽出や予測
を行う研究が行われている [1]．
高頻度注文情報は非常に高頻度で獲得できる注文情
報であり，ミリ秒単位，注文単位の非常に短期間にお
ける市場動向の予測に活用できると考えられる [2]．高
頻度注文情報を用いた短期の市場動向予測においては，
高頻度注文情報の時系列性を適切に考慮し，特徴抽出
を行うことが必要である．ミリ秒単位の同時多発的な
注文の系列である高頻度注文情報では，隣接する注文
の順序情報にノイズが大きい．単純に注文系列のパター
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ンを学習しただけでは，市場の動向に有用な情報を抽
出できるとは考えづらい．より大きな時間領域の注文
パターンをロバストに学習することにより，有用な予
測が可能になると考えられる．
本研究ではロバストなパターン認識を可能にするた
め，注文情報のパラメータ化および畳み込みニューラ
ルネットワーク (CNN)の活用を通しこの問題の解決を
図った．

2 データ

FLEX FULLヒストリカルデータを用いた．各銘柄
について，2013年 7月 1日から 100営業日分を使用し
た．予測対象は，予測時点から 20注文後時点での仲値
の上昇下降とし，予測時点の仲値から 1 tick分をしき
い値として，上昇，下降，変化なしの 3クラス分類で
解析を行った．入力には，予測時点から過去 100件の
注文情報を用いた．
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3 手法

3.1 注文情報のパラメータ化

注文情報を入力データとして深層学習モデルを構築
するため，注文情報のパラメータ化を行った．本研究
では，注文の種類 (指値注文，成行注文，キャンセル
注文)，売り買い，価格，注文量，および注文時の仲値
を考慮し，以下のように各注文について 3次元の数値
データ (xprice, xamount, xmidprice) への変換を行うこと
で，注文からの特徴抽出を行った．3つの変数はそれぞ
れ，注文価格，注文量，注文時の仲値を表している．

xprice = P−MP (1)

xamount = log(A) (2)

xmidprice = MP−MP− (3)

ここで，P，MP，A，MP− はそれぞれ，注文価格，
注文時の仲値，注文量，直前注文の仲値を表す．注文価
格，および仲値について差分を取ることにより，データ
の正規化を行っている．また，買い注文では xprice > 0，
売り注文では xprice < 0，指値注文および成行注文では
xamount > 0 キャンセル注文では xamount < 0となり，
注文の種類の区別が可能となる．
以上のように変換した 3次元データを過去 100注文
分結合し，100×3 次元の特徴量を各時点に対する説明
変数とした．

3.2 深層学習モデル

表 1のような CNNモデルを作成し，学習を行った．
Dropout層の 25%は dropoutを行う割合を表している．
1層目の畳み込み層では注文方向および注文パラメー
タ方向に畳み込みを行い，2層目以降では注文方向に
畳み込みを行っている．活性化関数には ReLU関数を
用いた．学習時には，サンプル数の比に応じクラスご
とに重みを設定し損失関数の計算を行っている．

4 結果

使用した 100営業日のデータのうち，前半 50日をモ
デル構築用データ，後半 50日をモデル検証用データと
して解析を行った．
企業コード 3407に対する結果を以下に示す．提案手
法の精度評価指標を表 2に示す．Trainingがモデル構
築用データに対する精度指標を，Testがモデル検証用
データに対する精度指標を表している．比較として，ロ
ジスティック回帰で予測モデルを作成した場合の結果
を表 3に示す．各データに対する Accuracyおよび F1

表 1: 提案手法のネットワーク構成
type patch size stride output size

convolution 3 × 3 1 98 × 1 × 64

convolution 3 × 1 1 98 × 1 × 64

max pool 3 × 1 2 49 × 1 × 64

dropout(25%) 49 × 1 × 64

convolution 3 × 1 1 49 × 1 × 64

convolution 3 × 1 1 49 × 1 × 64

max pool 3 × 1 2 24 × 1 × 64

dropout(25%) 24 × 1 × 64

convolution 3 × 1 1 24 × 1 × 64

convolution 3 × 1 1 24 × 1 × 64

max pool 3 × 1 2 12 × 1 × 64

dropout(25%) 12 × 1 × 64

linear 3

softmax 3

scoreは，上昇・下降・変化なし 3クラスそれぞれに対
するスコアの，各クラスのデータ数を用いた重み付き
平均で計算されている．Accuracyおよび F1 scoreの
値より，高い精度で短期の仲値動向を予測できている
ことがわかる．
提案手法の優れている点として，予測の正解率 (pre-

cision)が高く，実際の動向と逆方向の予測を出すこと
が非常に少ないことが挙げられる．表 4および表 5に，
提案手法，ロジスティック回帰のモデル検証用データ
に対する混同行列，および予測に対する割合を示す．
予測ラベルおよび実際のラベルは，Down が下降，

Stayが変化なし，Upが上昇を表している．表 4より
提案手法ではDownと予想した場合に実際に実際はUp

および Down である割合がそれぞれ 23.8%，1.1% と
なっており，実際と逆方向の変動を予測する可能性が，
実際の変動を正しく予測する可能性に比べ非常に低い
ことがわかる．対してロジスティック回帰では，同様の
割合がそれぞれ 10.6%，1.5% となっており，提案手法
に比べ正解率および実際と逆方向の予測を行う確率が
高くなっている．予測の正解率および実際と逆方向の
予測を行う確率は特に金融商品の取引において重要で
あり，その点で提案指標がより適しているといえる．

表 2: 提案手法の精度指標
Accuracy F1 Score

Training 0.880 0.866

Test 0.875 0.855
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表 3: ロジスティック回帰の精度指標
Accuracy F1 Score

Training 0.356 0.488

Test 0.353 0.497

表 4: 提案手法のモデル検証用データに対する混同行
列および予測に対する割合

Predicted:

Down Stay Up

Actual:

Down 7823(23.8%) 51345(4.7%) 219(1.3%)

Stay 24676(75.1%) 976845(90.3%) 11452(66.8%)

Up 368(1.1%) 53894(5.0%) 5464(31.9%)

表 5: ロジスティック回帰のモデル検証用データに対す
る混同行列および予測に対する割合

Predicted:

Down Stay Up

Actual:

Down 14110(10.6%) 42656(5.1%) 2621(1.7%)

Stay 116261(87.8%) 759223(90.2%) 137489(86.9%)

Up 2003(1.5%) 39561(4.7%) 18162(11.5%)

5 まとめ

高頻度注文情報を用いた短期の株価動向予測を行っ
た．注文情報のパラメータ化および CNNの活用によ
り，高頻度注文情報が持つ系列性を適切にモデリング
でき，高い精度で価格動向を予測することができた．

6 免責事項
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