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約定価格の量子化ボラティリティモデル
Stochastic Volatility Model for Transaction data

森谷博之 1

1 Quasars22 Private Limited

Abstract:

A financial market is a diversified dynamical system with many constraints, and price movements

are modeled in terms of the micro properties of each transactions and the macro properties of

dynamical systems. These two properties must be bridged by the multiplicity. The model forcuses

on the size of tick and the number of transactions with the price movement compared with the

previous transctions and explains stochastic nature of short-term volatilities and persistently stable

long-term volatilities as a results of unique behaviour of heterogeneous market participants.

1 はじめに
日経 225miniの先物市場では、取引が成立するとき、

取引の最小単位、または呼び値の単位は 5円と大阪取
引所により規定されている。したがって、価格の動き
は呼び値の単位の整数倍となる。また、実際の約定価
格は、約定の度に価格が動く場合もあれば、価格が一
定のまま約定が連続する場合もある。本稿では前者を
緊急性取引、後者を非緊急性取引として分類する。多
くの場合、緊急性の取引の数は、非緊急性の取引の数
に比べて大幅に少ない。その前の約定価格と同じ価格
で取引が成立する非緊急性取引の数は全体の 8割近く
に達する。マーケットメイカー (MM)が作り出すビッ
ト・アスク・バウンスの影響を受けた値動きも非緊急性
取引と判断するとその数は 9割を大きく超える。した
がって、値動きを伴う緊急性を要する取引の数は、全
体の数%にとどまる。
そこで本稿ではまずは緊急性の取引から生じる価格

の動きに焦点を当てた。全ての動きを情報として維持
するために、連続した緊急性取引の約定価格の差を 2

乗し、その累積和 (sum of squared price increments:

sspi)を計算したところ、安定性していることが分かっ
た。この累積和の特徴は特定の期間のリターンから算
出したボラティリティに比べると、ランダムな価格の
動きによる、価格変動の相殺という現象を排除できる
ところにある。
つぎに、市場に流動性を供給するＭＭは常に逆選択

リスクに曝され、安定した収益の確保が難しく、かつ、
投資家は、投資の開始時と終了時の取引費用の最小化
に困難を見出している。そこで、緊急性取引から生じ
る価格の動きの特徴を調べてみたところ、将来の価格
の動きはおおむね予測不能であることが分かった。ゆ

えに、このような状態に置かれたＭＭと投資家は、そ
れぞれの投資行動を最適化するために活動し、その活
動を通して、緊急性取引の数が極端に多くなり、また
sspiが安定するのではないかという仮説を考察した。

2 量子化ボラティリティモデル
日経 225miniの先物価格 (以後先物価格)の動きは

S(N) = S(0) +
N∑

n=1

x(n),

と書くことができる。ここで x(n) = S(n)− S(n− 1).
S(0)は初期値, S(n)は n番目 ( n = 1, · · · , N)の約定
価格である。xはある確率過程に従うが、i.i.d. 確率変
数であるとは限らない。
x(n)は呼び値の単位 ξ0に正の整数 iを掛けた数値で

あり、その方向性はプラスにもマイナスにも動く。ξは
i,i = 1, 2, · · · , Iによりラベル付けされている。そして、

ξδ,i = δ · ξ0 · i,
と表される。ここで δ が +1 のときに、上昇を 、−1
のときに下落を表す。ξδ,i を約定価格差と呼ぶ。i = 0

のとき、その取引は非緊急性取引と分類される。また、
緊急性取引は i �= 0と定義される。従って、緊急性取
引の価格差の集合は

Ξ = {ξI} = (−ξI , · · · ,−ξi, · · · ,−ξ1, ξ1, · · · , ξi, · · · , ξI),
で与えられる。ゆえに x(n) ∈ Ξ。
ここで平方価格差をつぎのように定義する。

ei = ξ2δ,i = (δξ0 · i)2,



そして、その集合は

Ψ = {eI} = (e1, · · · , ei, · · · , eI).

で与えられる。
N 個の取引のあるときの、平行価格差の累積和 (the

sum of squared price increment:sspi)を

E =

N∑
n=1

x(n)2,

と書く。x(n)2は eiの中のひとつをとる、またはx(n)2 ∈
Ψである。

2.1 配位、緊急取引の数、そして平方価格差
の和の分布

配位は、連続したN個の緊急性取引の iでラベル付け
された平方価格差の数を頻度として表現していて、それ
は確率論でいう古典的占拠問題 (occupancy problem)

と同じである。
配位は

{NI} = (N1, · · · , Ni, · · · , NI),

と表現される。ここで、Niは iでラベル付けされた緊
急性取引の数であり、NI は最も大きな平方価格差の数
である。従って、N =

∑I
i=1 Ni が成り立つ。N の数

が十分に大きく、Eが一定であるという前提の下では、
Ni の分布は

Ni

N
=

e−bei

Z(I, b)
,

で与えられる [?]。ここで、Z(I, b) は分配関数、または
状態和と呼ばれるもので、

∑I
i=1 e

−bei で与えらえる。
bはラグランジュ乗数であり、eiの平均値の逆数に相当
する。
つぎに、この配位の分布から無作為に N (k) 個取り

出し、その和 Ej を求めてみる。ei は指数分布にした
がうのであるから、その和である Ej , j = 1, · · · J はガ
ンマ分布に従う。Ej は

P (Ej , N
(k), b) =

bN
(k)

EN(k)−1
j exp(−bEj)

Γ(N (k))

で与えられる。ここで、Γ()ガンマ関数である。また、
N (k) ∈ (0, · · · , k, · · · , N)である。それぞれの N (k) 個
の取引は、Ej の分布の形状を特定し、bはスケールパ
ラメータ、N (k) は形状のパラメータである。.
N (k) が十分に大きく成れば、Ej の分布は正規分布

で近似できる。

2.2 時間間隔、緊急性取引の数、そして平方
価格差の和の分布

つぎに、平方価格差の和を緊急取引の数で特定する
のではなく、時間間隔で特定してみよう。その際には、
時間間隔当たりの緊急性取引の数は変動する。緊急性
取引の数と平方価格差の和の関係は

P (Ej , J, β) =
Mj

M
=
exp(−βEj)

Z(J, β)
, (1)

で与えられる [?]。ここで、Z(J, β) =
∑J

j=1 exp(−βEj)

であり、βはラグランジュ乗数であり、1/Ē =M/Eで
与えらえる。

3 データ分析
分析データは、2016年 1月から 2017年 4月までの

日経 225miniの約定価格データを用いた。それぞれの
期間と分析に用いた限月は表??の通りである。

表 1: 日経 225ミニ　分析期間と限月

年月 限月
201601 2016年 3月限
201602 2016年 3月限
201603 2016年 6月限
201604 2016年 6月限
201605 2016年 6月限
201606 2016年 9月限
201607 2016年 9月限
201608 2016年 9月限
201609 2016年 12月限
201610 2016年 12月限
201611 2016年 12月限
201612 2017年 3月限
201701 2017年 3月限
201702 2017年 3月限
201703 2017年 6月限
201704 2017年 6月限

3.1 ビッド・アスク・バウンス効果と緊急性
取引

マーケットメイカーの役割は市場に流動性を供給す
ることである。しかし、マーケットメイカーは、情報の
非対称性の問題を抱えていて、時として逆選択の状態



に陥ってしまう [?]。このような問題の解決策の 1つと
して、マーケットメイカーは取引の高速化により、極力
短い期間で確実に収益を上げる取引を繰り返し、そこ
から得れる収益で、逆選択で生じた損失を補うという
戦略を採用している [?]。しかし、このような取引戦略
では、最良買値と最良売値の間で多くの取引が約定し、
それが価格の動きに負の自己相関をもたらしてしまう。
このような現象をビッド・アスク・バウンス (BAB)と
いう。このような取引から生じる負の自己相関は、緊
急性取引の分析に偏りをもたせる可能性がある。従っ
て本稿の分析ではこのような値動きも非緊急性取引と
分類し、緊急性取引とは別の取引とした。表??は各取
引の数を示している。非緊急性取引が全体の取引の 9

割 5分を超えている。また、マーケットメイクに伴う、
またはビッド・アスク・バウンス効果を生み出す取引
は緊急性取引の 5倍前後となる。

表 2: 各種取引の数

年月 全取引 非緊急性 緊急性 BAB

201601 3,137,278 3,012,221 124,102 568,114

201602 3,189,848 3,076,035 112,821 557,071

201603 1,408,362 1,362,491 45,115 228,067

201604 2,255,747 2,195,408 59,325 369,885

201605 1,575,588 1,539,075 35,576 245,469

201606 1,746,743 1,679,812 66,123 291,488

201607 2,973,356 2,898,793 57,089 292,719

201608 3,523,295 3,453,095 27,757 219,453

201609 2,512,357 2,463,202 22,897 151,000

201610 2,751,476 2,694,886 17,218 157,523

201611 4,275,559 4,196,766 42,161 258,711

201612 2,638,139 2,586,687 21,722 150,247

201701 3,727,576 3,662,157 29,855 217,559

201702 3,611,064 3,547,905 26,376 201,783

201703 2,727,687 2,680,420 19,544 151,320

201704 3,806,572 3,748,768 23,908 215,889

3.2 平方価格差の和の安定性
日経 225miniの取引は日中立会 (8:45-15:15)と、ナ

イトセッション (16:30-翌日 5:30)の 2つの立会で行わ
れる。それぞれの立会について平方価格差の和を算出
した。緊急性取引の数が十分にあり、累積平方価格差
(E)が大きなN に対して一定であれば、各立会で算出
された平方価格差の和 (Ej)の分布は、式 (??)で与え
らえる分布と整合性があるはずである。得られた結果
をヒストグラムに表わしたのが図??である。

図 1: 平方価格差の和の分布
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非常に良い当てはまりを見せている。この期間には、
BREXITとトランプの大統領選挙の勝利、そして、9
回の日銀政策決定会合があり、そのつど平方価格差の和
には大きな影響を与えた。しかし、その動きは式 (??)

で与えられる範囲を超えるものではなかった。

3.3 緊急性取引に伴う値動きのランダム性
??節の結果から予想されるように、緊急性取引の価

格の動きはランダムである可能性が高い。そこで、連
検定、ダービン・ワトソンの検定を用いて、緊急性取
引の価格の動きのランダム性を調べてみた。
日中立会の取引時間を 8:45-9:00, 9:00-10:00, 10:00-

11:00, 11:00-12:00, 12:00-13:00, 13:00-14:00, 14:00-15:00,

15:00-15:10に分け、またナイトセッションの立会時間
を 6:30-17:00, 17:00-18:00, 18:00-19:00, 19:00-20:00,

20:00-21:00, 21:00-22:00, 22:00-23:00, 23:00-24:00, 0:00-

1:00, 1:00-2:00, 2:00-3:00, 3:00-4:00, 4:00-5:00, 5:00-

5:25に分割し、22の時間帯に分け、それぞれの時間帯
で 30個以上の緊急性取引が観測されたときに、これら
2つの検定を施した。

3.3.1 連検定

連検定はノンパラメトリックな無規則性の検定 [?]で
ある。



H0 :緊急性取引の価格の動きには規則性はない。H1 :

緊急性取引の価格の動きには規則性がある。として検
定を行い、p-値が 0.1より大きければ帰無仮説を棄却
できないと判断した。結果は表??に示した。数値は帰
無仮説を棄却できなかった割合である。全体では 6割
弱の時間枠で無規則性が観測された。

3.3.2 ダービン・ワトソン (DW)の検定

ダービン・ワトソンの検定は回帰分析の残差の系列
相関の分析に用いられる [?]。ここでは緊急性取引の価
格の動きには系列相関がないを帰無仮説とする。ダー
ビン・ワトソン比が 1.5から 2.5の間にあるとき、帰無
仮説を棄却できないと判断する。表??の結果は帰無仮
説を棄却できない割合である。多くの時間枠で系列相
関は見られなかった。

表 3: 無規則性の検定結果

年月 30以上 30未満 連検定 DW検定
201601 320 1 0.54 0.99

201602 327 1 0.45 0.98

201603 326 42 0.59 0.88

201604 342 7 0.57 0.92

201605 283 27 0.56 0.86

201606 324 46 0.71 0.98

201607 322 44 0.48 0.77

201608 268 159 0.54 0.77

201609 223 177 0.75 0.91

201610 199 201 0.60 0.67

201611 302 98 0.55 0.67

201612 245 188 0.73 0.93

201701 284 83 0.65 0.92

201702 283 117 0.61 0.83

201703 210 230 0.53 0.66

201704 247 166 0.55 0.75

連検定、ダービン・ワトソン検定の結果、緊急性取引
の値動きには多くの場合に規則性が発見できなかった。

4 観察結果の考察
??、??節の結果から緊急性取引の多くの値動きから

規則性は発見されなかった。従って、マーケット・メ
イカーにとっても安定的に利益を上げることは難しく、
また投資家がポジションを取る場合、またはポジション
を閉じる場合にも、それに伴う費用の削減は易しくな
いことが分かる。このような状況の下で、市場では多

くの市場参加者が、それぞれの目的を達成するために、
それぞれの行動を切磋琢磨し、多重度の上昇を接点と
して市場に安定をもたらしていると考えらえる。その
結果として累積平方価格差と平方価格差の和は長期的
には安定し、短い時間間隔では、その時々に起きた予
期せぬ事象を吸収するために、平方価格差の和は、急
激な上昇を示すと考えられる。
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The impact of North Korea risk on the Japan equity market

: what do AI based risk models tell us?

Noboru Nishiyama

Dragons’ Desk Ltd. / 

Abstract: We analyze Japan equity portfolios for their risk exposures to North Korea 
geopolitical destabilization effects over the past few months, by using an implementation of 
the EM algorithm integrated with a GARCH process. The model identifies which latent 
factors in the Japan equity market relate to North Korea and predicts their risk impact for 
the near future.

Key words: EM algorithm, GARCH process, machine learning, decision making.
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“TOPIX trading AI” using Malti-layer Neural Networks and GA 

Ryota Ishihara 

Investment Planning Department, JAPAN POST INSURANCE Co., Ltd.

Abstract: In This paper, we propose a construction method of an artificial intelligence for TOPIX trading. 
We apply a Multi-layer Neural Networks as a prediction method, and optimize to maximize the 
Information Ratio using GA. We also conduct a simulation using TOPIX market data from January 2014 
to December 2016, showed the effectiveness of the proposed construction method from the information 
ratio level. 
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潜在特徴関係モデルを用いた時系列金融ネットワークの解析と
予測

Time dependent analysis and prediction of financial networks using

supervised latent feature relational models

伊藤翔太郎 1∗ 江口浩二 1

Shotaro Ito1 Koji Eguchi1

1 神戸大学大学院システム情報学研究科
1 Graduate School of System Informatics, Kobe University

Abstract: In recent years, many researchers have taken keen interest in analyzing various kinds

of relational data, such as social networks and financial networks. These data can be expressed

as a graph or network where each vertex or node is an entity and each edge or link is a relation

between a pair of entities. Moreover, each link is often associated with continuous and/or discrete

relational attributes, such as in financial networks, the interest rate for a transaction and whether

the transaction is international or intranational. In this paper we focus on max-margin latent

feature relational models (called Med-LFRM) that are based on Indian buffet process (IBP) and

maximum entropy discrimination (MED). For the estimation of model parameters, the Bayesian

estimation is deemed equivalent to minimizing an objective function, which involves misclassifica-

tion errors. We focus on link prediction problem for the networks with continuous and discrete

relational attributes. We also focused on the time dependent analysis for the networks, and there-

fore, we estimated the model parameters considering the observations in the previous time interval.

We demonstrate, through experiments with inter-bank financial networks, the effectiveness of the

above model in terms of the link prediction performance.

1 はじめに
　近年，社会的ネットワークや金融ネットワークなど

の関係データの可用性が増加しており，それらのデー
タを統計解析に用いることで有用な知見を得ることが
課題となっている．このようなデータは，エンティティ
をノードで，それらの間に存在する関係をリンクで表
すようなグラフ構造として表現することができる．既
観測のリンクから未観測のリンクを予測するリンク予
測は，このようなデータの分析における基本的な問題
の一つである [1]．この問題を考えるとき，各エンティ
ティまたはリンクの持つ属性などの情報を利用し予測
を行うこともある [2][3]．
確率モデルに基づいた様々な手法を用いたリンク予

測に関する研究は発展を続けている．本稿において着
目するのは，リンク構造の確率分布を定義するために
各ノードが潜在特徴を持つと仮定し，それと共にシグ
モイド関数などのリンク尤度関数を利用するようなモ

∗連絡先：神戸大学大学院システム情報学研究科
　　　　　　〒 0657-0013 兵庫県神戸市灘区六甲台町 1-1
　　　　　　 E-mail: shotaro@cs25.scitec.kobe-u.ac.jp

デルである [3][4]．
しかし，潜在特徴の未知の次元数を決定するために，

ほとんどの手法においては交差検定などによってモデ
ルを選択する必要がある．この時，多くの異なる訓練
データによる結果を比較する必要があり，それにより大
きなコストがかかってしまう．そこで，Millerらはイン
ド料理過程（Indian Buffet Process: IBP）[5]に基づい
たノンパラメトリックベイズ法を用いて，データから自
動的に未知の潜在特徴の次元数を推定することを提案
した [3]．これが潜在特徴関係モデル（Latent Feature
Relational Model: LFRM）である．そして LFRMを
発展させ，最大エントロピー識別（Maximum Entropy

Discrimination: MED）[6][7]の枠組みに基づき，リン
ク予測の精度を測るヒンジ損失などの目的関数を直接
最小化することによりリンク予測を行うモデルが Zhu

によって提案された [8]．これがマージン最大化潜在特
徴関係モデル（Max-Margin Latent Feature Relational
Model: MedLFRM）である．このモデルは，それぞれ
独立に研究されてきたノンパラメトリックベイズ法と
マージン最大化法を統合したモデルである．このモデ



ルにおいては，ベイズ推定の計算が目的関数を最小化
することと等価になり，それによって教師ラベルを用
いることが可能となる．また，ソフトマージンにより
誤分類を許容し，より柔軟なモデルを実現することが
できる．ソフトマージンの最大化に関する部分問題は，
既存の高性能な求解法によって解くことができる．
MedLFRMが，LFRMよりもリンク予測の精度が優

れていることが知られている [8]．しかしながら，それ
は連続値のみで表現された関係属性について結果が示
されたものであり，連続値と離散値の関係属性が混在
する場合については検討されていない．また，ネット
ワークの時系列解析についても検討されていない．本
稿ではこの二点に着目して評価を行う．後者に関して
は，前時区間のデータから学習したパラメータを当時
区間のパラメータの初期状態に設定して学習すること
によって時間依存性を考慮し，リンク予測の精度の向
上を図る．
本稿の実験は，LFRMや MedLFRMでは連続値表

現が仮定されていた関係属性を連続値と離散値が混合
したものであると仮定する．これは実際の金融ネット
ワークに対して柔軟に対応するためである．これを踏
まえて，2009年から 2012年の欧州の銀行間での取引
をまとめたデータセットを用いてリンク予測問題に対
して実験を行った．
本稿の構成は以下のようになる．第 2章では，LFRM，

MED，MedLFRM，などの既存の手法を紹介する．第
3章では，MedLFRMによる連続値・離散関係属性付
きネットワークの時系列解析について述べ，その条件
下におけるパラメータの推定方法について述べる．連
続値・離散関係属性を考慮したリンク予測の実験結果
を第 4章で示し，第 5章で結論および今後の課題につ
いて述べる．

2 関連研究
2.1 無限潜在特徴関係モデル
潜在特徴関係モデル（LFRM）はMillerらによって

提案されたモデルである [3]．このモデルは，各ノード
が二値の値をとる潜在特徴ベクトルを持つと仮定し，そ
れらの未知の次元を自動的に推定すると共に，ネット
ワーク間のリンクが生成される尤度を推定するモデル
である．尤度は各ノードの持つ潜在特徴とノード間の
リンクに付与される関係属性，そしてそれらの重みを
用いて算出される．
ネットワーク内のノード数を N とし，N × N の二

値隣接行列を Y とする．この時，ノード iとノード j

の間にリンクが存在する場合は Yij = +1とし，リンク
が存在しない場合は Yij = −1とする．Y は完全には

観測されておらず，既観測のリンクから未観測のリン
クの有無を予測できるモデルを学習することが目的と
なっている．また，ノード iとノード j の間のリンク
に作用する関係属性 Xij ∈ R

D が観測されている場合
もある．
各ノードの持つ潜在特徴の数をKとすると，各ノー

ドは二値潜在特徴ベクトル μi ∈ R
K の集合とみなすこ

とができる．ここでZをN×Kの二値潜在特徴行列と
すると，Z = [μ�

1 ; · · · ;μ�
N]となる．Ziはノード iの二

値潜在特徴ベクトルを表し，ノード iが潜在特徴 kを
持つとき，Zik = 1となり，そうでない場合は Zik = 0

となる．また，W を K × K の実数値重み行列とし，
Wkk′ は，ノード iが潜在特徴 kを持ち，ノード jが潜
在特徴 k′を持つとき，その二つのノード間のリンクの
生成に影響を与える重みであるとする．以上より，リ
ンク尤度は以下のように定義される．

p(Yij = 1|Xij , Zi, Zj) = Φ(μ+η�Xij+Z�
i WZj) (1)

ここで，Φはシグモイド関数である．そして，μは尤
度に影響を与える大域的バイアス値であり，η は関係
属性の実数値重みベクトルである．最適な事前分布を
得るために，インド料理過程（IBP）[5]を Z の事前分
布として用いる．これによって，Z を推定すると同時
に，潜在特徴数Kも推定することができる．W は，各
成分において独立して事前分布N (0, σ2

w)を仮定する．
IBPを確率が 1となる無限二値行列の事前分布と仮

定する．これにより生成される行列は，潜在特徴をいく
つ持っていたとしても各成分は必ず正の値をとる．行
列の成分のサンプリングは以下のように行われる．１
番目のノードに対応する行のうち，Poisson(β)の数だ
けの成分を 1とする．ここで，β はハイパーパラメー
タである．次に，i番目のノードに対応する行に属する
成分のうち，既に他の行で 1となっている成分は，そ
の 1となっている成分の数に比例した確立で１となる．
また，Poisson(β/i)の数だけの成分を新しく 1にする．
これを有限個のノードの数だけ繰り返すことで潜在特
徴行列の事前分布を得る．この過程は交換可能である
ため，選択される行の順番には影響されない．

2.2 最大エントロピー識別
最大エントロピー識別（MED）[6][7]は，事前分布を

用いて目的関数である正則化項付き相対エントロピー
最小化問題を解くことにより事後分布を学習する手法
である．
応答変数Y が {+1,−1}を取るような二値分類問題を

考える．Xを入力特徴ベクトルとし，F (X; η) = η�Xn

を ηによってパラメータ化された識別関数とする．ま
た，�を正の損失パラメータとし，ヒンジ損失関数を



h�(x) = max(0, � − x) と定義する．η の事前分布を
p0(η)，事後分布を p(η)とすると，単一の η を推定す
る通常の SVMとは異なり，MEDは p0(η)を用いて以
下の正則化項付き相対エントロピー最小化問題を解く
ことにより，p(η)を学習するものである．

min
p(η)

KL(p(η)||p0(η)) + CR(p(η)) (2)

ここで，C は正の定数である．KL(p(η)||p0(η))は KL

ダイバージェンス，すなわち相対エントロピーであり，
R(p(η)) = ∑

n h�(YnEp(η)[F (Xn; η)])はヒンジ損失で
ある．
応答変数 Y の予測値は以下のようになる．

Ŷ = signEp(η)[F (X; η)] (3)

2.3 マージン最大化潜在特徴関係モデル
マージン最大化潜在特徴関係モデル（MedLFRM）は

Zhuによって提案されたモデルである [8]．このモデル
は，MEDにおける識別関数 F を LFRMにおけるリン
ク尤度として定義することにより，より効果的にリン
ク尤度を推定できるモデルである．
LFRMと同様に，二値潜在特徴行列 Zと，実数値重

み行列W，関係属性Xij が与えられると，識別関数は
以下のようになる．

f(Zi, Zj ;Xij ,W, η) = ZiWZ�
j + η�Xij

= Tr(WZ�
j Zi) + η�Xij (4)

η は関係属性に対する実数値重みベクトルである．こ
こで，Θ = {W, η}をすべてのパラメータとし，Θと事
前分布 p0(Θ)は確率変数とする．予測を行うためには，
潜在変数の不確実性を取り除く必要があるため，より
効果的な識別関数を p(Z,Θ)に関する期待値として以
下のように定義する．

f(Xij) = Ep(Z,Θ)[f(Zi, Zj ;Xij ,Θ)] (5)

したがって，応答変数 Yの予測値は Ŷij = signf(Xij)

となる．I を観測されたリンクの組の集合とし，ヒン
ジ損失関数を 2.2節と同様に定義すると，ヒンジ損失
は以下のようになる．

R�(p(Z,Θ)) =
∑

(i,j)∈I
h�(Yijf(Xij)) (6)

ここで，p0(Z)を潜在特徴行列の事前分布とすると，以
上より MedLFRM を以下の問題を解くことと定義で
きる．

min
p(Z,Θ)∈P

KL(p(Z,Θ)||p0(Z,Θ)) + CR�(p(Z,Θ)) (7)

一般的に，補助変数を導入することによりマージンの
依存性を条件付き独立に変換し，推定を簡単化できる
ということが知られており，これを変分近似と呼ぶ．こ
れを行うために，Tehらによって提案された IBPの棒
折り過程（Stick Breaking Prior: SBP）[9]を用いる．
πk ∈ (0, 1)を行列Zの列 kと対応するパラメータとし，
このパラメータ πは棒折り過程によって生成される．こ
こで，π1 = ν1, πk = νkπk−1 =

∏k
i=1 νi であり，νi は

αをハイパーパラメータとするベータ分布 Beta(α, 1)

からサンプリングされるとする．ある πkについて，列
k内の各 Znkは，独立にベルヌーイ分布 Bernoulli(πk)

からサンプリングされるものとする．この過程を経て，
連続確率 πkは減少し，データセット上の特徴 kを観測
する確率は指数関数的に減少する．
MedLFRMにおけるリンクの生成過程を以下に示す．
1. 潜在特徴行列の 1行目である Z1 に対して，

(a) ポアソン分布Poisson(β)から成分数M を選
択
(b) ベータ分布Beta(α, 1)から，各成分 i ∈ {1, . . . ,M}
に対してパラメータ νi を選択
(c) 棒折り過程SBP(ν)から，各成分k ∈ {1, . . . ,M}
に対してパラメータ πk を生成
(d) ベルヌーイ分布 Bernoulli(πk)から，各成分
Z1k ∈ {Z11, . . . , Z1M}を選択

2. 潜在特徴行列の n行目である Zn に対して,
(a) これまで選択されていない成分に対してはポ
アソン分布 Poisson(β/n)から，既に選択された
ことのある成分に対してはその時用いられた確率
から成分数M を選択
(b) ベータ分布Beta(α, 1)から，各成分 i ∈ {1, . . . ,M}
に対してパラメータ νi を選択
(c) 棒折り過程SBP(ν)から，各成分k ∈ {1, . . . ,M}
に対してパラメータ πk を生成
(d) ベルヌーイ分布 Bernoulli(πk)から，各成分
Z1k ∈ {Z11, . . . , Z1M}を選択

3. 正規分布 N (0, σ2
w)から，重み行列W の各成分

を選択

4. 正規分布N (0, σ′2
w )から，重みベクトル ηの各成

分を選択

5. リンク評価関数 Φ(ZiWZ�
j + η�Xij)を用いて，

各ノード対 (i, j) ∈ I に対して応答変数 Yij を
生成

補助変数を導入することによって拡張された問題を以
下に示す．

min
p(ν,Z,Θ)

KL(p(ν, Z,Θ)||p0(ν, Z,Θ)) + CR�(p(Z,Θ))

(8)

ここで，p0(ν, Z,Θ) = p0(ν)p(Z|ν)p0(Θ)



3 提案手法
前章ではネットワークデータに対してのMedLFRM

によるリンク予測問題について述べた．この章では，連
続値で表現された関係属性に加え，離散関係属性がリ
ンクに付与されている場合を想定したリンク予測問題
について述べる．またそのようなモデルを用いたネッ
トワークの時系列解析についても述べる．

3.1 MedLFRMによる連続値・離散関係属
性付きネットワークの解析

前章で述べていたモデル [8]では関係属性は連続値の
みで表現されていたが，実データセットではしばしば
関係属性の中に離散表現されているものが存在するこ
ともある．したがって，そのようなデータセットに対
するリンク予測問題を扱うとき，関係属性を連続値表
現とも離散表現ともする必要がある．したがって，Xij

はこれまでXij ∈ R
Dと定義されていたが，Xc

ijを離散
表現された関係属性，Xr

ij を連続値表現された関係属
性とすると，Xc

ij ∈ I
D, Xr

ij ∈ R
D′ といったように再定

義し議論を行う．この時，識別関数内の関係属性の重
みベクトル ηは連続値関係属性と離散関係属性それぞ
れに定義する．よって，識別関数は以下のようになる．

f(Zi, Zj ;X
c
ij , X

r
ij ,W, ηc, ηr)

= ZiWZ�
j + ηc�Xc

ij + ηr�Xr
ij

= Tr(WZ�
j Zi) + ηc�Xc

ij + ηr�Xr
ij (9)

ここで，Θ = {W, ηc, ηr}をすべてのパラメータとし，
Θと事前分布 p0(Θ)は確率変数とする．2.3節と同様
に，ここからより効果的な識別関数を p(Z,Θ)に関す
る期待値として以下のように定義する．

f(Xc
ij , X

r
ij) = Ep(Z,Θ)[f(Zi, Zj ;X

c
ij , X

r
ij ,Θ)] (10)

したがって，応答変数Yの予測値は Ŷij = signf(Xc
ij , X

r
ij)

となる．I を観測されたリンクの組の集合とし，ヒン
ジ損失関数を 2.2節と同様に定義すると，ヒンジ損失
は以下のようになる．

R�(p(Z,Θ)) =
∑

(i,j)∈I
h�(Yijf(X

c
ij , X

r
ij)) (11)

3.2 MedLFRMによるパラメータの推定
次にMedLFRMによるパラメータの推定方法につい

て述べる．MedLFRMを提案したZhuの手法 [8]に従っ
た推定方法を以下に述べる．

切断平均場近似（truncated mean field approxima-
tion）[10]によって，p(ν, Z,Θ)を次のように表す．

p(ν, Z,Θ) = p(Θ)
K∏

k=1

p(νk|γk)(
N∏
i=1

p(Zik|ψik)) (12)

ここで，p(νk|γk)はベータ分布Beta(γk1, γk2)からサン
プリングされたもの，p(Zik|ψik)は Bernoulli(ψik)か
らサンプリングされたものである．K は切断レベルで
ある．これらを踏まえて，MedLFRMの問題は以下の
手順を反復することで解くことができる．

1. p(Θ)の推定
p(ν, Z)が与えられたとき，部分問題を以下の制
約の形で書くことができる.
min

p(Θ),ξ
KL(p(Θ)||p0(Θ)) + C

∑
(i,j)∈I

ξij

∀(i, j) ∈ I, s.t. : Yij(Tr(E[W ]Z̄ij) + E[ηc]�Xc
ij + E[ηr]�Xr

ij)

≥ �− ξij (13)

ここで，Z̄ij = Ep[Z
�
j Zi]は潜在特徴ベクトルの

内積の期待値であり，ξ = {ξij}はソフトマージ
ンを実現するためのスラック変数である. ラグラ
ンジュの双対理論を用いることで，p(Θ)の最適
解を得ることができる. p(Θ)は以下のように表
すことができる．

p(Θ) ∝ p0(Θ)exp

{ ∑
(i,j)∈I

ωijYij(Tr(W Z̄ij))

+ηc�Xc
ij + ηr�Xr

ij

}

ω = {ωij}はラグランジュ乗数である.
ここで，ηを ηcと ηr を連接して得たベクトルで
あるとする．一般に使用される標準正規事前分布
p0(Θ)により，p(Θ)の最適解を得ると以下のよ
うに表すことができる．

p(Θ) = p(W )p(η) =

⎛
⎝∏

kk’

N (Λkk’, 1)

⎞
⎠(∏

d

N (κd, 1)

)

ここで，N (Λkk’, 1),N (κd, 1)のそれぞれの期待
値は，Λkk’=

∑
(i,j)∈I ωijYijE[ZikZjk’],

κd =
∑

(i,j)∈I ωijYij(X
c
ijd +Xr

ijd)とする. 双対
問題は以下のようになる.

max
ω

∑
(i,j)

�ωij − 1

2
(||Λ||22 + ||κ||22)

s.t. : 0 ≤ ωij ≤ C, ∀(i, j) ∈ I
この時，部分問題は等価的に以下のように書き換
えることができ，これを解くことでパラメータΛ



と κを直接求めることができる.
min
Λ,κ,ξ

1

2
(||Λ||22 + ||κ||22) + C

∑
(i,j)∈I

ξij

∀(i, j) ∈ I, s.t. : Yij(Tr(ΛZ̄ij) + κ�(Xc
ij +Xr

ij)) ≥ �− ξij

(14)

これは，SVM（Support Vector Machine）の二値
分類問題の形式と一致しているため，SVMLight
やLIBSVMなどの既存の高性能なソルバーによっ
て解くことができる.

2. p(ν, Z)の推定

p(Θ)が与えられると，部分問題は以下のように
なる.

min
p(ν,Z)

KL(p(ν, Z)||p0(ν, Z)) + CR�(p(Z,Θ))

切断平均場近似より，以下の式が得られる.

Tr(ΛZ̄ij) =

{
ψiΛψ

�
j if i �= j

ψiΛψ
�
i +

∑
k Λkkψik(1− ψik) if i = j

マージンの制約は ν に依存しないので，p(ν)は
Doshi-Velezら [11]と同様にして解を得ることが
できる.
また，劣勾配法を用いることで p(Z)を解くこと
ができる.ここで，観測されたリンクの組の集合
I を以下のように定義する．
Ii = {j : j �= i, (i, j) ∈ I and Yijf(X

c
ij , X

r
ij) ≤ �}

I ′i = {j : j �= i, (j, i) ∈ I and Yjif(X
c
ji, X

r
ji) ≤ �}

また，g(x) ≤ �であるとき，∂xh�(g(x))は−∂xg(x)
に等しく，そうでなければ 0となる．これより，
R� の劣勾配は以下のようになる.

∂ψik
R� = −

∑
j∈Ii

YijΛk.ψ
�
j −

∑
j∈I′i

YjiψjΛ.k

−I(Yiif(X
c
ii, X

r
ii) ≤ �)Yii(Λk.ψ

�
i + ψiΛ.k + Λkk(2− ψik))

ここで，Λk.はΛの k番目の行を表し，Λ.kはΛ

の k番目の列を表す．また，I(・)は指示関数であ
り，括弧内に示された命題が真であるとき 1，そ
うでないとき 0を返す. 部分問題の劣勾配を 0と
すると，以下の ψik の更新式を得る.

ψik = Φ

⎛
⎝ k∑

j=1

Ep[log νj ]− Lν
k − C∂ψik

R�

⎞
⎠
(15)

ここで，Lν
k は Ep[log(1 −

∏k
j=1 νj)]の下限であ

る.

3.3 MedLFRMによる時系列ネットワーク
の解析

ここまでは一つのネットワークにおけるリンク予測
問題について着目してきた．この節では複数のネット
ワークを時系列的に捉えたときの予測について述べる．
これまで述べられてきていたモデルにおいては，潜在

特徴行列ZはψをハイパーパラメータとするBernoulli(ψ)

からサンプリングされたものであり，この ψをモデル
の中でランダムに初期化，学習し予測を行っていた．し
かし，複数のネットワークを時系列的に捉えたとき，前
時区間のデータの ψの学習結果を当時区間においての
初期状態として据えることで時間依存性を考慮する．
また，識別関数 F 内の実数値重み行列W，実数値重

みベクトル ηもモデル内でランダムに初期化，学習さ
れるものであるが，この二つについても先ほど述べた
ように前時区間のデータの学習結果を当時区間におい
ての初期状態に据えることで時間依存性を考慮するこ
とができ，予測精度の向上につながると考える．

4 実験
この章では実データセットを用いて，時間 t − 1ま

での学習結果を用いて時間 tのデータを学習し，時間
t+1におけるリンクを予測する実験を行い，その結果
について考察する．

4.1 データセット
実験には，欧州債務危機が起こった 2009年 7月から

2012年 12月における欧州銀行間での取引を記録した
データセットを用いる．通年のデータを月ごとに集計
し，12個のデータセットとして扱う．データセットに
は 153の銀行と 14の国が含まれる．データセットに含
まれる各銀行をノード，当月にある銀行と別の銀行と
の間に現金のやり取りがあった場合，そこにリンクが
あると見なす．この時，現金のやり取りというのは銀
行Aから銀行Bへと xユーロの現金が送られたという
ような状態を指す．したがって，このネットワークは有
向グラフとなり，隣接行列は非対称行列となる．リン
クに付与される関係属性は，取引された現金の量，そ
の取引が行われた際の金利，そして取引が同じ国内の
銀行間で行われたのであれば 1，異国の銀行間で行わ
れたのであれば-1をとるような二値変数の 3つとする．

4.2 実験設定
次にパラメータの設定について述べる．切断レベル

K は 40よりも大きくすれば十分に良い結果を得られ



表 1: 提案手法と従来手法による翌月の取引有無に関
する予測結果

MAP average AUC

time-dependent model 0.387637 0.919695

time-independent model 0.346412 0.905515

ることが知られている [8]ことから，本実験においても
K = 50と設定する．損失パラメータ �,ハイパーパラ
メータαは全ての実験において � = 1, α = 0.1と設定し
た．また，このデータセットは不均衡である．（つまり，
正例よりも負例の方が多く存在する．）したがって，正
のデータに対してはC+，負のデータに対してはC−と
いう異なった正則化定数を用いることにし，C− = 0.1

とした上で C+ = 10C− とした．実験を行う時，先に
述べたように前月のパラメータの学習結果を当月の初
期状態として設定する．ただし，1回目の実験を行う
時，つまり 1月のデータセットに対して実験を行う際
は，W は [0,0.1] の区間で一様に初期化，ψ は 0.5 に
[0,0.001]の区間で一様に分布したランダムノイズを加
えたものとなるように初期化，η は平均が 0となるよ
うに初期化する．

4.3 評価方法と結果
先に述べたパラメータを用いて実験を行う．また，そ

れとは別に前月のパラメータの学習結果を用いず，ラ
ンダムに初期化した上で学習していく従来の手法でも
実験を行う．この二つの結果の MAP（mean average

precision）を比較する．MAPは予測精度評価法の 1つ
であり，[0,1]の範囲の値を取りうるもので，1に近いほ
ど精度がよいということになる．また同様にして得られ
た AUC（Area Under the Curve）の平均（12ヶ月分）
も評価指標として用いる．AUCも予測精度評価法の一
つであり，ROC（Receiver Operating Characteristic）
曲線の積分値を表すものである．完全に理想的な予測
をした場合に 1を，完全にランダムな予測をした場合
に 0.5をとる．このときの評価結果を表 1に示す．
また，4.1節で述べた 3つの関係属性のうち，どれか

1つを考慮せずにリンク予測を行うという実験を全て
の関係属性に対して行い，その結果を比較する．この
実験を行う際も前月のパラメータの学習結果を用いる
場合と用いない場合に分けて実験を行う．このときの
評価結果を表 2～表 4に示す．

4.4 考察
表 1から，前月のパラメータの学習結果を当月の初

期状態に据えることで，ランダムに初期化を行って予測

表 2: 国際取引，国内取引の別を考慮しない場合の予測
結果

MAP average AUC

time-dependent model 0.375433 0.915590

time-independent model 0.347404 0.906652

表 3: 取引量を考慮しない場合の予測結果
MAP average AUC

time-dependent model 0.380175 0.918378

time-independent model 0.346403 0.905512

表 4: 金利を考慮しない場合の予測結果
MAP average AUC

time-dependent model 0.362422 0.911382

time-independent model 0.347434 0.905525

する場合よりも精度が改善されていることが確認でき
る．次に，AUCよりもMAPの方が比較的向上してい
る点に関して考察する．まずAUCはリンクが有るノー
ド対にリンクが有ると予測できた場合とリンクが無い
ノード対にリンクが無いと予測できた程度が全ノード
対を占める割合を表す指標であり，MAP に関しては
リンクが有るところを有ると予測できた割合だけに注
目した指標である．そして 4.2節で述べたようにこの
データセットは不均衡なものであるため，リンクが有
るということを予測できたことにより価値があると考
えられる．よって，今回の実験においてより評価指標
として意味を持つのはMAPの方であるといえる．そ
のMAPにより大きな改善が見られたことから，前月
のパラメータの学習結果を当月のパラメータの初期状
態として用いることで効果的に時間依存性を反映させ
ることができたと言える．さらに，各関係属性を考慮
せずに行った実験結果について考察する．金利を考慮
せずに行った場合に比較的大きく予測精度が損なわれ
ていることから，取引の有無を予測するという観点に
おいては，金利がどの程度であったかという情報がよ
り重要なのだと予想することができる．逆に，取引量
を考慮せずに行った場合には比較的予測精度に差は見
られないため，過去の取引量は将来の取引の有無を予
測するにあたってはさほど重要ではないと解釈できる．

5 おわりに
本稿では，実問題において想定される連続値と離散

値で表現される関係属性が混在する場合のネットワー
クに対するリンク予測問題について，マージン最大化
潜在特徴関係モデル（MedLFRM）を拡張し，予測精
度の評価を行った．そしてそのようなネットワークの
時系列解析についても検討した．



銀行間の取引データを用いて，前時区間において学
習したパラメータを当時区間のパラメータの初期状態
として据えながらリンク予測問題の実験を行い，各月
のAUCの平均と，MAPを用いて評価を行った．比較
対象として，従来の手法と同じく時系列を考慮せず，パ
ラメータをランダムに初期化するリンク予測問題の実
験も行った．その結果，前時区間のパラメータの学習
結果を用いた方が予測精度が良くなることが確認され
た．これより，ネットワークを時系列的に捉えて未知
パラメータや潜在変数を学習することで，リンク予測
の性能を改善できることを示した．
今後の展望として，損失パラメータ �や正則化定数

C−の適切な値を交差検定などの手法によって決定し，
リンク予測問題において精度の更なる向上を試みるこ
とが挙げられる．また，本稿ではリンク予測問題につ
いて議論を行ったが，リンクに付与された関係属性の
予測を行うといったことも考えられる．この場合，関
係属性が連続値で表現されているのか離散値で表現さ
れているのかによって，問題設定を回帰または分類に
区別して考える必要がある．関係属性の予測を行うこ
とによりノード間にあるリンクがどのようなものであ
るのかを予測でき，さらに本稿において用いた時系列
的な考えを導入することで，より詳細で広範囲なネッ
トワーク解析が可能になると考えられる．
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Predicting Equity Price With Corporate Action Events Using LSTM-RNN
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The forecasting the stock price of a particular has been a difficult task for many of analysts and researchers. In
fact, investors are highly interested in the research area of stock price prediction. However, to improve the accuracy
of forecasting a single stock price is a really challenging task, therefore in this paper, I propose a sequential learning
model for prediction of a single stock price with corporate action event information and Macro-Economic indices
using LTSM-RNN method. The results show the proposed model is expected to be a promising method in the
stock price prediction of a single stock with variables like corporate action and corporate publishings.
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ŷt yt

3.4
1999 Hochreiter LSTM-RNN

Epoch

50 100 500

50 LSTM 1

Keras Tensorflow

Adam(Adaptive Moment Estimation)

GPU GeForce GTX 1060 3GB

4.

1

RMSE Epoch

Epoch 500

50

RMSE

Epoch = 50 19.5 18.9 19.9 20.4

Epoch = 100 17.1 16.9 17.6 18.1

Epoch = 500 15.0 14.9 14.8 15.3

1: RMSE

Epoch = 50 0.4842 0.4868 0.4711 0.4737

Epoch = 100 0.4895 0.4789 0.4921 0.4947

Epoch = 500 0.4579 0.4526 0.4553 0.4711

2:

5.

LSTM-RNN

Epoch

2



[ 17] , : AI

, , Vol.55, (2017).

[Jason 17] Jason Brownlee: Long Short-Term Memory

Networks With Python Develop Sequence Prediction

Models With Deep Learning, MACHINE LEARNING

MASTERY (2017).

[Argimiro 14] Argimiro Arratia: Computational Finance

An Intoductory Course with R, ATLANTIS PRESS

(2014).

[Akhter 14] Akhter Mohiuddin Rather: A Hybrid Intelli-

gent Method of Predicting Stock Returns, Hindawi

Publishing Corporation,Advances in Artificial Neural

Systems Volume 2014, Article ID 246484, 7 pages

(2014).

[Murtaza 2015] Murtaza Roondiwala, Harshal Patel,

Shraddha Varma: Predicting Prices Using LSTM, In-

ternational Jounal of Science and Research, 2319-7064

(2015).

[Qun 2017] Qun Zhuge,Lingyu Xu and Gaowei Zhang:

LSTM Neural Network with Emotional Analysis for

Prediction of Stock Price, Engineering Letters,25:2,

EL 25 2 09 (2017).

3



�������	
���������������� 
Prediction of Bitcoin Price Movements with Machine Learning Algorithms 

�� �� 1� ���� �	
�� 1� ��� ��� 

Takuya Shintate1, Lukáš Pichl1, and Taisei Kaizoji1 

1������� 
1International Christian University 

 
Abstract: We study the limits of prediction accuracy of Bitcoin price data in CNY currency using tick data 
from the OKCoin Bitcoin exchange (source: Kaiko data). The tick data contain the price, volume, and trade 
direction, and are transformed to the OHLCV format using standard methods. In this report, we deploy the 
Support Vector Machine algorithm by Vapnik to estimate the sign of the hour-to-hour transaction return 
using a sampling moving window of varying size on the past data. Several kernel functions are validated. 
Our first results for all months of the year 2015 show that the hit ratio accuracy level (the fraction of 
correctly predicted upward or downward events) does not exceed 60%. It remains to be established whether 
this low result corresponds to the causal extraction limit inherent in the data, or whether it can be improved 
by deploying other methods, such as LSTM networks in deep learning.  

 

Introduction 

Bitcoin price data time series denominated in 
standard currencies are subject to many extreme 
events, since bubbles and crashes in the 
cryptocurrency markets are quite common. For 
instance, at the beginning of 2017, the Bitcoin price 
was about 1000 USD, and since then it has seen the 
rise to almost 5000 USD on September 1st of the 
same year, followed by a sharp drop in just a two-
week period to about 3000 USD-level on September 
14th, when China (accounting for major source of 
Bitcoin demand) announced suspension of Bitcoin 
trades at domestic exchanges. Therefore the BTC 
(XBT) price series are a serious benchmark both for 
econometric and machine learning algorithms. 

The available literature related to Bitcoin time 
series prediction is relatively limited, with the 
exception of the burst of mostly economic 
publications this year [1-3]. The insight from the 
field of computational intelligence still remains 
rather limited. We have analyzed the BTCEUR price 
times series using recurrent neural network in Elman 
topology in a previous work [4], finding out that that 
on the daily scale the MSE of the predicted data (5-
day ahead prediction) scales as the Realized 
Volatility computed from intraday trading data.   

Support Vector Machine  

When predicting the logarithmic returns on 
equidistant time grid, the MSE is typically used as 
the accuracy criterion for training neural networks. It 
is, nevertheless, more intuitive and an easier subject 
to interpretation to focus just on the hit ratios, i.e. the 
trend data (class 1 for logarithmic return R>0, class -
1 for R<0; no-tick data excluded). Then we have a 
binary classifier problem, for which, according to the 
standard findings in the literature [5], the Support 
Vector Machine method is considered to be superior. 
As quoted in [5], “The underlying motivation for 
using SVMs is the ability of this methodology to 
accurately forecast time series data when the 
underlying system processes are typically nonlinear, 
non-stationary and not defined a-priori.”  

The present dataset of hourly data for BTCCNY 
prices is broken to 12 monthly segments, and for 
each of them, 2/3 of the data is used for SVM training, 
and the remaining part for hit ratio validation. We 
adopt the R-package kernlab [6] implementing the 
original method of Vapnik [7]. The relative constant 
for penalizing mis-predictions is set as C=10. Figure 
1 depicts the BTCCNY time series in 2015 and 
shows the clustering behavior of the logarithmic 
return on the 1 hour scale.  



Results and Discussions  

 
We have experimented with various polynomial 
kernels of orders 1, 2, 3, and 4, tuning the scale and 
offset parameters, and the Radial Basis function 
kernel, with manually tried and automatically 
determined Gaussian function width. The highest 
validation scores were obtained for the automatically 
set RBF kernel. These results are summarized in 
Table 1 for the input space dimension (size of the 
predictor sampling window) N=5.  
 
Table 1 SVM-prediction hit ratio for BTCCNY 2015 
 

JAN FEB MAR APR MAY JUN 
52.08 52.53 50.85 51.80 53.11 50.86 
JUL AUG SEP OCT NOV DEC 
51.45 50.22 56.87 56.88 53.04 58.75 

 
As the above table indicates, the SVM-predicted 
results are rather in accord with the efficient market 
hypothesis, suggesting a low level of causal content 
in the time series data. We have been currently 
implementing the LSTM deep-learning networks in 
an attempt to confirm whether the data in Table 1 are 
an upper bound or not. At the conference, we will 
also briefly review our previous work on BTC time 
series analysis [4]. 
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Modeling the Momentum Effect in Financial Stock Markets 

Toward New Portfolio Rebalance Algorithm 
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Abstract: This research has two objectives: (1) to model and analyze the momentum effect, (2) to 
propose a portfolio reconstruction algorithm that can use the momentum effect to obtain excess profit. 
The momentum effect tends to be present in the stock market, and describes the phenomenon whereby 
rising (declining) stocks tend to continue to rise (decline). However, because existing research does not 
separate momentum effects from stock price fluctuations it is not always possible to obtain excess return 
when working with an unknown data set that contains a momentum effect. In this research, we define a 
new External Force Momentum Effect (EFME) model based on bias in stock price rises (declines). We 
prepared an artificial data set that contained this momentum effect and constructed a portfolio with the 
proposed algorithm. The relationship between the EFME model and excess return is then analyzed to 
verify that excess profit can be obtained. Additionally, we confirmed that the proposed method can obtain 
higher excess return than the existing method when applied to artificial and real stock data sets. 

Keywords: momentum effect, anomalies, trading algorithm, on-line portfolio selection strategy 
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789”0@ABCDEFGHI+JKFefgI
dc+[1,2]. ”3456789”K%, Ch0�i('
j)kl0*+,-%, mno?"klFpqrs)
*+. �t"ab%, ,-./03456789F

`u>dc+JK:L>d1A, Ch 6 vwx0y
c(zc)S6O5:L>{,-%, ?"[" 1|6 v
w0yc(zc)S6O5:LMKef>dc+. g
H0, ?IH"}9:~�M+ab}9oefgI
cd+[3,4,5]. 
>�>�FH, ?IH"ab0��:��+ab

}9oefgIdc+. ”3456789” 0@AB
CDEFGHI+Kc���}9%, ;O6"��
=0@+o")*A, ��0BCS6O5FGHI
+�2)%�cKc���)*+. ��A, ���
���H�8�:LM�����:��>{�2), 
 ¡�:¢£>{r�$���')��:¤¥{¦

O§)%, ¨©$0�ª�S6O5%�«HI��
¥{K¬dc+[6].  
J"@�� ®F¯°+±²%, 3456789



:³´0µ�¶3;<=)·d1H¸, ��",¹
;O6�H”3456789”"�:ºA»>d��
M+JKF¼½��H)*+. �ab)%, 345
6789:3;<=>{¾�;O6¿ÀP:ÁW>, 
?";O6¿ÀP:ÂcdUr�"*+Ã)ÄÅÆ

Ç"�8�:ÈÉM+Ê��:]^M+.  
34567%, -(1)0@Aµ�gI+. 3456

7%�µËx"S6O5)*+JKFLgId1

A, ”3456789”K%, ,-"S6O5Fyc
(zc),-%, mno?"klFpqrs)*+K
gIdc+ [1].  Pt %Ì( t 012+,¹:L
>,������������� %Ëx MOM_period 012+Ì( t
"34567:L>dc+. o>, MOM_periodF 1
"Ì%S6O50Í>q�+. 

������������ � ��
�������������

ÎÎÏ ÐÑÒÎ

�ab)%, ”3456789”:3;<=>, 3
456789:Ó�ÔÕ",-)VWgI{¾�;

O6¿ÀP:¯W>{ . External Force Momentum 
Effect (&[, EFMEK\M)Î 3;<%, Ö$×²0
@¥dØÙX§F�¯>, ?"ÚÛ0@A,¹Ü¡
01cd3456789F�¯M+KÝµ>{3;

<)*+.  
�Þ%, &'"VW:º+. 2) EFME3;<:

ß³M+KKo0, 34567¶ØÙX§"¯WÆ
à0�cdß³>, 3 )%�ab)áÂ>{�»
âÇK,NOPQRSTUVWÆÇã"äÂ0�c
d¬, 4 )%;O6¿ÀPK��âÇ0�cd
ß³M+. 5)%EFME3;<012+34567
89:ÈÉM+KKo0, �ab)]^M+NOP
QRSTUVåÆÇ(PRA):Âc{�»}9:ÈÉ
>, 6)�K«+. 

,,(  � !"�#$��%
!-.

,(' ./0123456.78392.:8;241<;./==291.�%�.
� a b ) % , æ ç è é ê 5 ë ¡ (Geometry 

Brownian Motion: GBM):,¹Ü¡"ì�3;<K
>[11,12], ¹í"Ü¡î�%Ö$×²0@+ØÙX
§)ïµgI+K¢�+. �ab)Âc+ EFME 3
;<:&'"Æà0@A¯WM+.  
(1) GBM0ìð·¯W>{;O6¿ÀP(ÔÕ",
-;O6)0ñ>d, ò,-0ÔÕó"�i¶'
ôØÙX§:é5õ7��Í>c´ö)�¯g

�+(÷1). 
(2) ØÙX§"øùú1@ûüpËx%��ýÕ0
@AïµgI, òØÙX§"þe%, 6Ù�(�

i/'ô)1@û, øùú, ��ú, �¯´ö, �
g)ïµgI+(÷1).  

(3) ØÙX§F¹íÜ¡0��+ÚÛ%, (2)@Aò
,-01cd��gI{ØÙX§0	c, 
µ
Ëx01cd, ”�¯´ö”0ä°d�i('ô)Ø
ÙX§%, �i('ô)ú�Hé5õ70��>, 
��>{ú0ñ>d, ”�g”0ä°dS6O5
:�(��)M+JK)¹íÜ¡0î�:��
+(÷2).  

�3;<%, ��",-0ÔÕ"ØÙX§FÚÛ
:��, ?IH"ËxF��+JK:�«{3;<
)*+(÷ 1,2). GBM;O6¿ÀP0ñ>dÔÕ"Ø
ÙX§0@+89F��gI{o"F345678

9:Ó�;O6¿ÀPK�+(÷ 3). 

÷1 EFME3;<0@+�,-0ñM+ØÙX§"��: 

�i¶'ôØÙX§%GBM;O60ñ>d��gI+. Ô
Õ"�i¶'ôØÙX§Fé5õ70øùÌËKüpËx

F��HI+. J"��)%, 6�ØÙX§F��gId
1A, ?"à�0	c��ú"S6O5:�(��)M
+. 

÷2  EFME3;<0@+��gI{ØÙX§K¹íÜ¡ 
"��÷ (ØÙX§"��A"�c¦O§)    

�÷: �i¶'ôØÙX§:L>dc+. 
'÷: ØÙX§"ÚÛ:�2{GBM;O6"¹íÜ¡ 



FEME0@A�i¶'ôØÙX§F��gI, ?"ÚÛ0
@A¹íÜ¡F�J+. �iØÙX§(�)1@û'ôØÙ
X§( )"ÚÛ0@A, '÷"¹íÜ¡F�J+.  

÷÷3 �i¶'ôØÙX§0@AGBM0@A¯WgI{;
O6FÚÛ:�2��+!"K�+

EFME(External Force Momentum Effect)3;<0@A, 
GBM0@A¯WgI{;O6F��+Ü¡î�(345
6789):LM. �i('ô)ØÙX§%, ��gI{Ëx
"#)¹í"�i('ô)ú"#�H, $µgI{�¯%ö
(prob)0ìð·é5õ70ÁÂ>, S6O5:�µ%ö
(strength))�(��)g�+(2~7)(Algorithm1).  

�3;<)% GBM ;O6¿ÀP0ñ>dÔÕ"

ØÙX§0@+89F��gI{o"F34567

89:Ó�;O6¿ÀPK�+(÷ 1). Ö&ØÙX§
(External Force Bias: EB) %, �iØÙX§1@û'
ôØÙX§,ØÙX§�>"'()"6Ù�)*r
gI+. ;O6¿ÀP",- i = [1, ..., M], Ì( t = 
[1, ..., N]K>, ØÙX§F��HI{Õ: k = [1,2,…, 
J]KM+Ì0, GBM K EB, Å+¹í S %&'"-
)*gI+(2,3,4,5,6,7). GBMi%, ,- i "ú,"S
6O5-.P<:L>d1A, EB i%, ,- i"ØÙ
X§"S§P:L>d1A, ÷ 1"�)% Nó"S
§P)VWgI, S§P"ò×/(��0, �����)% 6
ó"ØÙX§:Ó�JK0�+. 
�������%, GBM 0@A¯WgI{,- i " 1 ú"

S6O5:*M. �{, -(2,3,4,5,6,7)" EB 1@û
Bias 1Õ0@AØÙX§F¹íÜ¡0î�:��
+. 

���𝑖 � ���������������������� �������������ÎÎÎÎÐ2ÒÎ

��𝑖 � ���������������� ������� Ð3ÒÎ

����� � ��������� ������� � ������ ÎÐ4ÒÎ

����� � ����� ��� ���������� ÎÎÎÎÎÐ5ÒÎ

𝑏𝑖𝑎𝑠�𝑡𝑦𝑝𝑒 � ���������� �������������������������
������ � ����� ���� ���� ÏÎÎÎÎÎÎÎÎÐ6Ò

�
�J����� ���� ����������� � ������ ���������

��� Ï

Ð7ÒÎ

8Î ��K�ØÙX§"Õ� �
LMN�K�ØÙX§"�¯´ö

� � OPM�Q�PR�K�ØÙX§FS6O50��+89"�·g�
� � �S����	�K�9::Î �TUTV�P
W��LMN�T�P�
,(, .>?:�@A�BCDEF����
��.
�]^ÆÇ)%, æçèéê5ë¡(Geometry 

Brownian Motion: GBM)0Ö²0@+ØÙX§(EB)
:;O6¿ÀP";,-0��M+Æà:

Algotithm10LM. 
�ab)%, 2()";O6¿ÀP GBM-EB-Small

1@ûGBM-EB-BigFÂcHIdc+. GBM-EB-Big
)%, prob=0.2K strength=1.017F
µgId1A,J
I%, é5õ70��gI{Ëx t1~ t201cd�
i('ô)ØÙX§)*I0, ��gI{Ëx"�i
('ô)ú"S6O5F 1.017 (1/1.017)<0�+. 
=�Âc+;O6¿ÀP%, GBM1@û

Algorithm10ìð·;O6:¯W>, 200�";O6
¿ÀP:ÁW>{. ò;O6¿ÀP"�·g%, T
S>?<",¹;O6¿ÀP0���d, ,-Õ:
391K>, ;O6@: 4362K>{.  

Algorithm1   AddExternalBiasToGBM 
non_bias,rising_bias, decline_bias := 0,1,2 

// GBM-EB-Big
µ"/� 

prob, strength :=  0.2,1.07 

// ¯WgI{ GBM;O6 

���� � ���������������������� �������������
// EB ;O6"¯WKAË= 

EB[M,J]:=initialize([0,0,non_bias]) 

for i=1,�,M do 
  for k=1,�,J do 
     t1:= UniformRandomNumber(1,N ) 
     period := UniformRandomNumber(10,512) 
     t2:= t1+period 
     if t2 > N  then  t2 := N 
     bias_type :=  



      RandomSelect({rising_bias,decline_bias}) 
     EB[i,m]:= (t1,t2, bias_type) 

// adding bias to GBM 
for i=1,�,M do 
  for k=1,�,J do 
     t1,t2, bias_type:=EB[i,m] 
     Bias(GBMi , t1,t2, bias_type, prob,strength)

G( ���� !"�HIBJ��KLM

����	
������
��

  �B)%, 34567C¹§DX(&[, MESK\
M) :ß³M+KKo0, NOPQRSTUVWX
<YSZ7(PRA)0äÂ>{ MES-PRA "ß³:¤
�.  
  MES %, =�)"abK%��+E(0@+C¹
§DX)*+. MES %ÔÕ"Ëx"FyG(FHG)
:tI>{�Õ:ì0>{µ�$�C¹$J)*+. 
� !)%, NOPQRST"VW,-Õ U :��
+JK), MES"�K 1~U",-:LÓM+ PRAF 
MES-PRA)*+. �)%, MES"ß³:¤�KK
o0, ºMD§P:N«{OQROP5§:C¹M
+. 

G(' � !"�HIBJ�N:/OP�QR.
MES %, 3456789"yc,-:��M+{
«"$J)*A, FyG(FHG)"�¯�ÕKc�
µ�$�C¹0ìðqo")*+. � !)% 6 (
)"µQ$C¹$J:Âcdc+F(3.4 B), ?IH
"$J:Âcd3O456789"yc,-:��

M+JK%½>c{«, F{�µ�$C¹$J)*
+ MES:]^M+.  

MES "¢�âKX<YSZ7:&'0¬+. ÷
30L>{@�0, �i¶'ôØÙX§0@A¹íÜ
¡"î�F��+. ?J), Ü¡"!""RcFF
yGSFHG"�¯�ÕF��+JK0T#>{

C¹ÆÇ:÷ 40LM.  
 n úx0�¯M+FyGSFHG"�¯�ÕF, 
,-"�i('ô)PU5V0ä°d, §DXFy(z)
q�¥dc+. �i('ô)PU5V:Ö&�H"Ø
ÙX§0@+rsK¢�I0, ØÙX§"�·g:
xW$0©XM+JK0�A, Ì( t 01cdÔÕ
"C¹Ëx"§DX"YZG:[«{o"F MESt

)*A, JIFC¹GK�+. 
gH0 , \ÙZ"ÚÛ:�gqM+{«0 ,Ch

LMESúx"$Õ]¡YZ0@AY^=:¤�.  
ycMES:��M+JK%, �c�iØÙX§"

ÚÛ:�2dc+JK:L>dc+. JI%, yc
�iö:Ó�,-:��>dc+")%�q, �c

�iØÙX§(FyG:tIM+�ÕF_q, FHG
:tIM+�Õ"`�c) :Ó�,-:��>dc
+. 

÷÷4 Î MES"©aâÇ"�� 
Qúx0�¯M+FyGXFHGY"�¯bc:dê5PM
+JK)§DX:©aM+Z�J"÷)%[�Q\][^[_[`012
+FyGXFHGY"�:L>dc+Z�ef"&È%FyG
�{%FHG:tI>{JK:L>dc+Z� �
� �FyG%aZb:��[�FHG%bZb:[�?I&ÖXgc&
ÈY%bZc:��[�?"�©G:§DXKM+Z�
h"÷K�Ñú#§DX=1.0i0 + 0.0i3 + 0.5i7 = 3.5  
2ú#§DX=1.0i1 + 0.0i0 + 0.5i9 = 5.5  
3ú#§DXj1.0i5 + 0.0i0 + 0.5i5 = 7.5  
k"÷lÑú#§DX=1.0i1+ 0.0i0 + 0.5i9 = 5.5 
2ú#§DX=1.0i0 + 0.0i5 + 0.5i5 = 2.5 
3ú#§DX=1.0i1 + 0.0i0 + 0.5i9 = 5.5
JIH"G% 1 úmK"©aG)*A, JI:(10)0	c
$Õ]¡YZ:[«{o"Fòú" MESK�+. 

G(, � !"�HIBJ�N:/OP�STUV.
  �B)%, MES :��0©aM+X<YSZ7"
no:LM. ��"§DX%, núx) 
n=[10,20,…,250] "ò¦O§0�cd§DX:[«
(8,9),?I:Ch LMSEú"$Õ]¡YZG: MESK
M+(10).�{, MES %;d,¹;O6"��HGH
I+o")*A, Qp5õ456<�$J%Âc�
c. 

������� � ��������� �� ���������� � � �� ,   (8) 

���� �� �� � � 

�������������� � � ������� � � � �� � � ���
������������� � � ������� � � � �� � � ���
������������������������

, (9) 



���� � ������������������ �� ��������� , (10) 

* 1. The exponential moving average is 

�� � ��� � � � � ����
� � � ��� � � �� ��� � ��Ï 
  52 q"yG(1 rx"�yG):tI>dc+JK
F�E�þe)*+KefgId1A[10], �ÆÇ
%, ÔÕ"Ëx012+yG(HG)þe:ºAst
JK),-0ucdc+ØÙX§"�»vc:�w

dc+. 

G(G :/OCWX�����	
���
���
��N:/OYZ[\P.

MES-PRA%, VW,-Õ UF��HI{Ì, MES
"yc,-:jà0 1~U:Í%ö)��M+JK),
NOPQRSTVWM+X<YSZ7(Algorithm2)
:&'0LM. 

Algorithm2        MES-PRA (MES, S, M, N, u, PR) 
Input: MES score array MES; // MESt,i: stock i on day t 
      StockÎ set      S ;

    Number of stocks    M ; 
      Number of days from the start    N ;                  
      Number of portfolio component stocks u ; 

  Portfolio reconstruction system PR ;      

Output: portfolio    Pall ; 

t :=0 ; M= (MESk,1 , � ,  MESk,N )  
Let s1 be all the stocks selected  
By constructing a portfolio with s1 stocks selected at the 
same ratio by PR, we make P1. 
let P1= PR(s1)   # Construct a uniform weight portfolio 

while t > N do 
  t : = t + 1; 
  M = (MESt,1, � ,  MESt,n) 

// M@A,�K 1~u�)",-:��>,
// ?",-¿ÀP: skKM+. 

  sk = get_MES_rank_topK(S,M,u) 
  let Pt = PR(st) 

Pall = (P1,�, Pn) 

return Pall 

G(] ̂ �	�_!BHI`a.
  �B)%, J"ab)ÂcHIdc+S6O51
@ûS§.,S§.xyz�S6O50�cd¬
+. �ab)Âc+$J%, OQROP5§"$J

K>d��Å+<ö1@ûrYZS6O5(%):Â
c, S§.K>drYZ{é|}S|}(%)1@û
��V~Oõê5(%):�ÂM+.gH0,S§.xy
z�S6O5K>d, ��O�U�T[7]Kd<PO
U�T [8]:Âc+. 

(1) ��Å+<ö: Final Asset Multiplier (AM) 
(2) rYZS6O5: Annual average Return (AR) 
(3) rYZ{é|}S|}: Annual Volatility (AV) 
(4) ��V~Oõê5: Maximum Draw Down (MDD) 
(5) ��O�U�T: Sharpe Ratio (SR) 
(6) d<POU�T: Calmar Ratio (CR) 

G(b cdJB�Nef�ghi�jkF�JB�P.
ºMD§P%, ºMÆÕ�KPO¦ÀPÙ5O.

P:�a>{D§PK>, ��./01cd�¯M
+ºMD§P% 0.08~0.14%KefgId1A[9], �
ab)% 0.14%:Âc+JKK>{. �1, ºMD
§P%, �A�{%�c"��"D§P)*A,��
M+��0ñ>d 0.14%F��"ºM)�`M+. 

]]( %�"lm�nHIUV

]('..�I%�"nop%�".

�ab)%, ��",¹;O6¿ÀPK, �°;
O6�ÙZ(��ÕKúÕ):Ó� 4 ()"¾�;O
6¿ÀP:Âc+(* 1). ¾��O6¿ÀP%, æç
èéê5ë¡"�0@+;O6¿ÀP)*+ GBM
1@û, GBM0�iØÙX§: 1�"���>{(Ø
ÙX§"��A"�c)GBM-EB-UP, ÔÕ"�i¶'
ô"ØÙX§:��>{ GBM-EB-Small, @A�·
�ØÙX§:��>{ GBM-EB-Big:Âª>{. 

* 1       ¾�;O6¿ÀPK��",¹;O6¿ÀP

���

;O6¿ÀP"��

ì�þe  (úÕ1@ûVW

,-Õ  %;d�° . �{¾

�;O6¿ÀP% 200�5�

<)��) * 1

ØÙX§"

Oé4O6

GBM

4362 ú, 391 ,- 

�5�<Õ: 200 

0.00%/r (AR:YZ) 

-3.0%/r (AR:#�G) 

�>

GBM-EB- 

  UP 

4362 ú, 391 ,- 

�5�<Õ: 200 

8.95%/r (AR:YZ) 

4.22%/r (AR:#�G) 

prob=0.10 

effect=1.010 

��ØÙX§Õ (J) 

= 1 

GBM-EB- 4362 ú, 391 ,- prob=0.15 



���

;O6¿ÀP"��

ì�þe  (úÕ1@ûVW

,-Õ  %;d�° . �{¾

�;O6¿ÀP% 200�5�

<)��) * 1

ØÙX§"

Oé4O6

Small �5�<Õ: 200 

4.81%/r (AR:YZ) 

-3.0%/r (AR:#�G) 

effect=1.013 

��ØÙX§Õ (J) 

= 20 

GBM-EB- 

Big 

4362 ú, 391 ,- 

�5�<Õ: 200 

15.6%/r (AR:YZ)- 

-3.0%/r (AR:#�G) 

prob=0.20 

effect=1.017 

��ØÙX§Õ (J) 

= 20 

�� ì�þeÎ  * 2 

�� S&P500Ù5;

À.§"S6O5 

[�¢] 

SP

�� S&P500�M+,- 

1999.01.01~2016.4.29 

4362 ú, 391 ,- 

15.7%/r (AR:YZ) 

9.22%/r (AR:#�G) 

8 2016.4.29Ì() S&P500

0�>d1A, 1999.01@A

�/>dc+;,-:ñs

K>{{«, ¯`�ØÙX§

F`u>dc+. 

7.60%/r(S&P500$

Õ) 

;O6¿ÀP%, �

È� ¡�:Ó�

,-)VWgId

c+[6]. 

*1. JJ)"YZK#�G%, 200�5�<"YZGK#
�G:L>dc+.  
avei=average (AR(stock1),…,AR(stock391)) 
AR:YZG: average (ave1,…,ave200)  
AR:#�G: median(ave1,…,ave200)  
*2. ;O6¿ÀPSP012+YZK#�G% 
AR:YZG: average (AR(stock1),…,AR(stock391))  
AR:#�G: median(AR(stock1),…,AR(stock391))  

](, .qrsV.

qrsV't.[54u8;YZ[\.

  MES-PRA"�K�:ÈÉM+{«0, �°ºM�
ÕKVW,-Õ)*A, ,-:é5õ7��M+N
OPQRSTVåÆÇ)*+Random-PRA:Âª>,
OQROP5§"%�ñsK>{. 

qrsV,t.v:wx.

  WML+%, WMLÆÇ[1,2]"~5�¶N>��5"
�:Âc{ÆÇ)*+. WMLÆÇ%, ~5�1@û
��OP"�â"N>��5:Ó�ÆÇ)*+. �
*$��\)*+Jegadeesh (6,1)[2]%, Ch6vw"

�oS6O5"yc�� (�K10%)"~5�¶N>
��51@û, S6O5"zc�� ('K10%)"
��OP¶N>��5:1vwLÓ>, JI:1vw
¡0¢A£MÆÇ)*+. SP;O6¿ÀP01cd
WML"��OP¶N>��5)%¤¥F�¯>d1
A[2]K%��+}9K�¥{{«, S6O5FGH
I{~5�¶N>��5"�:C¹ñsKM+

WML+:
µ>���0Âc{. 

](, yzs{.

ÈÉ%&'3()"�¦}90ñ>d¤�I+. 

(1) GBM1@ûGBM-EB-UP0, MES-PRA1@û
Random-PRA:�Â>, ?"}9:ÈÉM+(�
¦1). 

(2) GBM1@ûGBM-EB-Small, GBM-EB-Big0
MES-PRA1@ûRandom-PRA:�Â>, ?"}
9:ÈÉM+(�¦2). 

(3) ��",¹;O6¿ÀP)*+SP0ñ>d, N
OPQRST:VW,-Õ"��+MES-PRA
1@ûÙ5;À.§, _`ÆÇ:�Â>{
WML+:%�ÈÉM+(�¦3). 

b( |}~$n��

b('..%�"lm��yz.

  �B)%, ¾�;O6¿ÀPK��",¹;O6
¿ÀPK"î§0�cdÈÉM+. SP;O6¿ÀP
%, Å+<ö%0.06~434<"¨©K�¥dc+. 200
¿ÀP";;O601cd, GBM)%0.01~40.0<)
*+F, GBM-EB-Small)%0.0002~2810<, 
GBM-EB-Big)%2.0 × 10-5 ~ 58900<K,-"��Å
+<ö"¨©F�>dc+. {�>, GBM-EB-Big
KSP"röS6O5"YZG%�Í)*+. 

b(,..|}~$�yz.

b(,('..op%�"���|}t

>?:���>?:Y/?Y�Z�yzN��'P.

  �ª)%, ò200¿ÀP"GBMKGBM-EB-UP"È
É:¤¥{. MES-PRA1@ûRandom-PRA%, NO
PQRST:10��"ZÍ%ö)VW>, ºMD§
P:0.14%K>{}9)*+(÷5). 
  ��¦0@A, MES:Âcdyc3456789
:Ó�,-:�«¬)*+JKFLgI{. J"
@��®X¬�F�«HI+±²%, Algorithm1
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Classification based on business segments of causal information and extraction of 

performance sentences from summary of financial statements
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Abstract: In this research, we propose a method to automatically classify sentences including causal 

information concerning business performance (e.g. “Orders of semiconductor manufacturing equipment 

were good.”) extracted from summary of financial statements of companies based on business segments of 

the companies. Moreover, we propose a method to extract performance sentences from summary of 

financial statements. For example, the sentences including causal information extracted form summaries of 

financial statements of SUBARU Co., Ltd. are classified to either “automobile” segment or “aerospace” 

segment. In addition, our method extracts performance sentences, e.g. “Sales were ¥3,262.0 billion, an 

increase of ¥93.7 billion (2.9%) compared with the previous fiscal year.”, by deep learning and 

automatically generates training data.
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Extraction of Basis Information on Analyst’s Forecasts and Assigning Polarity to 
Analyst Reports
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Abstract: In this paper, we proposed a method for supporting investors. Our method extracts basis 

information on analyst's forecasts from analyst reports and assigns polarity to the analyst reports. Analyst 

reports which are written about a company's performance or profitability by securities analysts are useful 

for investment but investors can only read it a little because many reports are published. Therefore, a system 

which judges investing by an artificial intelligence technique is required. By giving polarity to the analyst 

reports, the proposed method catches a slight change in performance. This ability of method is useful to 

judge whether investors need to read analyst reports carefully.
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業種別企業業績要因を含む新聞記事の抽出
Extraction of Newspaper Articles including Cause Informations

Concerning Business Performances for each Industry
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Abstract: These days, a growing number of individual investors is attracting public attentions

even in Japan, and securities companies are actively providing them with investment informations.

Especially, analyst reports written by professional security analysts are important investment judg-

ment materials, but their timing of publication varies by brands. In this paper, using the structures

of causal relationships of sentences in analyst reports, the ways of security analysts paying atten-

tion to cause informations concerning business performances were learned, and newspaper articles

including similar causal relationships were extracted. We aim to realize a real-time investment

supporting system.

1 はじめに
近年，わが国でも個人投資家の増加が注目されてお
り，証券会社も積極的に投資情報の提供を行っている．
中でも，市場分析の専門家である証券アナリストが企
業業績を予想するアナリストレポートは，重要な投資
判断材料だが，発行時期は銘柄ごとにまちまちである．
この間欠性を補うシステムとして，日々発行される新
聞の記事などのデータから企業業績を変動させる要因
になりうる経済イベント（業績要因）を即時に獲得し
てデータベースに蓄積し，顧客からの問い合わせに自
然言語で回答する対話型投資支援システムが考えられ
る．例えば，ある銘柄の株価の変動要因を尋ねる質問
に回答するなどの使い方が想定できる．
上記の目的のため，アナリストレポート中でどのよ
うな経済イベントが注目され，企業業績の予想の根拠
として用いられているかという因果関係の特徴を学習
することで，新聞など別の媒体で報じられている経済
イベントから，アナリストの行う企業業績予想を推測
することを考える．特定の文の特徴を学習して，別の
文章から類似の文を獲得する手法として，単に文全体
に含まれる単語の組で一致度を測る bag-of-words法よ

∗連絡先：東京大学大学院工学系研究科システム創成学専攻
和泉・坂地研究室
〒 113-8654 東京都文京区本郷 7-3-1
E-mail: m2016hmaruzawa@socsim.org

るものがあるが，その手法では背後にある因果関係を
把握できていないという問題がある．

2 提案手法
対話型投資支援システムのための業績要因データベー

ス構築に至るまでの流れを概説する．まず，アナリスト
レポートの文中で頻出する因果関係の構造を抽出する．
次に，因果関係のうちの原因を示す文の部分が指す内
容を，企業業績予想の根拠情報として獲得する．その
根拠情報と類似する内容を指す文を新聞記事中から探
し出し，根拠となりうる経済イベントを取得する．同
様の経済イベントから，過去にアナリストがどのよう
な予想を導いたかを参照し，新聞記事中の経済イベン
トによる企業業績の変化を予想する．このようにして
生成した根拠情報，業績予想のリストを，企業業績要
因データベースとする．
本稿では，この流れのうち，新聞記事中からアナリ

ストレポートの根拠となりうる経済イベントを取得す
る段階までを論じる．



2.1 アナリストレポートからの根拠部，予想
部の抽出

初めに，アナリストレポート中の因果関係を抽出す
るために，酒井らのブートストラップ法による手法 [?]

を用いた．この手法では，アナリストの予想根拠文を
特徴付ける手がかり表現と，手がかり表現に係る節の
中で共通して頻繁に出現する共通頻出表現を定義する．
最初に少数の手がかり表現と共通頻出表現を与えるこ
とで，互いに係り受け関係にある新たな共通頻出表現
と手がかり表現が連鎖的に獲得される．
この手法を用いるに当たって，本研究では，特にア
ナリストの予想を示す文の部分と，その予想の根拠を
示す文の部分を分離して抽出する工夫をした．前者を
予想部，後者を根拠部と呼ぶこととする．また，各根
拠部が指す経済イベントを，根拠情報と呼ぶこととす
る．アナリストレポート中の文の例を示す．� �
原油安及び探鉱費の増加を主因に，YY.M期の純
利益予想を下方修正した．

� �
この場合，「（を）主因に，」を根拠部手がかり表現と

して，それに係る文の部分「原油安及び探鉱費の増加」
を根拠部とする．一方，「（を）下方修正した．」を予想
部手がかり表現として，それに係る文の部分を予想部
「YY.M期の純利益予想」として，根拠部とは完全に分
離して抽出する．なお，根拠情報は，「原油価格が下がっ
た一方，探鉱にかかるコストが上がった」という経済
イベントを指す．
この工夫により，以降に記す根拠部の特徴量抽出の
際に，アナリストの予想を示す表現を排除し，予想の
根拠として用いられた文の部分のみを対象とすること
ができる．また，ある根拠からどのような予想が導か
れたという因果関係の対応が得られるため，新聞記事
中の経済イベントによる企業業績の変化を予想するた
めの学習データとすることができる．なお，企業業績
に関する記述を原因・結果表現それぞれに分けて抽出
する手法には，坂地ら [?]によるものがあるが，文章
パターンの認識が決算短信に特化されている．アナリ
ストレポートではより多様な表現が用いられていたた
め，本研究では，基礎手法として汎用性の高い酒井ら
[?]の手法をもとにした．

2.2 根拠情報の業種別特徴の学習
次に，得られた根拠部手がかり表現から，根拠部の
特徴を学習する．まず，先に獲得した予想部の手がか
り表現と係り受け関係にある文の部分を，根拠部とし
て抽出する．この根拠部を形態素解析し，英単語を除
く名詞に分類されるもののうち，「数，接尾，非自立」

の下位分類を除いた形態素の組を取得する．この名詞
の組を，全根拠部の名詞の組中での tf-idf値を用いて
ベクトル化したものを，根拠部の特徴量とする．
すなわち，各組中の名詞について以下の値を計算し，

その組の特徴ベクトルの長さが 1となるように正規化
したものを特徴量とする．

ni,j∑
k nk,j

·
(
log

|D|
|d : ti ∈ d| + 1

)
(1)

ここで，ni,j はアナリストレポート中の根拠部 dj の名
詞の組における名詞 tiの個数，Dはアナリストレポー
ト中の根拠部の名詞の組全ての集合である．
ここで，根拠部とその根拠部を抽出したアナリスト

レポートが言及している銘柄が属する業種の関係に注
目する．業種とは，事業内容の銘柄をまとめた分類で，
業種別に根拠部の特徴を学習することで，意味のある
特徴を獲得できると期待される．
同じ業種に属する銘柄についての根拠部の集合には，

似た根拠情報を指す集合が存在すると考えられる．例
えば，「鉄鋼・非鉄」業種に属する銘柄の根拠部には，
鉄や銅の資源価格に関する根拠情報を指すものが多く
含まれると推測される．逆に，似た根拠情報を指す根
拠部の集合でも，特定の業種に偏って存在するものと，
様々な業種に満遍なく存在するものがあると考えられ
る．例えば，ベンゼンの資源価格に関する根拠情報を
指す根拠部は，「化学」業種に偏って存在するであろう
が，為替に関する根拠情報を指す根拠部は，幅広い業
種に満遍なく存在すると推測される．
そこで，先に得た根拠部の特徴量を用いて根拠部を

多クラス分類し，各クラスの根拠部がどの業種につい
ての根拠部であるかの頻度分布を計算する．根拠部の
特徴量には名詞の組を用いているため，この多クラス
分類は，根拠部が指す根拠情報をおおよそ多クラス分
類していると見なすこともできる．

fn,m = |v : v ∈ (Cn ∩ Im)| (2)

ここで，fn,m はクラス nの根拠部が業種 mについ
ての根拠部である頻度，vは根拠部の特徴ベクトル，C
は根拠部の特徴ベクトルを分類したクラスを表す集合
（n = 1, 2, ...NC, NC :クラスの総数），Iは根拠部の属
する業種を表す集合（m = 1, 2, ...NI, NI : 業種の総数
）である．
さらに，この頻度分布のクラスごとの偏りを，平均

情報量を用いて定量化する．

−
∑
m

fn,m log2 fn,m (3)

この平均情報量が小さいほど，特定の業種に偏って
存在する根拠部が属するクラスであり，平均情報量が



大きいほど，様々な業種に満遍なく存在する根拠部が
属するクラスであると言える．

2.3 新聞記事からの業種別根拠情報の獲得
前節までで，アナリストレポートから抽出される根
拠情報を多クラス分類し，各クラスの根拠情報がどの
業種の銘柄の業績予想の根拠となりうるかの頻度分布
を得た．以降，これらの各クラスの代表点である重心
ベクトルと頻度分布を用いて，新聞記事から新たな根
拠情報を獲得する．
まず，新聞記事の文章を表す特徴量を設計する．新
聞記事の文章から，アナリストレポートでの根拠部の
特徴量を得るために使用した名詞を抽出する．ただし，
単に特徴量に使用した名詞に一致する名詞のみを抽出
した場合，抽出される根拠情報が限られてしまう問題
が生じる．同じ根拠情報を指す場合でも，アナリストレ
ポートと新聞記事ではわずかに異なる表現を用いてい
ることや，学習に用いたアナリストレポートの発行さ
れた期間では特定の経済イベントのみが注目され，逆
の経済イベントを指す表現が獲得できないことが想定
されるからである．前者の例として，株価が上がり続
けていたという根拠情報を指すために，アナリストレ
ポートでは「持続的な株価の上昇」，新聞記事では「株
価続騰」と表現されることがある．後者の例としては，
学習に用いたアナリストレポートの発行された期間で
は「原油価格の下落」という経済イベントのみが注目
されていた場合，同じような銘柄の業績に影響を与え
るであろう「原油価格の高騰」という表現が無視され
てしまうことがある．そこで，新聞記事の文章中の名
詞を，構文上の出現位置の特徴を用いて分散表現を生
成するWord2Vec法 [?]を使用することで，文脈上の
類似度の高い名詞まで抽出できるよう拡張する．
こうして抽出した新聞記事の文章中の名詞の組を，ア
ナリストレポートでの根拠部の特徴量を得るために使
用した tf-idf値を用いてベクトル化することで，新聞
記事の文章の特徴量とする．
すなわち，各組中の名詞について以下の値を計算し，
その組の特徴ベクトルの長さが 1となるように正規化
したものを特徴量とする．

ni,l∑
k nk,l

·
(
log

|D|
|d : ti ∈ d| + 1

)
(4)

ここで，ni,l は新聞記事の文章 al の名詞の組における
名詞 tiの個数，Dはアナリストレポート中の名詞の組
全ての集合である．
ここで，新聞記事のうち根拠情報として獲得するの
にふさわしくない一部の記事を除外する．経済記事の
中には，新聞社が独自に企業の決算の内容を予想する
「観測記事」と呼ばれる記事がある．観測記事は過去の

経済イベントを事実として報じるものではなく，将来
の予想を伝えるものであるため，マーケットレポート
に似た性質の文章である．そのため，観測記事を抽出
する正規表現を用いて，対象から除外する．また，実
際の企業の決算内容を報じる「決算記事」も，マーケッ
トレポートでの予想部にあたる文章となるため，同じ
く正規表現を用いて，対象から除外する．
観測記事，決算記事を除いた新聞記事の文章の特徴

ベクトルと，根拠情報を分類した各クラスの重心ベク
トルとのコサイン類似度を求め，新聞記事の文章と各
クラスとの類似度とする．

sl,n = vl · gn (5)

ここで，sl,n は新聞記事の文章 al とクラス Cn との類
似度，vlは新聞記事の文章 alの名詞の組の正規化した
特徴ベクトル，gn はクラス Cn の重心ベクトルを長さ
1に正規化したベクトルである．
さらに，各クラスとの類似度と，そのクラスの根拠

情報がどの業種の銘柄の業績予想の根拠となりうるか
の頻度分布との加重平均をとることで，新聞記事の文
章がどの業種に属する銘柄の業績予想の根拠となりう
るかの指標とする．以下，この指標を新聞記事の文章
の各業種への業績寄与度と呼ぶ．

cl,m =
∑
n

sl,n fn,m (6)

ここで，cl,nは新聞記事の文章 alの業種mへの業績
寄与度である．
新聞記事をその文の各業種への業績寄与度を用いる

ことで，特定の期間中の新聞記事のうち，各業種に属
する銘柄の業績予想の根拠となりうる重要記事を一覧
できることが期待される．ただし，単に業績寄与度の
降順で並べると，様々な業種で満遍なく業績寄与度が
高い根拠情報が混在してしまうことがある．例えば，日
経平均株価の動向などがこれに該当する．この影響を
取り除くため，各新聞記事の文章の全業績寄与度中，各
業種への業績寄与度の値の偏差値を求める．

dev(cl,m) =
cl,m − μl

σl
· 10 + 50 (7)

μl =
1
NI

∑
m cl,m

σl =
1
NI

∑
m(cl,m − μl)

2

ここで，dev(cl,m)は新聞記事の文章 al の全業績寄
与度中，業種mへの業績寄与度の値の偏差値である．
特定の業種についてこの偏差値が高い新聞記事の文

章は，その業種への業績寄与度が特徴的に高いことを
意味する．一方，この偏差値のみの降順で新聞記事を
並び替えると，業績寄与度のみで並べた場合と逆に，い



ずれの業績寄与度もわずかしかないが，その業種への
業績寄与度だけが少しだけ高いという新聞記事の文章
が混在してしまうことがある．例えば，企業業績とは
関わりの薄いスポーツ記事などがこれに該当する．し
たがって，各業種への業績寄与度とその値の偏差値の
調和平均をとったものを，新たに業績関連度指数と定
義する．ただし，調和平均を求める際には，各業種への
業績寄与度の値は平均 50，標準偏差 10に正規化する．

rl,m =
2 c′l,m dev(c′l,m)
c′l,m + dev(c′l,m)

(8)

ここで，rl,m は新聞記事の文章 al の業種 mへの業
績関連度指数，c′l,nは新聞記事の文章 alの業種mへの
業績寄与度を平均 50，標準偏差 10に正規化した値で
ある．
新聞記事をその文の各業種への業績関連度指数の降
順で並べることで，特定の期間中の新聞記事のうち，各
業種に属する銘柄の業績予想の根拠となりうる重要記
事を一覧できる．

3 実験設定
3.1 アナリストレポートからの根拠部，予想

部の抽出
アナリストレポートからの根拠部，予想部の抽出に
当たって，初期表現を以下のように選定した．初期の
手がかり表現には，名詞の後に動詞「する」が続く熟
語動詞の出現頻度上位 20位の中から，根拠・予想を示
す箇所に高確率で用いられる表現を選んだ．また，初
期の共通頻出表現には，熟語の出現頻度上位 20位の中
から，根拠・予想を示す箇所に高確率で用いられる表
現を選んだ．特に，根拠部の初期の共通頻出表現には，
ポジティブ・ネガティブの判断を含む表現を用いるよ
うにした．
選定の結果，根拠部の抽出では，初期の手がかり表
現，共通頻出表現にそれぞれ「考慮し，反映し，評価
し」，「増益，改善，成長」を用いた．予想部の抽出で
は，初期の手がかり表現，共通頻出表現にそれぞれ「継
続する，予想する」，「利益，業績，売上」を用いた．
学習データには，野村證券株式会社のGlobal Markets

Research レポート（2013年下半期発行分，日本株 216

銘柄の表紙部分）を用いた．

3.2 根拠情報の業種別特徴の学習
係り受け解析器として CaboCha [?]，形態素解析器

にMeCab 1を使用した．多クラス分類には，k-means
1http://taku910.github.io/mecab/

法を用い，k=100とした．銘柄を分類する業種には，「野
村 19業種分類」（化学，鉄鋼・非鉄，機械，自動車，電
機・精密，医薬・ヘルスケア，食品，家庭用品，商社，
小売り，サービス，ソフトウェア，メディア，通信，建
設，住宅・不動産，運輸，公益，金融）を用いた．

3.3 新聞記事からの業種別根拠情報の獲得
新聞記事には，日経新聞の 2014年の記事（スポーツ

記事など，経済記事以外も含む）119,767件を用いた．
Word2Vec法のモデルには，ロイター社の 2003年から
2013年の経済記事の文章をコーパスとし，200次元で
分散表現を生成するよう学習したものを用いた．文脈
上近い意味の名詞とみなす類似度の閾値には，0.7を使
用した．観測記事を抽出する正規表現には，見出しと
最初の 1文について，1ヶ月分を人手で仕分けることで
得た以下の表現を用いた．� �
「.*決算予想.* 」または
「 (利益 |損益).*(る見通しだ |たようだ |たもよ
うだ |になりそうだ |になった公算が大きい)． 」

� �
同じく，決算記事を抽出する正規表現には，人手で

得た以下の表現を用いた．� �
「決算 (を |で).*発表.*た．」　または
「(利益 | 損益).*(円 | ドル).*(発表 | だった).*．」
または
「(利益 |損益).*(％ |倍に)(増えた |減った |増加
した |減少した |増となった |減となった |上回っ
た |下回った)． 」または
「(利益 |損益).*(最高 |最低 |黒字 |赤字).*た．」
または
「(円 |ドル)(から |に).*(上げた |下げた |修正
した)． 」

� �
抽出した重要記事について，トップ 30における精度

を求めた．比較対象には，因果関係の構造に注目して
根拠部を分離することをせず，単にアナリストレポー
トの各文全体から特徴量となる名詞を抜き出して特徴
量に用いた bag-of-words法による，トップ 30におけ
る精度を用いた．精度の算出に当たっては，重要記事
抽出対象の時期のアナリストレポート中で，5つ以上
の銘柄においてアナリストによる業績予想の根拠とさ
れていた概念を正解とし，人手で評価した．



4 結果・考察
4.1 アナリストレポートからの根拠部，予想

部の抽出
根拠部，予想部それぞれで新たに抽出された共通頻
出表現，手がかり表現の一部を示す．� �
根拠部共通頻出表現
下落，上振れ，好調さ，減速，悪化

根拠部手がかり表現
織り込んで，踏まえ，主因に

予想部共通頻出表現
成長，増収，増益，採算改善，コスト削減

予想部手がかり表現
見込まれる，期待される，続こう

� �
根拠部，予想部ともに，それぞれの特徴を捉えた共
通頻出表現，手がかり表現が新たに抽出できている．特
に，根拠部の共通頻出表現は，初期表現にはポジティ
ブな意味を持つ単語のみを与えたにも関わらず，対応
するネガティブな表現も抽出できている．一方，予想
部の共通頻出表現は，ポジティブな表現が大半を占め
る結果となった．これは，学習の対象としたアナリス
トレポートの発行時期が，いわゆるアベノミクスによ
る市場全体の回復期にあたるため，アナリストの予想
がポジティブな方向に偏っていたためと考えられる．

4.2 根拠情報の業種別特徴の学習
根拠部の手がかり表現をもとに，6,655文の根拠部を

得，この根拠部から，特徴量に用いる名詞を 2,968個
得た．根拠部を多クラス分類した結果，1つのクラスに
属する根拠部の数は最低 12個，最大 1,492個となった．
平均情報量上位 10クラス，すなわち，様々な業種に満
遍なく存在する根拠部が属するクラスについて，その
重心ベクトルを組成する代表的な名詞の組を記す．
海外の事業環境の好調さ，人件費の増加など，幅広
い銘柄において業績に影響を与える根拠情報を示唆し
ているクラスが並んでいる．
平均情報量下位 10クラス，すなわち，特定の業種に
偏って存在する根拠部が属するクラスについて，その
重心ベクトルを組成する代表的な名詞の組と，そのク
ラスが偏在する業種を記す．
資源価格や為替前提の変更などは，特定の業種の銘
柄の業績にのみ影響を与えやすい根拠情報といえる．一
方，決算に関する根拠情報などは，後述するように，学
習データに偏りがあるために不適切な特徴が獲得され
てしまっている．また，金融業種が特徴的なクラスを
構成する傾向があることが分かる．

表 1: 平均情報量上位 10クラス．
クラスの重心ベクトルの組成
販売 法人税 低下 月 減収
事業 環境 航空 海外 好調
業績 好調 予想 足元 月
増加 費用 人件費 経費 研究開発費
継続 判断 投資 レーティング 決算
効果 これら 買収 税 連結
可能 業績 開発 達成 良
影響 ジェネリック 円高 為替 薬価改定
成長 中期 利益 期待 事業
計画 会社 中期 営業利益 営業増益

表 2: 平均情報量下位 10クラス．
クラスの重心ベクトルの組成 偏在する業種
発表 取材 決算 材料 期待 金融
前提 為替 変更 下期 判断 機械
効率 系列 資本 高水準 比較 小売り
シナジー 統合 経費削減 システム 金融
銅 鉱山 金属 価格 下落 鉄鋼・非鉄
上昇 低下 基準 予想 不具合 公益
セクターバリュエーション 低下 上昇 機械
ヒアリング 決算 継続 月 急激 化学
投信 解約 外債 販売 回り 金融
自動車保険 収支 改善 等級 制度 金融

4.3 新聞記事からの業種別根拠情報の獲得
新聞記事をその文の各業種への業績関連度指数の降

順で並べた重要記事のうち，化学業種についての 2014

年 1月～3月の重要記事の見出しを記す．



� �
大王紙――高値圏，海外事業が拡大
ナイロン原料が下落，アジア価格，中国で荷余り感．
苦戦の中国，１５年黒字へ，花王，現地大手の販
売網活用，設備投資，アジア中心
ベンゼン，３月４％安，アジア向け，中国で需給
緩和．
ベンゼン上昇，１０ヵ月ぶり高値，１月アジア向け．
ベンゼン価格，３ヵ月ぶり下落，アジア向け．
配合飼料３期ぶり上げ，４～６月価格，農家向け，
原料高で．
古紙，輸出価格が下落，４月積み，需要鈍り９～
１０％安．
鉄スクラップ値下がり，市中価格，アジア需要伸
びず，鋼材の値上げに弱材料．
価格差を読む（1）発電燃料と電力―安い石炭利幅
大きく，重油は採算割れ水準．

� �
繊維，化学原料の資源価格の動向など，化学業種に
属する銘柄の業績に関係があると考えられる根拠情報
を含む記事が並んでいる．本手法によるトップ 30にお
ける精度は 70％，bag-of-words法によるトップ 30に
おける精度は 57％だった．この業種は，因果関係の構
造に注目して根拠部を分離したことで，特徴量の学習
が適切に行われたといえる．
次に，自動車業種についての 2014年 1月～3月の重

要記事の見出しを記す．� �
円高，一時１００円台，ＮＹ市場．
為替市場，円高に備え，円買いオプション，半年
ぶり高水準．
円相場の膠着続く，米景気期待・中国不安が綱引き．
円売り持ち高解消一服，投機筋，円高圧力和らぐ．
円高，じわり天井感，海外投機筋に実需の壁
円高１０３円台，東京市場．
円横ばい，１０２円３３～３４銭
投機筋，円売り膨らむ，６年半ぶり水準，日米の
金利差拡大．
ＮＹ市場，円一時１０３円台．
為替――円安基調が一服か

� �
主に為替に関する根拠情報が並んでいる．これは，自
動車業種に属する銘柄のアナリストレポートでは，為
替が主要な根拠情報として用らいれているためと考え
られる．特に，今回学習の対象としたアナリストレポー
トの発行時期が，いわゆるアベノミクスによる急激な
円安の進行が注目されていた時期にあたるため，為替
要因に偏って言及されており，その特徴を強くしたも
のと推測される．このように，新聞記事中に直接自動
車に関係する名詞が無い場合でも根拠情報として獲得

できることが，因果関係を考慮した本手法の強みと言
える．本手法によるトップ 30における精度は 100％，
bag-of-words法によるトップ 30における精度は 83％
だった．一方，為替のみで業績予想が行われるのはこ
の時期に特異な現象であることも想定される．すなわ
ち，精度が高くても再現率が低い可能性がある．時期
によらない根拠情報を獲得するためには，学習対象の
期間を拡大する，アナリストレポート以外の時期によ
らない根拠情報を含む学習データと組み合わせるなど
の工夫が必要である．
最後に，家庭用品業種についての 2014年 1月～3月

の重要記事の見出しを記す．� �
デル，新興国で積極投資，中国など，ソフト販売
を拡大．
ピジョン，ブラジル進出，育児用品，新興国投資
を倍増，品質・ブランド生かす．
香港・味千中国――高値圏，和風ラーメン回復（ア
ジア新興国ＮＯＷ）
新興国――中国の景気動向に注目
中国，世界から投資１月１６％増．
新興国――中国の製造業景況感に注目
欧州企業，鈍い収益回復，１０～１２月，新興国
景気の減速響く．
中国蒙牛乳業――成長期待で戻り歩調に
Ｇ２０閉幕，成長持続へ危機感共有――新興国の
不満，抑え込む，先進国，中国は改革
香港株――改革にらみ神経質な展開

� �
新興国に関する雑多な記事が混在しており，十分に

適切な根拠情報が取得できていない．本手法によるトッ
プ 30における精度は 53％，bag-of-words法によるトッ
プ 30における精度は 63％だった．（例に挙げた 3業種
についてのトップ 30における精度を表??にまとめる．）
これは，学習の対象としたアナリストレポートにおい
て，家庭用品業種に属する銘柄の業績予想には，主に
新興国における当該銘柄の商品の販売動向が言及され
ており，このうち新興国を表す名詞がこの業種の特徴
として過学習されてしまったためと推測される．また，
一部の業種では，そもそも学習データが少ないために
意味上のまとまりのある特徴を学習できていない場合
もあった．このような学習の偏りや不足を防ぐために
は，根拠情報として用いられなかった過去の新聞記事
を負例として学習に用いる，決算短信など根拠情報を
得られる他のデータを学習の対象に組み入れるなどの
工夫が必要である．
また，本稿の段階では，膨大な数の新聞記事が各業

種の根拠情報のとして適切であるかという正解データ
が未整備のため，得られた結果に対して十分定量的な
評価ができていない．専門家の監修による正解データ



表 3: 業種別重要記事のトップ 30における精度 (％)．
手法 化学 自動車 家庭用品
本手法 70 100 53

bag-of-words法 57 83 63

の作成とそれを用いた結果の再現率，F値などによる
さらなる定量評価は，今後の課題とする．

5 まとめ
アナリストレポートの文章の因果関係の構造から，証
券アナリストが企業業績要因として注目する情報を業
種別に学習し，新聞から同様の因果関係を含む記事を
抽出することで，即時性の高い投資支援の実現を目指
す構想を提示した．その初段として，業種別に抽出し
た重要記事に対する簡単な評価・考察を行った．
結果，一部の業種では因果関係を学習していないと
抽出できない記事を適切に獲得できたが，学習データ
の期間的な偏りや内容面での偏り，量の不足により，不
適切な結果となった業種もあった．学習データの質・量
の向上，結果のさらなる定量評価が今後の主な課題で
ある．
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Abstract: In recent years, many people attempt to apply machine learning to a broad range of

fields. At the same time, thanks to improvements of the information technology, we can use the

enormous number of the past financial data as a learning data . In this paper, we describe prediction

results of the foreign exchange price. The prediction model was made by using Convolutional Neural

Network(CNN). Then, we compare the results of the model which learned numeric data with the

model which learned image data.

1 はじめに
近年では，人工知能分野の技術を金融市場の分析や

予測に応用する動きが活発になっている．同時に，情報
技術の発達により，これまでの膨大な金融市場のデー
タをインターネットを通じ，学習データとして用いる
ことが出来るようになった．
　前回の研究では，為替レート (USD/JPY)のチャー
ト画像による 15分後の値動き予測を行った．15分足
のチャート画像を用いて 2006 年のデータで学習を行
い，2007年から 2016年のデータで検証を行った．検証
では，年率 2%のリターンとなった．今回の研究では，
より予測の精度を向上させるため，日足/4時間足/15
分足のチャート画像を入力データとした．また，為替
レートの時系列データ (数値データ)を入力データとし
た CNNによる学習・検証も行い，画像データによる
結果との比較・考察を行った．

∗連絡先：クリスタルメソッド株式会社
　　　　　　〒 162-0844 東京都新宿区市谷八幡町 1 新高ビル 904
　　　　　　 E-mail:kawai@crystal-method.com

2 手法
2.1 前提
　実際にトレードを行う際には，日足，4時間足，15

分足を情報として用いる事が多い．そのため，今回の
研究では，それらの三つの情報を一つのデータにまと
め，学習・検証を行った．過去データの取り込みにお
いては，学習データに未来のデータが混入しないよう
に，日足は前日分，4時間足は予測する 15分足が含ま
れない時刻までの 4時間足を学習データとして取り込
んだ．また，現在の日付の途中までの未確定足の情報
は，実際のトレードでは重要なシグナルとなるが，今
回は 4時間，15分足にその情報が含まれていると考え，
前日の日足を用いてデータ構築を行った．
　今回の研究で用いたデータなどについては，下記の
通り．
通貨ペア：USD/JPY，日足データ数：3115，4時間足
データ数：18956，15分足データ数：304567，画像サ
イズ：892× 500，チャート画像一つあたりの足本数：
211，チャート数値データファイル数：199，利用フレー
ムワーク：chainer，使用言語：python．



2.2 準備
2.2.1 画像データ・数値データ

　今回の検証においては，画像データ量が 30万枚程
度となるため，機械学習時のマシンパワーが必要にな
ると考えられた．そのため，GPUを用いた学習環境と
してNvidia GTX 1080 Ti，Nvidia GTX 1060 Tiを使
用して計算を行った．学習用ハードウェアの構成は，そ
れぞれ数値学習マシンでは GTX 1080 Ti 1枚，GTX
1060 Ti 1枚，画像学習マシンでは GTX 1080 Ti 2ま
たは 3枚とした．1

　また，画像データ，数値データの共通の準備として，
価格データを SQLデータベース化し，検証時に問い合
わせを行い，売買タイミングでの利益などのデータを
抽出し，データベースには 15分足のデータを入力した．
また，当該 15分足の終値で約定し，次足終値でクロー
ズする仕組みとした．値幅に関しても同様に，当該足
終値と次足の終値の差を用いて検証を行った．
　今回の検証では，ラベルの振り方を 3種類用意し，そ
れぞれの振り分け方に対して学習と検証を行った．ラ
ベルの振り方は，表 1の様である．

表 1: ラベルの振り分け
ラベル 1 2 3

振り分け方 1 -10pip 10pip 10pip以上 -10pip以下
振り分け方 2 -15pip 15pip 15pip以上 -15pip以下
振り分け方 3 -20pip 20pip 20pip以上 -20pip以下

2.2.2 画像データ

• チャート画像の取得・加工プログラム
学習データに用いるためのチャート画像の取得に
は，MQL4, C++によって作成したプログラムを
用い，MetaTrader2 のチャートをコマ送りにし，
USD/JPYの 15分足チャート画像をスクリーン
ショットとして 30万枚分を png形式で保存した．
また，同様にして 15分足の日付，時間に対応す
る日足，4時間足のチャート画像を読み込んだ．
その後，png形式で保存した画像データに対し，
ビット深度やサイズ変更を行う加工プログラムを
作成，実行した．
　日足，4時間足，15分足の取得データのサンプ
ルは，それぞれ以下の図 1，2，3に示す通りであ

1近年の GPU においては，PCI バスが 16 レーンの帯域となっ
ているが，現実的には 8 レーン× 4のマザーボードと速度があまり
変わらないため，安価な 8 レーン× 4のボードを選択した．この学
習については CPU 性能もかかわってきており，コア数の多いもの
の学習がより早く進んだ．2008年の 8コアマシンと 2017年の 8コ
アマシンでは，計算時間に大きな差は見られなかった．

2外国為替証拠金取引プラットフォーム
https://www.metatrader4.com/ja

る．また，画像はそれぞれ 8bit画像として生成
し，同時刻の日足，4時間足，15分足のサンプル
をRGB画像として統合する事で 1枚の画像にま
とめ，その画像を CNNで学習させた．(図 4)

図 1: 日足

図 2: 4時間

図 3: 15分足

図 4: 日足 (青)・4時間足 (緑)・15分足 (赤)統合データ

　



• Chainer CNNプログラム畳み込みニューラルネッ
トワークを利用し，上記画像を学習するプログラ
ムを Pythonにより作成した．

• Chainer 学習結果返却プログラム
上記で学習した学習済みデータセットに，学習さ
せていないデータを入力として与えることで売
り，買い，または何もしないかを返却するプログ
ラムを Pythonにより作成した．

• チャート価格取得プログラム
あるチャート画像を対象として，チャートの開始
時刻 (チャート左端)，チャートの現在時刻 (チャー
トの右端)，次の足の時刻 (チャートの右端+1)，及
び右端の終値，右端+1の終値，両者の価格差を
全ての 15分足で取得した．

• 結果検証プログラム
学習済みデータセットが返却した売却情報と上記
のデータベースに対して SQLを発行し，Excelに
まとめるプログラムを Python, Postgresにより
作成した．

2.2.3 数値データ

　数値データに関しては，USD/JPYの FXチャー
トにおいて，日足・4時間足・15分足データをメタト
レーダーにより CSV形式で取得した．その後，CSV
データをプログラムを用いて対象とする 15分足，4時
間足，日足データをそれぞれ 200本分をファイルにま
とめた．出力データは，高安/始終ごとに差分と平均の
計算を行った．数値データの例は，表 2に示す通りで
ある．

表 2: 数値データの例
日付 時刻 終値−始値

日足 2016.03.21 00:00 40.756

4時間足 2016.11.25 04:00 0.608

15分足 2016.12.30 22:15 0.095

高値−安値 (始値+終値)/2 (高値+安値)/2
日足　 0.437 111.587 111.7165

4時間足　 0.398 113.555 113.555

15分足　 0.065 116.7725 116.7835

　
　
　

2.2.4 検証実施時のモデル

　検証時のモデルには，数値・画像ともにCNN(畳み
込みニューラルネット)を用いた．画像畳み込みニュー
ラルネットに関しては，日足，4時間足，15分足をそ
れぞれ RGBにマッピングし，入力層の大きさは使用
する画像データ数によって変更を加えた．数値データ，
及び画像データを学習させた際のモデルは，それぞれ
図 5，図 6の通りである．3図 5において， 1©を 4回実
行し， 2©を 2回実行した．また，図 6においては， 1©
を 3回実行し， 2©を 2回実行した．

図 5: 数値データ学習モデル

3学習結果に偏りが生じてしまう現象が起こってしまった際には，
学習する時の一つ目の中間層のフィルター枚数を入力する画像デー
タの量に比例して変化させることによって，軽減することが出来た．



図 6: 画像データ学習モデル

　
　
　

2.3 検証方法
　検証方法は，下表 3に示すように，2006年～2008

年を学習させたモデルについて学習させた年度以降の
検証を行った．また，値動きの幅に応じて，3つのパ
ターンに対して検証を行った．

表 3: 学習・検証年度
学習年度 検証年度 勝敗の値幅 比較する点
2006～2008 2009～2015 10pip 勝敗の値幅　　　　

数値と画像の比較
2006～2008 2009～2015 15pip 勝敗の値幅　　　　

数値と画像の比較
2006～2008 2009～2015 20pip 勝敗の値幅　　　　

数値と画像の比較

3 結果
3.1 数値データによる結果
数値データを用いて，2006年～2008年までを学習さ

せたモデルの結果を表 4に示す．また，このモデルに
おける損益グラフを，図 7～9に示した．(縦軸：円)
　

表 4: 検証結果 (2006～2008年を学習)
指標 / 2009-2016を検証 10pip 15pip 20pip

Retuen(単利) 1.63% -0.54% 1.84%

Retuen(複利) 1.56% -0.60% 1.84%

Sharp Ratio(単利) 0.391 -0.164 0.872

Sharp Ratio(複利) 0.373 -0.18 0.869

勝率 50.5% 50.2% 50.8%

取引回数 26941 15507 4276

図 7: 数値データ損益 (10pips)



図 8: 数値データ損益 (15pips)

図 9: 数値データ損益 (20pips)

3.2 画像データによる結果
　また，画像データを用いて，2006年～2008年まで

を学習させたモデルの結果を表 5に示す．この時の損
益グラフは図 10～12の様であった．(縦軸：円)
　画像データを用いた学習においては，2006年度の 15

分足のみを学習させた前回研究と比較するため，2006
年の 15分足，4時間足，日足を学習させた結果を表 6，
図 13に示す．(縦軸：円)

表 5: 検証結果 (2006～2008年を学習)
指標 / 2009-2016を検証 10pip 15pip 20pip

Retuen(単利) 1.63% -0.54% 1.84%

Retuen(複利) 1.56% -0.60% 1.84%

Sharp Ratio(単利) 0.391 -0.164 0.872

Sharp Ratio(複利) 0.373 -0.18 0.869

勝率 0.505 0.502 0.508

取引回数 26941 15507 4276

図 10: 画像データ損益 (10pips)

図 11: 画像データ損益 (15pips)

図 12: 画像データ損益 (20pips)

　
　
　



表 6: 検証結果 (2006年を学習)
指標 / 検証年度 2007-2016

Retuen(単利) 1.016%

Retuen(複利) 1.076%

Sharp Ratio(単利) 0.283

Sharp Ratio(複利) 0.299

勝率 51.0%

取引回数 16879

図 13: 画像データ損益 (2006年を学習)

4 考察
　前回の研究発表後に取得した，2006年の 15分足の

みを学習データとして用いたモデルの損益は 1000pip,

年利 1 ％ほどの利益であったが，今回の日足情報と 4

時間足を 15分足に加えて学習を行ったモデルの損益は，
1500pip，1.5%程度であり，改善が見られた．
　また，画像データでの結果と数値データでの比較で
は，若干数値の結果が上回った．数値データ・画像デー
タ共に，15pip のラベル付けにおいてマイナスとなっ
た．原因は特定できておらず，どの場合においても勝
率の有意性は見られなかった．これらを踏まえ，画像
データについて，今後改善すべき点としては日足，4時
間足，15分足を一つの画像としたが，それぞれのコン
テキストを踏まえた学習となっていない可能性がある
ため，別画像として実施したい．また，数値データに
ついては，一部複数回実行した場合，結果が全く同じ
にならなかったことがあったため，これらの原因特定
はこれから実施したいと考えている．更に，経済指標
をモデルを用いることによって，より良いモデルを構
築出来る可能性があるため，今後研究を進めたいと考
えている．
　また，データ量などは数値データの方が少なく学

習を行うことができた．また，それぞれの学習データ
を用いた際のメリット・デメリットは以下のようなも
のが考えられた．

　
　

数値データを使用するメリット

• より正確な情報を用いることができる．
• 計算量が格段に減る．

　
数値データを使用するデメリット

• CNNは画像データについて解析を行うために開
発されている歴史がありの本来の目的を果たせ
ない．

　
画像データを使用するメリット

• 人間が目で見たまま取引を行うという目的を果た
すためにはCNNモデルが必要で，画像データは
CNNモデルの目的に合致している．

　
画像データを使用するメリット

• 入力の次元が多次元になり，計算に負担がかかる．
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Abstract:

In this paper, we propose order-based approach to predict future movements of a stock price. Our

models employ a convolutional neural network(CNN) over embedded orders that have quantitative

and qualitative variables. For each dataset of stock codes, the models outperform traditional

feature-based approaches. Furthermore, we show that training under less influence of noise can be

performed by applying an averaging filter to embedded feature space. Analysis of the embedding

layer reveals that the models put emphasis on the features of market orders that are correlated

with price return.
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Figure 1: CNN
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Table 1: × F1-Average A-CNN 2.5

1925 1928 2503 2802 3402 3407 4188 4568 5020 5401 6502 6752
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SVM 0.588 0.594 0.593 0.613 0.674 0.646 0.662 0.592 0.689 0.701 0.692 0.589

MLP 0.610 0.607 0.608 0.630 0.689 0.652 0.693 0.608 0.713 0.709 0.701 0.605
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Table 2:

CNN A-CNN

MarketOrderask 1.31 2.22

MarketOrderbid 1.32 2.17

LimitOrderask 0.382 0.323

LimitOrderbid 0.402 0.307

Cancelask 0.373 0.279

Cancelbid 0.373 0.286
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BOJ monetary policy analysis based on 
the facial expression analysis of the BOJ governor
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Abstract: After the Bank of Japan (BOJ)’s monetary policy meeting, the BOJ governor makes a press 
conference to explain the monetary policy. In this research, using facial expression recognition algorithms 
based on deep learning, we analyzed the governor’s facial expressions in the press conference and 
estimated the emotional indexes such as “Happiness”, “Anger”, “Sadness”, “Surprise”. As a result, we 
found that the indexes of “Anger” and “Disgust” increased much just before making major policy changes. 
On the other hand, the index of “Sadness” tended to decline after the monetary policy changes. This 
suggests that the information based on the facial expression analysis can be a useful material for 
forecasting the future monetary policy.
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