
敵対的学習を応用したエージェントベース・モデルのベイズ推定 

Estimation of Agent Based Models by Approximate Bayesian Computation with 

Adversarial Training 

塩野 剛志 1* 

Takashi Shiono1 

1クレディ・スイス証券株式会社 経済調査部 
1 Economic Research, Credit Suisse Securities (Japan) Limited 

Abstract: 本研究では、Agent Based Model （ABM）の未知パラメターを、ニューラルネットワ

ークの Adversarial Training を応用したベイズ的アプローチによって推定する方法を提案する。

ABM のベイズ推定では、（1）パラメターの探索値毎のシミュレーション、（2）シミュレーショ

ン生成データと実データを突き合わせた尤度の計算、（3）事後分布のサンプリング、という計

算負荷の大きいプロセスをくり返す。そのため、特に、推定するパラメター数が複数になる場

合、（2）と（3）における効率化が必須となってくる。（2）の尤度計算について、パラメトリッ

クな分布を仮定して省力化する手法もあるが、特定化の誤りによる大きな精度損失が懸念され

ることから、より柔軟な近似手法への需要がある。本研究では、こうした問題意識から、

Adversarial Training によって、ABM の推定において尤度を近似するニューラルネット（判別器）

を、現実データから適合的に獲得するアプローチを検討した。 

1.はじめに1

1.1. DSGEの問題点と ABMへの期待 

Agent Based Model （ABM）の応用は金融市場の

ミクロ的構造をシミュレートする人工市場の分野に

おいて頻繁に活用されてきたが（例えば、[和泉 

03]）、近年ではマクロ経済分析の分野でも、その導

入が進みつつある。 

その背景には、現代のマクロ経済学の主流モデル

で あ る Dynamic Stochastic General Equilibrium

（DSGE、確率的動学一般均衡）モデルへの批判が

ある。ABM を用いることで、標準的な DSGE が過

度に単純化した現実経済の特徴について、柔軟に取

り込むことが期待できるというのだ。 

DSGE に対しては、様々な観点からの批判が存在

する（例えば、[Blanchard 16a]、[Blanchard 16b]、

[Gali 16]、[Keen 16]、[Kocherlakota 16] 、

[Muellbauer 16]）。頻繁に指摘される点として、1）

永遠に生存する代表的家計の仮定2、2）単一の定常

1* 連絡先：クレディ・スイス証券株式会社 経済調査部, 〒106-

6024 東京都港区六本木 1-6-1 泉ガーデンタワー26 階, 

Takashi.shiono@credit-suisse.com 

2個別家計のミクロ経済学的な行動理論をマクロの家計部門全体

状態の周りでの線形近似（複数定常点やストレン

ジ・アトラクタの無視）、3）金融システムの不十分

な取り扱い、などへの批判がある。 

もっとも、最近ではそれぞれの批判を考慮した個

別の DSGE が開発されている3（例えば、[Arouba 

13] 、[Arouba 17]、[Carroll 17]、[Coimbra 17]、

[Gelfer 16]、[Kaplan 16]）。どのようなモデルも現実

を単純化することで、より重要と考えられるメカニ

ズムの理解に焦点化するものだが、リーマン・ショ

ック以前に隆盛したニュー・ケインジアン型 DSGE

（例えば、[Christiano 05]）では、上述のような、ミ

クロ家計の異質性（例えば、所得・資産格差）やそ

の相互作用、経済変数間の非線形関係、金融部門と

実体経済の関わり、について過度な単純化を行って

しまった。その結果、2008 年の金融危機に際して、

ケインズ的な財政出動と金融緩和以外に、特段、有

意義な政策対応を示すことができなかった、という

に当てはめてしまったため、ミクロの家計間の相互作用やネッ

トワークの影響を無視しているという批判。なお、多数の家計

が平均で代表できるのは、個別家計の idiosyncratic risk がアロー

の状態依存証券（保険）市場における取引で完全にヘッジされ

ていることに等しい。 

3様々な批判を同時に回避するような一般的なモデルが定型化さ

れているわけではない。 
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問題意識である。こうした批判は、DSGE が焦点化

すべきテーマの選択に失敗したということであり、

必ずしも DSGE の代わりに ABM を用いることを動

機付けるようなものではない。 

これに対して、より本質的な論点は、「均衡」を

事前に要請する枠組みへの批判である（[Blanchard 

16a]、 [Keen 16]）。これが DSGE と ABM の根本的

な違いでもある（[Grazzini 15]）。すなわち、DSGE

においては、経済の状態を記述するすべての時点 t

において、全ての市場の需要と供給が均衡に達して

いると考える。モデルにおける外生変数（構造ショ

ックと呼ばれる）が確率的に時間変化しており、そ

の実現値を前提に、経済主体は、合理的期待形成の

下、毎期毎期、それぞれの最適化問題の解に従い、

相互無矛盾の均衡点に到達し直している4。DSGE

では、そうした均衡のスナップショットの連続が、

マクロ経済変動の正体である、というのである。 

重要なことに、ここでは、市場均衡価格の発見に

要する「緩和時間」が、モデルが経済を記述するタ

イムフレーム（通常、四半期）とは別に存在し、そ

の時間が十分に短いことが、暗黙に想定されている。

Dynamic と Equilibrium という一見して二律背反な

概念が結び付けられているのは、こうした考え方に

よるものである。 

しかし、現実の経済活動においては、価格調整に

よって超過需要／供給が解消するには、短くはない

時間を要する、と考えるのが自然である。多くの取

引において「意図せざる在庫」が確認されているの

はその証左の一つであろう5。全ての市場が常に需

給均衡した状態で存在していると考えるのは無理が

ある。主流派マクロ経済学者の DSGEへの評価は、

4 各経済主体の合理的期待形成の下での最適化行動が、価格調整

による全市場の需給均衡（一般均衡と呼ばれる）を導くのは、

各市場において中央集権的な「ワルラスの競り人」が存在し、

市場参加者の需要・供給の情報を集約して、市場価格を上げた

り下げたりするプロセスを経るからである。もしくは、マーケ

ット・メーカーが存在し、裁定取引によってその役割を代替す

ることが想定される。 

5シンプルな DSGE では実証的に観察されるインフレ率の自己回

帰性の高さ（粘着性）が十分に再現できない等の問題が報告さ

れている。こうした問題に対して DSGE は通常、合理的期待形

成と毎期均衡という考え方は維持したまま、取引コストや情報

取得の制約を導入するなどして、ヒューリスティックな修正を

施している。しかし、こうした齟齬は事前に均衡を要請すると

いう設定に起因しているかもしれない。また、在庫の保有に関

して言えば、与えられた情報とコスト条件の下、最適化された

判断として合理的・意図的に在庫を持つと考え、意図せざる在

庫はないことになる。 

多かれ少なかれ、こうした問題意識を共有している。

例えば、[Blanchard 16b]は、DSGE をマクロ経済分

析における唯一の正当なモデルと看做す気運を止め、

個別市場の分析（部分均衡）から得られる知見をよ

り評価することを主張している。また、毎期の全市

場の均衡成立（一般均衡）と、それを支えるミクロ

的基礎付けに拘る余り、創発的なマクロ現象の説明

に無理やりミクロ現象の論理を持ち込むこと

（[Korinek 15]）や、経済主体の多様な期待形成や

意思決定の可能性を排除すること[Kocherlakota 

2016]）は見直すべき、等との指摘がみられる。 

1.2. マクロ経済モデルとしての ABM 

こうした、より根本的な DSGEへの問題意識に対

して、ABM はひとつの代替モデルとしての有用性

を持つと言えよう。というのも、ABM ではエージ

ェントの異質性を考慮した上で、それぞれの行動パ

ターンを極めて柔軟に設定できる。そのため、毎期

の市場均衡や合理的期待形成を事前に要請する必要

性はない。 

実際、マクロ経済を ABM で表現した[Caiani 16]

や[Assenza 15]では、超過需要や超過供給に直面し

たエージェントの調整行動を、モデルの時間ステッ

プに沿った適応的ヒューリスティックを充てること

で陽表的に考慮している。 

また、これらの研究は、従来のマクロ経済研究に

おいて観測されてきた、フィリップス・カーブやオ

ークン法則のような定型化されたマクロ現象

（Stylized Facts）を、適応的エージェントによる

ABM の枠組みから創発的に再現している。さらに、

経済主体毎のバランスシートを明示的にモデル化す

ることで、金融部門と実体経済の関わりをより綿密

に表現しており、従来の DSGEが見落としてきた、

金融機関に対するプルーデンス政策の金融危機や実

体経済への影響を議論する際などにも有益である。 

この他、ABM では、経済主体に合理的期待形成

を要請する必要がないため、行動経済学が示唆する

ようなエージェントの多様な期待形成や戦略的（ゲ

ーム理論的）ネットワーキングなどをモデル化する

可能性も開けてくる。 

このように、ABM は、その柔軟性の高さから、

DSGE を補完する立場として、有用性が理解されつ

つあり、今後も様々な経済現象のモデル化に応用さ

れていく可能性がある。 

しかし、しばしば、ABM は実証的検証を経てい

ない点が弱点だと指摘されている（例えば、

[Gallegati 09]）。ABM のパラメターは、再現したい

特定の経済現象とモデルのシミュレーション結果が

フィットするようにカリブレートするのが基本とな
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っており、データによる統計的なパラメター推定が

行われることはまだ少ない6。これに応答し、最近

では ABM のパラメターを統計的に推定する研究が

登場し始めた。 

以下では、こうした ABM の統計的推定における

先行研究を概説したあと、その改良に繋がり得るひ

とつの手法を提案する。さらに、最小規模の市場価

格形成モデルを例として、シミュレーション・デー

タによる実験的な推定結果を報告する。その上で、

最後に、提案手法や実験方法の課題を議論する。 

2.先行研究：ABMの統計的推定 

 [Ghonghadze 16]は、エージェントのミクロ状態分

布の動的発展（誘導形）がフォッカー・プランク方

程式として解析的に記述できる類の小規模 ABM に

ついて、Generalized Method of Moment （GMM）を

用いて推定した。こうしたアプローチは、GMM と

いう確立した回帰分析の体系をそのまま適応するた

め信頼性は高いものの、当然ながら、解析的な誘導

形が導出できる ABM にしか使用できない。そうし

たモデルは小規模にならざるを得ず、また、ABM

の利点である柔軟で多様なエージェント行動も設定

しづらくなる。 

 これに対して、[Grazzini 15]は、ABM のマクロ集

計値がエルゴード性を持つ（ミクロ主体の初期条件

に依存しない）ことを要件とした上で、Simulated 

Minimum Distance（SMD）の方法を用いてパラメタ

ー推定する方法を提案した。これは、ABM のシミ

ュレーションで生成されたマクロ集計データと、現

実のデータとの距離を最小化するようにパラメター

を決める方法である。距離を測るには、特定のモー

メント値や、それぞれのデータを使って推定したメ

タ・モデル（例えば VAR）のパラメター値が用い

られる。こうした方法は、ABM の生成するシミュ

レーション・データのエルゴード性、並びに、現実

のデータの定常性が担保できる限り、比較的広いク

ラスの ABMに適用できる可能性がある。 

 さらに、[Grazzini 17]は、SMD において、特定の

モーメントやメタ・モデルを分析者が事前に選択す

る必要がある点を問題視し、代替的手法を提案した。

具体的には、パラメターの事前分布をモデルのデー

タへの尤度を用いて更新し、事後分布を得るベイズ

6こうした状況は成立当初の DSGE と酷似している。DSGE の文

脈では、その後、ベイズ統計を駆使した推定の方法論が整備さ

れ、実証上のパフォーマンスも向上していった。現在では、デ

ータ・フィッティングのなされた DSGE は、NYFED に代表され

るように、中央銀行などで定期的な予測に用いられるに至った

（[Gelfer 16]）。 

推定の使用を提案した。この時、尤度はパラメター

値毎のシミュレーション・データの密度分布を用い

て評価される（Non-parametric Bayesian）。この方法

であれば、推定に使用するモーメントを事前に選ば

ずに、現実のデータ全体の情報を用いることができ

る。しかし、モデルのパラメター数が増えるにつれ、

ノンパラメトリックな尤度計算が困難となる。同論

文では、計算コスト節約のために、シミュレーショ

ン・データの密度分布を正規分布などでパラメタラ

イズする方法（Parametric Bayesian）、並びに、尤度

関数を 1-0 の Indicator 関数で近似する方法

（Approximate Bayesian Computation）も提案されて

いる。しかし、どちらも SMD と同様に、事前の裁

量的設計が必要となってくる。 

 本研究では、この[Grazzini 17]による Approximate 

Bayesian Computation（ABC）を土台としつつ、比

較的柔軟に尤度関数を近似することを目指した新し

い推定手法を模索する。詳細は次章で述べるが、尤

度関数の近似に使用する Indicator関数を一種の判別

器と看做した上で、Adversarial Training の手法7をヒ

ントに、データから適応的に定めていくアプローチ

を提案する。 

3.提案手法 

3.1. ABMの状態空間表現 

以下では、[Grazzini 17]に倣って、ABM をベイズ

推定する際の枠組みを示す。 

まず、ABM をミクロ・エージェントの状態変数

の組x𝑖,𝑡が以下のように遷移するマルコフ・チェー

ンと看做す。 

（式 1） 

x𝑖,𝑡+1 = f𝑖(X𝑡 , Ξ𝑡 , 𝜃),   with X𝑡 ≡ {x𝑖,𝑡}, 

 for 𝑖 = 1 … 𝑁, 𝑡 = 1 … 𝑇. 

ここで、f𝑖はミクロ状態の実数値ℝ𝑘を取る関数、Ξ𝑡

確率的要素をまとめたベクトル、𝜃 ∈ Θは ABM の

パラメターベクトルである。なお、Θは𝜃の取りう

る値を意味するパラメター空間であり、実数空間

ℝ𝑄のコンパクトな部分集合と想定する。また、使

用する ABM モデルはエルゴード性を満たすものと

想定し、したがって、確率的要素Ξ𝑡の影響は時間と

ともに減衰する。 

 この表現において、DSGE との違いは関数f に集

約されている。その構造は複雑で非線形性や if-then

分岐などの不連続を含むものと想定される。合理的

7例えば、機械学習による画像生成の分野で注目されている

GAN（Generative Adversarial Net）が挙げられる。 

人工知能学会研究会資料
SIG-FIN-019

3



期待などは要請されず、したがって、エージェント

が相互に最適化行動の解に従うという意味での毎期

の「均衡」は担保されていない。 

 なお、ABM のエージェントのミクロ状態X𝑡を集

計することで K 個のマクロ変数 yt ≡ {𝑦𝑘,𝑡}, 𝑘 =

1 … 𝐾 が定義されるとする。なお、このマクロ変数

は観測可能なデータと対応することが想定される。 

（式 2） 

yt = m(X𝑡).

式 1 と式 2 から以下のように、t+1 期のマクロ変数

に対する関係を導くことができる。 

（式 3） 

y𝑡+1 = g(X𝑡 , Ξ𝑡 , 𝜃).

エルゴード性を持つマルコフ連鎖としての ABM が

十分な期間𝑡 > 𝑇∗を経た長期では、一種の定常状態

に到達しており、システムの状態は状態変数の初期

条件X0、並びに、確率要素のランダム・シード sの

影響から独立となる。この時、マクロ変数の定常状

態が以下のように定義される。 

（式 4） 

y∗ = 𝐸[y𝑡|𝑡 > 𝑇∗] = g∗(𝜃).

また、現実に観察されるデータと ABM との関係は

以下のように定式化される。 

（式 5） 

y𝑡+1
𝑅 = g∗(𝜃𝑅 , u𝑡).

ここで、u𝑡は、誤差ベクトルであり、実データと

ABM シミュレーションによるマクロ変数値との差

を生む要素（観測誤差 measurement error、モデル定

式化誤差 specification error など）をすべてまとめた

ものとする。 

3.2. ABMのベイズ推定 

以上の表現体系の下で、パラメターの事前分布

𝑝(𝜃)をモデルのデータへの尤度を用いて更新し、事

後分布𝑝(𝜃|Y𝑅)を得るベイズ推定の方法は以下のよ

うに示される。 

（式 6） 

𝑝(𝜃|Y𝑅) ∝ ℒ(𝜃; Y𝑅)𝑝(𝜃).

ここで、パラメターの実データに対する尤度は

ℒ(𝜃; Y𝑅) ≡ 𝑝(Y𝑅|𝜃) with Y𝑅 ≡ {y𝑡
𝑅}, 𝑡 = 1 … 𝑇 となる。

特に、ABM の定常状態においては、現実のデータ

セットの値を観測する確率が、順序不問となり、以

下のようにあらわされる。 

（式 7） 

ℒ(𝜃; Y𝑅) ∝ ∏ 𝑓(yt
𝑅|𝜃)

𝑇

𝑡=1

. 

実際のベイズ推定では、パラメター値ごとに実デ

ータに対する尤度を計算する。その上で、尤度に応

じてパラメターの事後分布を更新して収束させる、

というステップが必要となる。 

[Grazzini 17]は、ABM の各パラメターごとに尤度

を計算する方法について、以下の３つの方法を提案

している。 

1）ノンパラメトリックな方法 

2）パラメトリックな方法 

3）Approximate Bayesian Computation（ABC） 

1）のノンパラメトリックな方法は、各パラメター

値𝜃の下での ABM シミュレーションから、マクロ

変数yt(𝜃)の経験密度分布を得てカーネル密度推定

（KDE）等のスムーシングを行い、その密度分布に

おける実データ値yt
Rの出現確率によって尤度を評価

する、というものである。 

2）のパラメトリックな方法では、マクロ変数

yt(𝜃)の定常状態y∗(𝜃)周りのゆらぎetが既知の分布

関数（正規分布など）に従うと仮定し、実データと

シミュレーション・データの誤差をその分布関数で

評価して尤度を求める。 

最後に、3）の ABCは、集団遺伝学に端を発した

Likelihood-Free と呼ばれる折衷的方法であり、本研

究の提案手法はこれを土台としている。パラメトリ

ックな方法よりも柔軟な尤度関数の近似が可能であ

り、かつ、ノンパラメトリックな方法よりも計算コ

スト節約をできるという利点がある。具体的には、

尤度関数を 1-0 の Indicator 関数で置き換える。

Indicator 関数は、ABM が出力するシミュレーショ

ン・データと実データの距離が十分に近いと判断さ

れれば 1、そうでなければ 0 を返すもので、以下の

3段階で構成される。 

（ⅰ）集約統計量 𝜇(∙)（summary statistics）の決定 

（ⅱ）距離尺度 𝑑(𝜇, 𝜇𝑅)（distance measure）の定義

（ⅲ）許容閾値 ℎ（tolerance threshold）の設定 

その上で、ABC のアルゴリズムは次の 3 ステップ

の繰り返しとなる。 

1. 事前分布から 1 組のパラメターベクトル 𝜃𝑖を抽

出

2. パラメター 𝜃𝑖の下で、ABM シミュレーション

を実施し、生成データ Y(𝜃𝑖) ≡ {yt(𝜃𝑖)}, 𝑡 =

1 … 𝑇 を得る

3. 集約統計量を生成データ𝜇(Y(𝜃𝑖))と実データ
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𝜇(Y𝑅)それぞれについて計算。距離が許容閾値

の範囲内𝑑(𝜇, 𝜇𝑅) ≤ ℎであれば 𝜃𝑖を採用、さも

なければ棄却する 

ステップ 3では、尤度の代わりとなる Indicator 関数

によってパラメターの事後分布を更新しているが、

その際の方法論（所謂、事後分布からのサンプリン

グ ） と し て は 、Rejection sampling, Importance 

sampling, Particle Filter, MCMC などが提案されてい

る。 

実務的には、集約統計量の選定が最も困難であり、

本質的に、SMD と同様の任意性が問題となる。例

えば、平均にしか影響しないパラメターと分散にし

か影響しないパラメターが同時に含まれるような場

合、どちらのモーメントを集約等計量に選定したか

で、パラメターの推定結果が大きく異なるだろう。 

3.3. 判別器の敵対的学習による尤度近似 

これに対して、提案手法の発想は、この ABC に

おける Indicator関数に相当する機構を、ニューラル

ネットを用いた判別器の Adversarial Training（敵対

的学習）によって、データ適合的に構成しようとい

うことである。それによって、分析者が事前に（ⅰ）

～（ⅲ）の指定をすることなく、ABC 推定するこ

とが期待できる。 

なお、Adversarial Training は、GAN（[Goodfellow 

14]）や DC-GAN（[Radford 16]）など画像生成分野

での成功により、近年注目を集めているが、時系列

データに対する適用も進みつつある。 

例えば、LSTM を Adversarial Training した研究と

して[Lamb 16]がある。その手法では、時系列デー

タを生成する Generator と、その生成データと実デ

ータを比較して判別する Discriminatorという２つの

ニューラルネットを用意する。そして、Generator

は、Discriminator が実データと見間違えるような精

度の高い理論値を生成するように学習され、

Discriminator は実データと生成データをより正確に

見分けるように学習される。こうした Adversarial 

Training のプロセスは、しばしば、きわめて精巧な

偽物をつくる贋作家と、それを見破ることが使命の

鑑定士との競争にも例えられる。 

提案手法の具体的なプロセスは以下の通りである。

すなわち、事前分布から抽出したパラメター𝜃𝑖のう

ち、その下での ABM の生成データY(𝜃𝑖) が、判別

器（Discriminator）によって実データYR と見分けに

くいと評価されたものほど重点的にリサンプルする

（重いウェイトを置く）ことで、事後分布を更新す

る。 

これに対して、判別器は、入力されたデータが、

実データのものか（1）、生成データのもの（0）か

を、より正確に分類するように訓練されていく。 

つまり、ABM のベイズ推定の側から見れば、ニ

ューラルネットによる判別器を尤度関数の代わりと

しており、また同時に、Adversarial Training の側か

ら見れば、ABMを Generatorの代わりとしている。 

形式的には、以下のような目的関数を最大化する

ように判別器𝐷(∙ |𝜉)のパラメター𝜉 が調整される。 

（式 8） 

𝒞(𝜉|𝜃) = 𝔼YR [−𝑙𝑜𝑔𝐷(YR|𝜉)

+ 𝔼Y~g(𝜃)[− 𝑙𝑜𝑔(1 − 𝐷(Y(𝜃)|𝜉))]].

 こうして学習された判別器𝐷(∙ |𝜉, YR) を Indicator

関数として用いた ABCによって、AMBパラメター

𝜃の事後分布を更新する。 

（式 9） 

𝑝(𝜃|Y𝑅) ∝ ℒ(𝜃; Y𝑅)𝑝(𝜃) 

with ℒ(𝜃; Y𝑅) = 𝔼Y~g(𝜃)[− 𝑙𝑜𝑔 𝐷(Y(𝜃)|𝜉, YR)]

なお、具体的な判別器のニューラルネット構造に

は、様々なオプションがあり得る。本研究では、極

力単純に、入力されるマクロ変数データの全体（K

次元 T サンプル）を CNN で縮約した後、線形分類

する判別器を用いた。 

より複雑なアイディアでは、[Lamb 16]のように、

事前に最尤法で実データを学習した LSTM に、実

データと生成データの両方を入力し、その隠れ層の

時系列を集約されたファクターと看做して判別器に

入力する、というような方法も考えられる。ABM

が生成するマクロ変数の数が大きく、また、時系列

の順序情報も活用したい場合には、こうした隠れ層

（潜在ファクター）に対する判別を行う利点も大き

いと思われる。 

4.検証実験 

4.1. 最小限の市場価格形成モデル 

実験では、[Grazzini 17]に倣って、小規模の市場

価格形成モデルを使用した。これは、[Cliff 97]によ

って提案された ABM であり、単一の商品について

板情報（市場価格）を参照しながら自身の利ザヤ

𝜇𝑖,𝑡を調整して指値注文する売り手と買い手で構成

される。詳しくは元論文を参照されたいが、簡潔に

はエージェント𝑖の指値𝑝𝑖,𝑡が以下のように更新され

る。 

（式 9） 
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𝑝𝑖,𝑡+1 = (1 + 𝜇𝑖,𝑡+1)𝑣𝑖 , 

𝜇𝑖,𝑡+1 =
𝑝𝑖,𝑡 + Δ𝑖,𝑡

𝜈𝑖

− 1, 

Δ𝑖,𝑡 = 𝛽(𝜏𝑖,𝑡 − 𝑝𝑖,𝑡).

ここで、𝑣𝑖はエージェント固有で時間不変の取引

サイズ。また、𝜏𝑖,𝑡は各エージェントの公開されな

い目標価格で、直近の市場価格よりも高い場合には

引き下げられ、低い場合には引き上げられる。各エ

ージェントに共通のパラメター𝛽は、目標価格と直

近の発注価格の乖離にどの程度敏感に反応するかを

決める感応度である。この値が高いほど、エージェ

ントは他のエージェントの価格に敏感であり（相互

作用が高い）、市場価格は伸縮的となる。 

4.2. シミュレーション・データによる推定法検証 

実験では、この感応度パラメター𝛽 の推定を試み

る。重要なことに、この ABM において、マクロ変

数である市場価格の時間平均はパラメター𝛽と単調

な関係を持たない8。他方、その標準偏差には単調

増加な関係がみられる（図 1、図 2）。よって、

SMD や ABCで推定を行う場合には、市場価格の標

準偏差を集約統計量とすべきある。逆に言えば、集

約統計量として市場価格の平均値を用いると、パラ

メター空間に対して目的関数（尤度）がフラットと

なって正確な推定は困難となる。 

図 1：市場価格の平均とβの関係 

8区間 𝛽 ∈ (0.0, 1.0)について 0.1刻み。パラメター値 1つについて

ABMシミュレーションを 1000回実行し、その平均値を図示。 

図 2：市場価格の標準偏差とβの関係 

今回の小規模 ABM では推定すべきパラメターが

ひとつであり、マクロ変数のモーメントとの対応を

事前に確認することができるので、集約統計量の選

定に困難はない。しかし、前述の通り、推定したい

パラメターが複数ある場合、どのような集約統計量

を用いるのが最も識別に有利なのか、事前に明らか

ではない。 

それに対して、本研究の提案手法は、そうした集

約統計量を指定しないデータ適合的なアプローチで

ある。したがって、提案手法を用いた以下の検証実

験において、ある程度正確な推定が確認できれば、

中規模のマクロ経済 ABM のような、未知パラメタ

ーが複数あるモデルに対しても応用可能性が開ける

だろう。 

検証実験では、事前に指定した𝛽  の値に基づき

ABM をシミュレートして得た市場価格を、疑似的

な実データ（YR）とする9。その上で、提案手法に

より推定した�̂�が、疑似データ生成に使用した値𝛽 

に十分近いかを確認する。 

5.結果の解釈と課題 

実際に、𝛽 = {0.1, 0.9}の 2 つの指定値について、

提案手法によって推定した結果が図 3、図 4 である。

なお、事後分布からのサンプリングには Particle 

Filter を用いており、事前分布は一様分布𝒰(0.0,1.0)

である。 

9 エージェントの数は売り手・買い手ともに 20、取引サイズは

𝑣𝑖~𝒩(1. ,0.1) で指定。シミュレーションの繰り返し期間は 800

期であり、その内、はじめの 300 期分は初期値の影響が残ると

看做し破棄。 
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図 3：推定パラメター�̂�の事後分布 

（𝛽 = 0.1の場合） 

図 4：推定パラメター�̂�の事後分布 

（𝛽 = 0.9の場合） 

上図から分かるように、推定値�̂�の事後分布は、

それぞれ 0.1 と 0.9 の近傍にピークをもっている。

すなわち、SMD や ABCのように集約統計量を指定

することなく、ニューラルネットの判別器が尤度の

近似を成し、最低限必要な推定は行われたと言える。 

しかし、事後分布の形状には縮退が生じており、

不安定な結果であると言わざるを得ない。今回は、

パラメター数が一つであることと、計算リソースの

都合上、Particle の数を 300 と小さく抑えていたた

め、縮退が強くなった可能性が高い。今後、推定パ

ラメター数が十数個に及ぶ中規模マクロ経済 ABM

などの推定を行う場合には、10,000 程度のかなり大

きなパーティクル数が望ましいだろう。 

また、判別器の Adversarial Training における反復

（Epoch）数は、計算環境の都合上 100 回に抑えて

いるが、望ましくは、Epoch 数の大小による事後分

布の差を確認する必要があろう。 

判別器の学習と、ベイズ推定による ABM パラメ

ターの事後分布更新を同時進行するため、当然なが

ら、収束には相応の繰り返しが必要と考えられる。

仮説的な推論に過ぎないが、十分な収束を目指した

場合、ノンパラメトリックなベイズ推定と比較した

計算コストの削減効果は、パラメターが多い ABM

でしか有益なものにならない可能性があろう。 

総じて、本研究では、ABM のパラメター推定に

おける、Adversarial Training を応用したベイズ推定

のアプローチに、一定の可能性が示唆されたと言え

る。 

しかし、今回の実験では、計算リソースの限界か

ら十分な検証が出来たとは言い難く、結果の解釈に

は注意が必要だと考える。今後の課題として、計算

環境の改善や、より時間をかけた追検証を継続して

いきたい。また、主要な問題意識である中規模マク

ロ経済 ABM の実際の経済データによる推定につい

ても、同時に取り組んでいきたいと考えている。 
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