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Abstract: This research has two objectives: (1) to model and analyze the momentum effect, (2) to 
propose a portfolio reconstruction algorithm that can use the momentum effect to obtain excess profit. 
The momentum effect tends to be present in the stock market, and describes the phenomenon whereby 
rising (declining) stocks tend to continue to rise (decline). However, because existing research does not 
separate momentum effects from stock price fluctuations it is not always possible to obtain excess return 
when working with an unknown data set that contains a momentum effect. In this research, we define a 
new External Force Momentum Effect (EFME) model based on bias in stock price rises (declines). We 
prepared an artificial data set that contained this momentum effect and constructed a portfolio with the 
proposed algorithm. The relationship between the EFME model and excess return is then analyzed to 
verify that excess profit can be obtained. Additionally, we confirmed that the proposed method can obtain 
higher excess return than the existing method when applied to artificial and real stock data sets. 
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1. はじめに

本論文の目的は以下の 2 点である: (1)株式市場に

おけるモメンタム効果をモデル化し, その効果によ

り超過収益が得られることを示す; (2) ポートフォ

リオ再構成アルゴリズム(以後, PRA と略す)を提案

し, モメンタム効果により超過収益を得られること

を示す. 
既存研究において, 株式市場において”モメンタ

ム効果”により超過収益が得られることが報告され

ている[1,2]. ”モメンタム効果”とは, 過去に上昇(下
降)傾向にある株式は, 将来もその傾向が続く現象で

ある. 上記の研究は, 株式市場にモメンタム効果が

存在していることを示しており, 過去 6 ヶ月間に高

い(低い)リターンを示した株式は, その後の 1〜6 ヶ

月に高い(低い)リターンを示すと報告している. さ
らに, それらの結果を追認する研究結果も報告され

いてる[3,4,5]. 
しかしながら, それらの研究に異議を唱える研究

結果も報告されている. ”モメンタム効果” により超

過収益が得られるという検証結果は, データの最適

化によるものであり, 実際に超過リターンが得られ

るわけでは無いという主張である. つまり, 様々な

条件から有効性を示す組み合わせを発見しただけで, 
流動性を考慮した現実的な条件下で検証を行ったケ

ースでは, 統計的に有意なリターンは認められなか

ったと述べている[6].  
このような論争が生じる原因は, モメンタム効果
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を明確に定義・モデル化できておらず, 実際の株価

データから”モメンタム効果”のみを取り出して検証

することが困難だからである. 本研究では, モメン

タム効果をモデル化した人工データセットを作成し, 
そのデータセットを用いて再現性のある形で投資手

法の有効性を分析する枠組みを提案する.  
モメンタムは, 式(1)により定義される. モメンタ

ムは一定期間のリターンであることが示されてお

り, ”モメンタム効果”とは, 株式のリターンが高い

(低い)株式は, 将来もその傾向が続く現象であると

されている [1].  Pt は時点 t における株価を示

し, 𝑹!
!"!_!"#$%& は期間 MOM_period における時点 t

のモメンタムを示している. もし, MOM_period が 1
の時はリターンに等しくなる. 

𝑹!
!"!_!"#$%& = 𝑷!

𝑷!!!"!_!"#$%&
		, (1)	

本研究では, ”モメンタム効果”をモデル化し, モ
メンタム効果を持つ複数の株式で構成された人工デ

ータセットを生成した . External Force Momentum 
Effect (以後, EFME と略す)	 モデルは, 外的要因に

よってバイアスが発生し, その影響により株価変動

においてモメンタム効果が発生すると仮定したモデ

ルである.  
本稿は, 以下の構成を取る. 2 章で EFME モデルを

説明するとともに, モメンタム・バイアスの生成手

順について説明し, 3 章では本研究で使用した検出

方法と,ポートフォリオ再構成手法への応用につい

て述べ, 4 章ではデータセットと検証方法について

説明する. 5章ではEFMEモデルにおけるモメンタム

効果を分析するとともに, 本研究で提案するポート

フォリオ再構築手法(PRA)を用いた検出結果を分析

し, 6 章でまとめる. 

2.  モメンタム効果のモデリング	

2.1 	External	Force	Momentum	Effect	モデル	
本 研 究 で は , 幾 何 ブ ラ ウ ン 運 動 (Geometry 

Brownian Motion: GBM)を株価変動の基本モデルと

し[11,12], 価格の変動特性は外的要因によるバイア

スで決定されると考える. 本研究で用いる EFME モ

デルを以下の手順により生成する.  
(1) GBMに基づき生成したデータセット(複数の株

式データ)に対して, 各株式に複数個の上昇・下

落バイアスをランダムかつ等しい確率で発生さ

せる(図1). 
(2) バイアスの開始日および継続期間は一様乱数に

より決定され, 各バイアスの情報は, タイプ(上

昇/下落)および, 開始日, 終了日, 発生確率, 強
さで決定される(図1).  

(3) バイアスが価格変動に与える影響は, (2)より各

株式において付加されたバイアスに従い, 設定

期間において, ”発生確率”に応じて上昇(下落)バ
イアスは, 上昇(下落)日からランダムに選択し, 
選択した日に対して, ”強さ”に応じてリターン

を拡大(縮小)することで価格変動に特性を与え

る(図2).  

本モデルは, 同一の株式に複数のバイアスが影響

を与え, それらの期間が重なることを認めたモデル

である(図 1,2). GBM データセットに対して複数のバ

イアスによる効果が反映されたものがモメンタム効

果を持つデータセットとなる(図 3). 

図1 EFMEモデルによる１株式に対するバイアスの付加: 

上昇・下落バイアスはGBMデータに対して付加される. 複
数の上昇・下落バイアスがランダムに開始時期と継続期間

が与えられる. この事例では, 6回バイアスが付加されて

おり, その順序に従い該当日のリターンを拡大(縮小)す
る. 

図2  EFMEモデルによる付加されたバイアスと価格変動 
の概念図 (バイアスの重なりのないケース)    

上図: 上昇・下落バイアスを示している. 
下図: バイアスの影響を受けたGBMデータの価格変動 
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FEMEにより上昇・下落バイアスが付加され, その影響に

より価格変動が起こる. 上昇バイアス(●)および下落バイ

アス(▲)の影響により, 下図の価格変動が起こる.  

図3 上昇・下落バイアスによりGBMにより生成されたデ

ータが影響を受け異なる軌跡となる

EFME(External Force Momentum Effect)モデルにより, 
GBMにより生成されたデータが異なる変動特性(モメン

タム効果)を示す. 上昇(下落)バイアスは, 選択された期間

の中で価格の上昇(下落)日の中から, 指定された発生比率

(prob)に基づきランダムに作用し, リターンを一定比率

(strength)で拡大(縮小)させる(2~7)(Algorithm1).  

本モデルでは GBM データセットに対して複数の

バイアスによる効果が反映されたものがモメンタム

効果を持つデータセットとなる(図 1). 外部バイアス

(External Force Bias: EB) は, 上昇バイアスおよび下

落バイアス,バイアス無しの３種類のタイプで表現

される. データセットの株式 i = [1, ..., M], 時点 t = 
[1, ..., N]とし, バイアスが加えられた数を k = [1,2,…, 
J]とする時に, GBM と EB, 資産価格 S は以下の式

で表される(2,3,4,5,6,7). GBMi は, 株式 i の日次のリ

ターンベクトルを示しており, EB iは, 株式 i のバイ

アスのリストを示しており, 図 1 の例では N 個のリ

ストで構成され, リストの各要素(例えば, 𝐸𝐵!,!)は 6
個のバイアスを持つことになる. 
𝑅!
!"#,!は, GBM により生成された株式 i の 1 日の

リターンを表す. また, 式(2,3,4,5,6,7)の EB および

Bias 関数によりバイアスが価格変動に特性を与え

る. 

𝐺𝐵𝑀𝑖 = [𝑅!,!
!"#,!,𝑅!,!

!"#,!,… ,𝑅!,!
!"#,!  ]				(2)	

𝐸𝐵𝑖 = [  𝐸𝐵!,!,𝐸𝐵!,!,… ,𝐸𝐵!,!] (3)	

𝐸𝐵!,! = [  𝑏𝑖𝑎𝑠!, 𝑏𝑖𝑎𝑠!,… , 𝑏𝑖𝑎𝑠!] 	(4)	

𝑏𝑖𝑎𝑠! = [ 𝑡1, 𝑡2, 𝑏𝑖𝑎𝑠_𝑡𝑦𝑝𝑒] 					(5)	

𝑏𝑖𝑎𝑠_𝑡𝑦𝑝𝑒 ∈ {𝑛𝑜𝑛_𝑏𝑖𝑎𝑠, 𝑟𝑖𝑠𝑖𝑛𝑔_𝑏𝑖𝑎𝑠,𝑑𝑒𝑐𝑙𝑖𝑛𝑒_𝑏𝑖𝑎𝑠}

𝑆!!"#! = 𝑓!"#! 𝐺𝐵𝑀! ,𝐸𝐵! ,								(6)

=

𝑐𝑢𝑚𝑝𝑟𝑜𝑑 𝐵𝑖𝑎𝑠 𝑅𝑖
𝐺𝐵𝑀,1,𝐸𝐵𝑖 𝑘 ,prob, strength

𝐽
𝑘=1 ,

(7)	

※	 J : バイアスの数  
prob: バイアスの発生確率

  strength : バイアスがリターンに与える効果の大きさ 
  cumprod : 累積積	 cumulative product 

2.2 	GBMにバイアスを付加するアルゴリズム	
本提案手法では, 幾何ブラウン運動(Geometry 

Brownian Motion: GBM)に外因によるバイアス(EB)
をデータセットの全株式に付加する手順を

Algotithm1 に示す. 
本研究では, 2 種類のデータセット GBM-EB-Small

およびGBM-EB-Bigが用いられている. GBM-EB-Big
では, prob=0.2 と strength=1.017 が設定されており,こ
れは, ランダムに選択された期間 t1~ t2 において上

昇(下落)バイアスであれば, 選択された期間の上昇

(下落)日のリターンが 1.017 (1/1.017)倍になる. 
今回用いるデータセットは, GBM および

Algorithm1 に基づきデータを生成し, 200 組のデータ

セットを作成した. 各データセットの大きさは, オ
リジナルの株価データセットに合わせて, 株式数を

391 とし, データ長を 4362 とした.  

Algorithm1   AddExternalBiasToGBM 
non_bias,rising_bias, decline_bias := 0,1,2 

// GBM-EB-Big 設定の場合 

prob, strength :=  0.2,1.07 

// 生成された GBM データ 

𝐺𝐵𝑀! = [𝑅!,!
!"#,!,𝑅!,!

!"#,!,… ,𝑅!,!
!"#,!  ]

// EB データの生成と初期化 

EB[M,J]:=initialize([0,0,non_bias]) 

for i=1,…,M do 
  for k=1,…,J do 
     t1:= UniformRandomNumber(1,N ) 
     period := UniformRandomNumber(10,512) 
     t2:= t1+period 
     if t2 > N  then  t2 := N 
     bias_type :=  

人工知能学会研究会資料 
SIG-FIN-019

3



      RandomSelect({rising_bias,decline_bias}) 
     EB[i,m]:= (t1,t2, bias_type) 

// adding bias to GBM 
for i=1,…,M do 
  for k=1,…,J do 
     t1,t2, bias_type:=EB[i,m] 
     Bias(GBMi , t1,t2, bias_type, prob,strength)

3. 株式のモメンタム評価スコアに基づく

ポートフォリオ再構成アルゴリズム

  本節では, モメンタム評価スコア(以後, MES と略

す) を説明するとともに, ポートフォリオ再構成ア

ルゴリズム(PRA)に応用した MES-PRA の説明を行

う.  
  MES は, 今までの研究とは異なる視点による評価

スコアである. MES は複数の期間の新高値(新安値)
を記録した回数を基にした定性的な評価指標である. 
本論文では, ポートフォリオの構成株式数 U を与え

ることで, MESの上位 1~Uの株式を保持する PRAが 
MES-PRA である. 本章では, MES の説明を行うとと

もに, 取引コストを含めたパフォーマンスを評価す

る. 

3.1 モメンタム評価スコア(MES)の概要	
MES は, モメンタム効果の高い株式を選択するた

めの指標であり, 新高値(新安値)の発生回数という

定性的な評価に基づくものである. 本論文では 6 種

類の定量的評価指標を用いているが(3.4 節), それら

の指標を用いてモーメンタム効果の高い株式を選択

することは難しいため, 新たな定性的評価指標であ

る MES を提案する.  
MES の考え方とアルゴリズムを以下に述べる. 図

3 に示したように, 上昇・下落バイアスにより価格変

動の特性が異なる. そこで, 変動の軌跡の違いが新

高値や新安値の発生回数が異なることに注目した

評価手法を図 4 に示す.  
 n 日間に発生する新高値や新安値の発生回数が, 

株式の上昇(下落)トレンドに応じて, スコアが高(低)
くなっている. 上昇(下落)トレンドを外部からのバ

イアスによる現象と考えれば, バイアスの大きさを

間接的に計測することになり, 時点 t において複数

の評価期間のスコアの平均値を求めたものが MESt

であり, これが評価値となる. 
さらに , ノイズの影響を小さくするために ,過去

LMES 日間の指数移動平均により平滑化を行う.  
高いMESを選択することは, 強い上昇バイアスの

影響を受けていることを示している. これは, 高い

上昇率を持つ株式を選択しているのではなく, 強い

上昇バイアス(新高値を記録する回数が多く, 新安値

を記録する回数の少ない) を持つ株式を選択してい

る. 

図4 	 MESの計算方法の実例 
n日間に発生する新高値(新安値)の発生頻度をカウントす

ることでスコアを計算する. この図では, n=2,3,…,6におけ

る新高値(新安値)の例を示している. 灰色の部分は新高値

または新安値を記録したことを示している.  
  新高値は1.0を与え, 新安値は0.0を, それ以外(白い部

分)は0.5を与え, その合計値をスコアとする. 
左の図: 1日目スコア=1.0×0 + 0.0×3 + 0.5×7 = 3.5  
2日目スコア=1.0×1 + 0.0×0 + 0.5×9 = 5.5  
3日目スコア=1.0×5 + 0.0×0 + 0.5×5 = 7.5  
右の図:1日目スコア=1.0×1+ 0.0×0 + 0.5×9 = 5.5 
2日目スコア=1.0×0 + 0.0×5 + 0.5×5 = 2.5 
3日目スコア=1.0×1 + 0.0×0 + 0.5×9 = 5.5
これらの値は 1 日ごとの計算値であり, これを(10)に従い

指数移動平均を求めたものが各日の MES となる. 

3.2 モメンタム評価スコア(MES)の計算方法	
  本節では, MES を実際に計算するアルゴリズムの

詳細を示す. 実際のスコアは, n 日間で 
n=[10,20,…,250] の各ケースについてスコアを求め

(8,9),それを過去 LMSE日の指数移動平均値を MES と

する(10).また, MES は全て株価データのみから得ら

れるものであり, ファンダメンタルな指標は用いな

い. 

𝑀𝐸𝑆!
!"# = 𝑓!"#!"

!!! 𝑡, 𝑝𝑟𝑖𝑐𝑒_𝑣𝑒𝑐, 𝑖 ∗ 10 ,   (8) 

𝑓!"# 𝑡, 𝑣, 𝑛 = 

1        𝑖𝑓  𝑣 𝑡 > 𝑚𝑎𝑥(𝑣[𝑡 − 𝑛 + 1: 𝑡 − 1])
0       𝑖𝑓  𝑣 𝑡 < 𝑚𝑖𝑛(𝑣[𝑡 − 𝑛 + 1: 𝑡 − 1])
0.5     𝑜𝑡𝑒𝑟𝑤𝑖𝑠𝑒        

, (9) 

人工知能学会研究会資料 
SIG-FIN-019

4



𝑀𝐸𝑆! = 𝐸𝑀𝐴(𝑀𝐸𝑆!!!!"#!!
!"# ,… ,𝑀𝐸𝑆!

!"#) , (10) 

* 1. The exponential moving average is 

𝑳! = 𝛼𝒀! + 1 − 𝛼 𝑳!!!

α = 1 −𝑾 , 0 <=  𝑾 <  1, 

  52 週の高値(1 年間の最高値)を記録していること

が有益な情報であると報告されており[10], 本手法

は, 複数の期間における高値(安値)情報を取り込む

ことで株式に働いているバイアスの検出精度を上げ

ている. 

3.3 MESを用いたポートフォリオ再構成
アルゴリズム(MES-PRA)	

MES-PRA は, 構成株式数 U が与えられた時, MES
の高い株式を降順に 1~Uを等比率で選択することで,
ポートフォリオ構成するアルゴリズム(Algorithm2)
を以下に示す. 

Algorithm2        MES-PRA (MES, S, M, N, u, PR) 
Input: MES score array MES; // MESt,i: stock i on day t 
      Stock	 set      S ;

    Number of stocks    M ; 
      Number of days from the start    N ;                  
      Number of portfolio component stocks u ; 

  Portfolio reconstruction system PR ;      

Output: portfolio    Pall ; 

t :=0 ; M= (MESk,1 , … ,  MESk,N )  
Let s1 be all the stocks selected  
By constructing a portfolio with s1 stocks selected at the 
same ratio by PR, we make P1. 
let P1= PR(s1)   # Construct a uniform weight portfolio 

while t > N do 
  t : = t + 1; 
  M = (MESt,1, … ,  MESt,n) 

// M より,上位 1~u までの株式を選択し,
// その株式セットを sk とする. 

  sk = get_MES_rank_topK(S,M,u) 
  let Pt = PR(st) 

Pall = (P1,…, Pn) 

return Pall 

3.4 パフォーマンス評価指標	
  本節では, この研究で用いられているリターンお

よびリスク,リスク調整済みリターンについて述べ

る. 本研究で用いる指標は, パフォーマンスの指標

として最終資産倍率および年平均リターン(%)を用

い, リスクとして年平均ボラティリティ(%)および

最大ドローダウン(%)を利用する.さらに,リスク調整

済みリターンとして, シャープレシオ[7]とカルマー

レシオ [8]を用いる. 

(1) 最終資産倍率: Final Asset Multiplier (AM) 
(2) 年平均リターン: Annual average Return (AR) 
(3) 年平均ボラティリティ: Annual Volatility (AV) 
(4) 最大ドローダウン: Maximum Draw Down (MDD) 
(5) シャープレシオ: Sharpe Ratio (SR) 
(6) カルマーレシオ: Calmar Ratio (CR) 

3.5 取引コスト(資産の入替時に発生するコスト)	
取引コストは, 取引手数料とマーケットインパク

トを合算したコストとし, 米国市場において発生す

る取引コストは 0.08~0.14%と報告されており[9], 本
研究では 0.14%を用いることとした. なお, 取引コ

ストは, 売りまたは買いの片道のコストであり,売買

する金額に対して 0.14%が一回の取引で減少する. 

4. データセットと評価方法

4.1		株価データと人工データ	

本研究では, 実際の株価データセットと, 同じデ

ータサイズ(銘柄数と日数)を持つ 4 種類の人工デー

タセットを用いる(表 1). 人工エータセットは, 幾何

ブラウン運動のみによるデータセットである GBM
および, GBMに上昇バイアスを 1回のみ付加した(バ
イアスの重なりのない)GBM-EB-UP, 複数の上昇・下

落のバイアスを付加した GBM-EB-Small, より大き

なバイアスを付加した GBM-EB-Big を用意した. 

表 1       人工データセットと実際の株価データセット

名前

データセットの内容

基本情報  (日数および構成

株式数  は全て同じ . また人

工データセットは 200サンプ

ルで検証) * 1

バイアスの

パラメータ

GBM

4362 日, 391 株式 

サンプル数: 200 

0.00%/年 (AR:平均) 

-3.0%/年 (AR:中央値) 

無し

GBM-EB- 

  UP 

4362 日, 391 株式 

サンプル数: 200 

8.95%/年 (AR:平均) 

4.22%/年 (AR:中央値) 

prob=0.10 

effect=1.010 

付加バイアス数 (J) 

= 1 

GBM-EB- 4362 日, 391 株式 prob=0.15 
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名前

データセットの内容

基本情報  (日数および構成

株式数  は全て同じ . また人

工データセットは 200サンプ

ルで検証) * 1

バイアスの

パラメータ

Small サンプル数: 200 

4.81%/年 (AR:平均) 

-3.0%/年 (AR:中央値) 

effect=1.013 

付加バイアス数 (J) 

= 20 

GBM-EB- 

Big 

4362 日, 391 株式 

サンプル数: 200 

15.6%/年 (AR:平均)- 

-3.0%/年 (AR:中央値) 

prob=0.20 

effect=1.017 

付加バイアス数 (J) 

= 20 

名前 基本情報	  * 2 

米国 S&P500 インデ

ックスのリターン 

[備考] 

SP

米国 S&P50 に属する株式 

1999.01.01~2016.4.29 

4362 日, 391 株式 

15.7%/年 (AR:平均) 

9.22%/年 (AR:中央値) 

※ 2016.4.29 時点で S&P500

に属しており, 1999.01 より

上場している全株式を対象

としたため, 生存者バイアス

が存在している. 

7.60%/年(S&P500 指

数) 

データセットは, 十

分な流動性を持つ

株式で構成されて

いる[6]. 

*1. ここでの平均と中央値は, 200サンプルの平均値と中

央値を示している.  
avei=average (AR(stock1),…,AR(stock391)) 
AR:平均値: average (ave1,…,ave200)  
AR:中央値: median(ave1,…,ave200)  
*2. データセットSPにおける平均と中央値は 
AR:平均値: average (AR(stock1),…,AR(stock391))  
AR:中央値: median(AR(stock1),…,AR(stock391))  

4.2 	比較手法	

比較手法1:	Random-PRA	

  MES-PRAの優位性を分析するために, 同じ取引回

数と構成株式数であり, 株式をランダム選択するポ

ートフォリオ構築手法であるRandom-PRAを用意し,
パフォーマンスの比較対象とした. 

比較手法2:	WML+	

  WML+は, WML手法[1,2]のロング・ポジションの

みを用いた手法である. WML手法は, ロングおよび

ショートの両方のポジションを持つ手法である. 代
表的な戦略であるJegadeesh (6,1)[2]は, 過去6ヶ月の

最もリターンの高い銘柄群(上位10%)のロング・ポジ

ションおよび, リターンの低い銘柄群(下位10%)の
ショート・ポジションを1ヶ月保持し, これを1ヶ月

毎に繰り返す手法である. SPデータセットにおいて

WMLのショート・ポジションでは損失が発生してお

り[2]とは異なる結果となったため, リターンが得ら

れたロング・ポジションのみを評価対象とする

WML+を設定し本検証に用いた. 

4.2 分析手順	

分析は以下3種類の実験結果に対して行われる. 

(1) GBMおよびGBM-EB-UPに, MES-PRAおよび

Random-PRAを適用し, その結果を分析する(実
験1). 

(2) GBMおよびGBM-EB-Small, GBM-EB-Bigに
MES-PRAおよびRandom-PRAを適用し, その結

果を分析する(実験2). 

(3) 実際の株価データセットであるSPに対して, ポ
ートフォリオを構成株式数の異なるMES-PRA
およびインデックス, 既存手法を利用した

WML+を比較分析する(実験3). 

5. 検証結果と考察

5.1		データセットの分析	

  本節では, 人工データセットと実際の株価データ

セットとの特徴について分析する. SPデータセット

は, 資産倍率は0.06~434倍の範囲となっている. 200
セットの全データにおいて, GBMでは0.01~40.0倍で

あるが, GBM-EB-Smallでは0.0002~2810倍, 
GBM-EB-Bigでは2.0 × 10-5 ~ 58900倍と株式の最終資

産倍率の範囲が拡大している. ただし, GBM-EB-Big
とSPの年率リターンの平均値は同等である. 

5.2		検証結果の分析	

5.2.1		人工データによる検証:

GBMおよびGBM-EB-UPの分析(実験1)	

  本項では, 各200セットのGBMとGBM-EB-UPの分

析を行った. MES-PRAおよびRandom-PRAは, ポー

トフォリオを10銘柄の均等比率で構成し, 取引コス

トを0.14%とした結果である(図5). 
  本実験により, MESを用いて高いモメンタム効果

を持つ株式を選別可能であることが示された. この

ような予測可能性が認められる原因は, Algorithm1
において, ランダムに選択されたバイアスの継続期

間が長期に持続ケースが選択されることによるもの

と考える. 
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  また, 長期の持続的バイアスが付加されていない

GBMでは, MES-PRAを適用しても超過リターンは

得られていない. 

図 5  GBM および上昇バイアスを付加したケースによる

検証結果: 

各 200 サンプルの GBM と GBM-MB-UP のインデックス

およびMES-PRA, Random-PRAの比較を行なった. GBMで

は, 資産倍率において全ての結果は, はほぼ同等となった. 
GBM-MB-UP では, インデックスの資産倍率(AM)の平均

は 3.51 倍であり,  MES-PRA では 7.91 倍であった. 一方, 
Random-PRA は取引コストにより 1.34 倍とインデックス

より低くなっている. ポートフォリオは 10 株式の等比

率であり, 片道取引コストは 0.14%で LMESは 450 に

設定した結果である. 

5.2.2 人工データによる検証:	GBMおよび
GBM-MB-Small,	GBM-MB-Bigの分析(実験2)	

  GBMおよび,GBM-MB-Small, GBM-MB-Bigの3種
類のデータセット(各200セット)における, MES-PRA
によるシミュレーション結果を図6,7に示す.	 なお,
その際の条件として, 10株式の等比率によるポート

フォリオであり, 片道取引コストは0.14%であり, 
LMESは450に設定されている.  
  MES-PRAでは, GBM-MB-Smallおよび

GBM-MB-Bigにおいては超過収益が得られており

(図6), Random-PRAではどのデータセットにおいて

も超過リターンは得られていない(図7).  
  データセット(各200個) GBM,GBM-MB-Small,  
GBM-MB-Bigの資産倍率の平均は, 1.00, 2.25, 12.3 
倍であり, MES-PRAを用いた結果は, 1.34, 9.71, 94.2
倍である. バイアスが加えられた場合に超過リター

ンが得られており, バイアスの大きさに応じてリタ

ーンが高くなっている. また, Random-PRAを用いた

場合は, 0.69, 0.74, 0.94倍であった. Random-PRAを用

いた結果は, データセットの中央値に近いものとな

った. 

図6. MES-PRAによる人工データセットによるシミュレー

ション結果(GBMおよび上昇・下落バイアスを付加したデ

ータセット) 
GBMデータセットでは超過リターンは得られず, 上昇・下

落バイアスが付加されたデータセットでは超過リターン

が得られており, 付加されたバイアスに応じてリターン

が高くなっている. 

図7. Random-PRAによる人工データセットによるシミュ

レーション結果(GBMおよび上昇・下落バイアスを付加し

たデータセット) 
全てのデータセットにおいて, Random-PRAでは, 超過リ

ターンは得られていない. GBM, GBM-MB-Small, 
GBM-MB-Bigにおいてデータセット(各200個)の平均資産

倍率は1.00,2.25,12.3倍であり, 中央値は全て0.69であった. 
少数の株式が平均リターンを押し上げているため, ラン

ダムに選択するRandom-PRAでは, 中央値に近いリターン

となった. 

5.2.3 実データでの検証:	SPの分析	(実験3)	
  SPデータセットを用いて, MES-PRAおよび, 
Random-PRA, WML+によるシミュレーション結果

(LMES=512)を分析した(図8.9). MES-PRA(3,10,20銘柄

による均等ポートフォリオ)がWML+やインデック

スより優れたARおよびSRを示した.  
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  ただし, MES-PRAの欠点として, 資産価格の一時

的な下落リスク(MDD)が高く, CRにおいては

MES-PRAにおける10銘柄の均等ポートフォリオが

最も優れていた(図8,9). 

図8 パフォーマンス評価 
MES-PRA(3,10,20銘柄の均等ポートフォリオ) および

WML+, インデックスの比較では, MES-PRAが, AMおよ

びAR, SRにおいて最も高いパフォーマンスを示し, 構成

銘柄数が少ないケースの方が, 高いパフォーマンスを示

した.  

図9 リスク評価 
リスクのみで評価した場合には, MES-PRAの最も高いリ

ターンを示すMES-PRAの3銘柄選択ケースが, VOLおよび

MDDにおいて最も高いリスクを示した. 特に, MDDは

70% に近く, 資産価格の減少リスクが高いことを示して

いる. 

6. まとめ

  本研究では, 以下の結論を得た. 
1) 幾何ブラウン運動(GBM)と外部バイアスにより

定義されるEFMEモデルを提案した. 
2) 本提案手法により生成された人工データセット

と, MES-PRAを適用することにより, EFMEモデ

ルと超過収益との関係を分析することが可能と

なった. 
3) MES-PRAにより, バイアスを付加した人工デー

タセットと実際の株価データから超過リターン

を得られることを確認した.
4) MES-PRAにより, バイアスが付加された人工デ

ータセットのみで超過収益が得られることがわ

かった. よって, 付加されたバイアスが超過収

益に寄与していると考えられる.
5) 上昇・下落バイアスを付加された人工データセ

ットの検証結果が, モメンタム効果を有すると

される米国のS&P500株式のデータセットにお

いて再現された.
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