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ETF

Analysis of the Impact of Leveraged ETF Rebalancing Trades on

the Underlying Asset Market Using Artificial Market Simulation

1∗ 2

Isao Yagi1 Takanobu Mizuta2
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2
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Abstract: Financial markets occasionally become highly volatile, as a result of a financial crisis

or other factors. Previously, index futures trading and program trading have been singled out as

direct causes of market destabilization, but more recently it has been suggested that leveraged

ETFs (funds aimed at amplifying several-fold the movement of a price index such as the Nikkei

Stock Average or underlying assets) rebalancing trades may also be a factor. This study uses a

financial market simulation (artificial market) constructed virtually on a computer to assess the

impact of leveraged ETF rebalancing trades on the underlying assets market. Analysis results

showed that a larger amount of the managed assets of leveraged ETFs corresponds to a higher

volatility of the underlying securities market. They also demonstrated that leveraged ETF trading

can destroy the underlying assets market, if the leveraged ETF trading impact on the market is

greater than that of ordinary volatility of the underlying assets.
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2.2

4

2.2.1

t Pt

i t

P̃i,t (1+ εi,t)Pt (α(1+ εi,t)Pt)
2
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Pt

εi,t i t 1 α

i

0 σ2
ε

t Pt t

Ci,t−1 t

qi,t−1 t

i Wi,t−1

Wi,t−1 = Ci,t−1 + Pt−1 · qi,t−1 (1)

1

q̃i,t

q̃i,t =
(1 + εi,t)Pt − Pt−1

a(α(1 + εi,t)Pt)2

a(> 0)

i q̃i,t
t q̃i,t qi,t−1

i P̃i,t q̃i,t − qi,t−1

q̃i,t qi,t−1

i P̃i,t qi,t−1 − q̃i,t
t q̃i,t qi,t−1

i

2.2.2

i t ni,t

MAt,ni,t =
∑ni,t

j=1 Pt−j/ni,t ΔMAt,ni,t =

MAt,ni,t −MAt−1,ni,t

i

ΔMAt,ni,t
0

(1+αT )Pt−1 qTi,t
ΔMAt,ni,t 0 (1+αT )Pt−1

qTi,t ΔMAt,ni,t 0

ni,t [1, 25]

αT μT
P (σT

P )
2

qTi,t μT
V (σT

V )
2

1

2.2.3

i 1/3

i

(1+αN )Pt−1 qNi,t

αN μN
P (σN

P )
2

qNi,t μN
V (σN

V )
2

2.2.4

L

2

L −L
3

1,000

100 2

1

20 1000

1, 000 = 100×20−1, 000

2, 000

2 = (100× 20)/(100× 20− 1, 000) 1

110

1, 200 = 1, 000 × 1.2

2, 200(= 2, 000× 1.1)

2, 400

1.83 = 2, 200/1, 200

1.81 = (2, 400 − 2, 200)/110

2

2 99

960 = 1, 200×0.8

2, 160(= 2, 400× 0.9)

2.25 = 2, 160/960

1, 920 2.42(=

|1, 960− 2, 160|/99) 2

t

P ′
t t

i Si,t

2 = /
= × =

× +
3 L

L
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1: 2 ETF

2x 2x ETF

(6) (7) (8)

(1) (2) (3) (4) (5) ( )

( (6)×(2)) ( (5)×(3) ( = (4)/(5)) (= (5)×2) (= (6)-(4)) (= (7)/(1))

0 100 2,000 1,000 (2) 2,000

1 110 10% 20% 2,200 1,200 (1.83) 2,400 200 1.81

2 99 -10% -20% 2,160 960 (2.25) 1,920 -240 -2.42

L

Si,0 Si,0 = L ·Ci,0/P0

Ci,0 Ci,0 = Ci,0−P0·Si,0

t i NAVi,t

Li,t

NAVi,t = P ′
t · Si,t + Ci,t

Li,t =
P ′
t · Si,t

NAVi,t

t i Vi,t+1
4

Vi,t+1 = � (L− 1)P ′
t · Si,t + L · Ci,t

P ′
t

�

NAVi,t 0

2.3

[11]

4Vi,t+1

L =
P ′
t (Si,t + Vi,t+1)

P ′
t (Si,t + Vt,i) + (Ci,t − P ′

t · Vi,t+1)

i t− 1 t

Ri,t = Wi,t/Wi,t−1 N

Ri,t =
∑N

j=1 Ri,t−(j−1)/N

2.3.1

i Ri,t

NL% pi =

i /

i

NH%

1

i εi,t+1

NH%

Pε

2.3.2

i Ri,t

NL% pi =

i / i

NH%

1

i ni,t+1
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NH%

Pn

ni,t+1

1 ≤ ni,t+1 ≤ 25

3

1 10 100

500 1,000 1,500 1,600 1,700

1,800 1,900 2,000 5,000 10,000

10,000

10,000

10,000

4,500

4,500 1,000

1,000,000

1

α = 0.02 a = 0.001

σε = 0.1 μT
P = 0 σT

P =
√
0.02 μT

V = 2 σT
V = 0.1

μN
P = 0 σN

P =
√
0.02 μN

V = 2 σN
V =

√
0.1 N = 5

NH = NL = 20% Pε = Pn = 0.05

10,000 5,001

10,000 5,000

3,001

3.1

[6] (Stylized

Facts) 2

•
• 2

2

2

1 10,000 3

5,000

10,000 Stylized

Facts 20 2

2

Stylized Facts

4

3

P ′
t

Pt−1

3

1

MI t

MIt MIt = |Pt − P ′
t |/Pt 1

MI

2

2

2

1,700

1,600

20

1,600

2

3

1,600

MI
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2: Stylized Facts

×1 ×10 ×100 ×500 ×1,000 ×1,500 ×1,600 ×1,700 ×1,800 ×1,900 ×2000 ×5000 ×10000

1.16 1.17 1.19 1.38 1.74 1.46 1.38 14.4 25.9 35.6 20.7 23.9 39.5 39.0
(×10−2)

4.32 3.99 3.82 2.83 0.69 6.46 22.4 14.88 4.05 -1.31 3.88 3.06 -1.87 -1.87

1 0.497 0.488 0.491 0.392 0.175 0.391 0.605 0.386 -0.338 -0.769 0.089 -0.110 -0.997 -0.997

2 0.701 0.713 0.719 0.719 0.789 0.609 0.497 0.534 0.751 0.982 0.450 0.340 0.999 0.999

2 3 0.503 0.499 0.503 0.423 0.233 0.330 0.365 0.231 -0.421 -0.775 0.270 0.186 -0.997 -0.997

4 0.642 0.654 0.660 0.653 0.706 0.482 0.267 0.413 0.670 0.976 0.287 0.076 0.999 0.999

5 0.513 0.513 0.515 0.447 0.275 0.290 0.184 0.114 -0.479 -0.779 0.238 0.313 -0.997 -0.997

3:

×1 ×10 ×100 ×500 ×1,000 ×1,500 ×1,600 ×1,700 ×1,800 ×1,900 ×2,000 ×5,000 ×10,000

(1)

- 0.775 7.64 70.7 186 84.9 91.0 1166 2561 2745 1149 2001 2858 2860ETF

(2) MI(×102) - 0.000489 0.00499 0.0392 0.0842 0.0585 0.0798 4.90 10.5 14.2 7.11 8.60 16.5 16.5

(3)
1.16∗1 1.17 1.19 1.38 1.74 1.46 1.38 14.4 25.9 35.6 20.7 23.9 39.1 39.0

(×102)

(4)
- 0.000421 0.00430 0.0337 0.0725 0.0503 0.0687 4.22 9.07 12.2 6.13 7.41 14.2 14.2

(= (2)/(3) *1)

5

ETF

ETF

ETF

ETF

JSPS 15K01211
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A Study on the Market Impact of the Rule for Investment

Diversification at the Time of a Market Crash using an Multi-Agent
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,
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(
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[7]

2

2
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3

1

1

2

1

1 2
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2

2.1 2.2

2.3 3

3.1 2

3.2

3.3

1

3.4

4

2

2.1

2

(

) n

j = 1 j = 2, 3, 4, · · ·
j = n

j = 1

t 1

1

1 j

t j (

)re
t
j,k

re
t
j,k =

1

w1,j,k + w2,j,k + uj,k
(w1,j,k log

Pf
t
k

P t−1
k

+ w2,j,krh
t
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k P t−1
k k

t− 1 (

t = 0 P 0
k = Pf

0
k

) εtj,k t, j k

0, σe rh
t
j,k

k, t j

rh
t
j,k = log(P t−1

k /P
t−τj
k ) τj

1 τmax

(1) 1

2 ( )

( )

3

re
t
j,k Pe

t
j,k ,

Pe
t
j,k = P t−1

k exp(re
t
j,k) (2)

Po
t
j,k Pe

t
j,k −Pd Pe

t
j,k +Pd

Pd

δP

Pe
t
j,k Po

t
j,k

Pe
t
j,k > Po

t
j,k 1

Pe
t
j,k < Po

t
j,k 1

(3)

1

2.3

( ) ( )

( ) ( )

tc

2.2

re
t
1,j,k = log(Pf

t
k/P

t
k)

re
t
2,j,k = rh

t
j,k (k =

1, 2, 3) re
t
i,j,k k

rl
t
k = log(P t−1

k /P t−tl
k )

wi,j,k←wi,j,k + klrl
t
kp

t
j(wi,max − wi,j,k)

wi,j,k←wi,j,k − klrl
t
kp

t
jwi,j,k

(4)

wi,j,k kl ptj
t j 0 1

m wi,j,k 0

wi,max

2.3

3∑
k=1

|P t
kS

t
j,k|≤vupperNAV t

j (5)

St
j,k t i j

St
j,k > 0

St
j,k < 0 vupper

vupper = 1 Ct
j t

j NAV t
j

NAV t
j =

3∑
k=1

(P t
kS

t
j,k + Ct

j) (6)

vlowerNAV t
j ≤

3∑
k=1

(P t
kS

t
j,k) (7)
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1:
parameters value

n 1,000

w1,max 1

w2,max 10

umax 1

τmax 10,000

σe 0.03

Pd 1,000

tc 13,000

tl 10,000

kl 4

m 0.01

vlower

1 (

)

3.4

|P t
kS

t
j,k|

NAV t
j

≤wdir (8)

wdir wdir =

0.5

(8)

(8)

1

(

)

3

1

t = 1, 000, 000

(C0
j )

100,000 1 2 (S0
j,1, S

0
j,2)

48 3 (S0
j,3) 0

3.1

fat-tail volatility-clustering

1: 1

stylized fact

[8][9] fat-tail

volatility-clustering

2

fat-tail volatility-clustering

2 stylized fact

100

Stylized fact 100

1 stylized fact

100 2

fat-tail 2

volatility-clustering

3.2

(Pf
t
1 = Pf

t
2 = Pf

t
3 = 10, 000)

1 1 2 2 3

3

1, 2, 3
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2: Stylized Fact
1 2 3

4.18 3.89 4.09 4.04 4.16 4.22

1 0.12 0.15 0.12 0.13 0.11 0.11

2 0.09 0.11 0.09 0.10 0.10 0.10

2 3 0.08 0.08 0.07 0.07 0.08 0.08

4 0.06 0.07 0.06 0.06 0.06 0.06

5 0.06 0.06 0.05 0.06 0.06 0.05

6 0.05 0.05 0.05 0.04 0.05 0.04

2: 2

3.3 1

1

(Pf
t
2 = Pf

t
3 = 10, 000 t = 0 t =

100, 000 Pf
t
1 = 10, 000 t = 100, 001

Pf
t
1 = 7, 000) 4

5

4 5 1 3

2

1

( 9,000)

2 1

1

2

2

6 1

3: 3

1,000,000 1

2 500,000 wdir 0.5

6 1 30%

850,000 1 350,000

6 2

2 50%

75,000

2

2

1

2

2

2

2

2

2
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5: 1

2

2

2 1

1

2

3

( 7)
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2

2
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140,000

2

2
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7: 100,000 200,000 2
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2

2
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( 8) 8 2
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8: 200,000 500,000 2
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9 1 5

9 2

5

5

9 3

5 2
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3 0 3
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1

1 2
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1 2
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11: 100,000 230,000 2
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1 2
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3
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0.95 6

2

( 12 )
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425,000

0.91

32,500 3

3
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1

13: 100,000 240,000 3

1
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4 (

) ( 13) 13 3

( 110,000 )

160,000 3

240,000

[10]

4

3

1

2

1

1

人工知能学会研究会資料 
 SIG-FIN-018

23



1 2

3

3

1 1

1

1

JSPS 15K01211

[1] Sectional Committee of the Financial System of

the Financial System Council, “Final Report by

”Working Group on Review of Investment Trust

and Investment Corporation Regulation”,” Dec.

2009.

[2] J. The Investment Trusts Association, “Invest-

ment Trusts in Japan 2014,” 2014.

[3] M. Cremers and A. Petajisto, “How Active Is

Your Fund Manager? A New Measure That Pre-

dicts Performance,” Review of Financial Studies,

vol.22, no.9, 2009.

[4] C. Chiarella, G. Iori, and J. Perelló, “The Impact
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Assigning Polarity to Causal Information by Deep Learning and

Extended Clue Expressions

1∗ 1 2† 2† 2†
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Abstract: In this paper, we propose a method of assigning polarity to causal information ex-

tracted from summary of financial statements of companies. Our method assigns polarity (positive

or negative) to causal information in accordance with business performance, e.g. “Orders of semi-

conductor manufacturing equipments were strong”. First, we assigns polarity to extended clue

expressions to be used to extract causal information. Using them, our method automatically gen-

erates training data and assigns polarity to causal information by deep learning. We evaluated

our method and confirmed that it attained 86.7% precision and 95.4% recall of assigning polarity

positive, and 90.0% precision and 73.9% recall of assigning polarity negative, respectively.
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2.1

c p

1

Score(p, c) = −f(p, c)
√
fp(p) log2 P (p, c)H(p)(1)

P (p, c) =
f(p, c)

N(c)
(2)

PDF

P (p, c): c p

f(p, c): c p

N(c): c

fp(p): p

H(p): p

A
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経済テキストデータを用いた極性概念辞書構築とその応用
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現状，単語単位での極性辞書自動構築に関する既存研究はあるものの，似たような意味の単語がひとまとまりになっ
た形での極性辞書，極性概念辞書の構築に関する研究はほとんどされていない．本研究では，極性概念辞書の構築手法
を提案すると共にその有用性を検証した．まず，ロイターニュース記事・ヤフーファイナンス掲示板のテキスト情報，専
門家によって与えられた約 100単語の極性値，及び構造化されたニューラルネットワークモデルを用いて意味的にクラ
ス分けされた極性概念辞書を作成した．その後，極性概念辞書を用いて市場動向の分析を試みた．

1. はじめに

情報通信技術の発達に伴い，金融テキストマイニングの技
術に対する個人投資家及び機関投資家からの関心が高まってき
ている [1]．金融テキストマイニングとは，投資に有用な情報
を SNSや記事のような大規模のテキストデータから抽出する
技術である．この分野においては，極性辞書を使うことが有用
であることがわかっている [2]．極性辞書とは単語の極性情報
に関する辞書である．特定の文脈においてポジティブな意味を
持つ単語にはプラスの極性値を，ネガティブな意味を持つ単語
にはマイナスの極性値を与える形で各単語にその極性値を割り
振っている辞書である．
通常，極性辞書は人手によって作成されるが，経済用語・ネッ

トスラングについては十分な極性についての情報を極性辞書か
らは手に入れられない．経済用語のポジネガ極性付与について
の研究もいくつかされているが [3, 4]，今のところ確立された
手法はない．また，これらの方法により作られるポジネガ辞書
や現在世間に出回っている極性辞書からは，単語単位でのポジ
ネガ情報は抽出できるものの，単語間の類似度は取ることがで
きないため，異なる語群からなるテキストの情報を同じ指標に
よる分析が難しい．このような分析には，似た意味をもつ極性
単語がひとまとまりの概念になっている形での極性辞書が必要
だが，そのような辞書の自動獲得手法は確立されていない．
自動獲得に関わる機械学習の手法として，近年深層学習の

技術発展が著しいが，ニューラルネットワークモデルはその変
数の多さ故，中身の分からないブラック関数に近い扱いをされ
ており，モデルの解釈が難しい．
本研究の目的は市場動向分析に有用な単語の極性概念辞書

を半自動的に構築するモデルの開発，モデルの解釈が可能でか
つ予測精度が高いニューラルネットワークモデルの開発，語彙
の異なる複種類のテキストを同一の指標で分析することが可能
な極性概念辞書の作成である．
まず，word2vec [5] を用いてニュース記事に出てくる単語

にベクトルを与え，それをもとに各記事に特徴量ベクトルを与
えた．これらの単語のうちの一部には経済専門家の手によって
つけられた極性スコアが付与されている．その後，極性が不明
な単語の極性を求めるために，各ニュース記事の特徴量と株価
動向，及び Yahoo!Finance 掲示板上の投稿とその極性タグの
対応の関係を分析した．機械学習の学習の過程で極性辞書に含
まれる単語の極性スコアが極性辞書外の単語にも伝播すること
が期待できる．本手法によって得られる特徴量を用いた株価動

連絡先: 伊藤友貴，M2015titoh@socsim.org

向・極性スコアの予測結果と既存手法によって得られる特徴量
を用いた予測結果を比較することで，提案手法が与える極性値
の妥当性を検証した．さらに，ロイターニュースとヤフーファ
イナンス掲示板から得られた二つの極性辞書をマージし，両種
類のテキストを同時に分析できる極性概念辞書を作成した．

2. 手法

本節では単語への極性値付与に関して本研究で新たに提案
する手法 II (importance infiltration) algorithm を紹介する．

2.1 Word classification and document repre-
sentation 法 (CDR法)

まず，word2vec によって単語に与えた分散表現を利用した
文書の特徴量の生成手法，CDR法 [6]の紹介をする．CDR法
は提案手法 II algorithm のベースとなった手法である．CDR

法では，意味の近い単語が同じクラスタになるようにクラス
タリングし，文書内に出現する各クラスの出現回数によって文
書の特徴量を生成する．まず，word2vec [5]を使い, ニュース
記事に出現する各単語にベクトル表現を与える．その後，ク
ラス数K を決めた後，K-means 法 [7]により単語のクラスタ
リングを行う．K 個のクラスターを得た後, 各文書の特徴量
Vdocument(∈ R

K) を文書中に出現する各クラスの単語の回数
を用いて求める手法である．

2.2 Importance Infiltration propagation algo-
rithm

word2vec で単語をクラスタリングすると，対義語同士が
同じクラスに入ってしまうことがある．これは word2vec で
は各単語がどの言葉と組み合わせて使われるかによって単語
の分散表現を獲得するためである．しかし，これは市場動向
の分析をする上では望ましくない．そこで，これを改善する
ために，本論文ではニューラルネットワークモデルを利用し
たモデル (II (importance infiltration) algorithm) [8] を用
いて極性辞書外単語に極性を与え，文書のベクトルを生成し
た．文書のベクトルを生成するにあたり, 金融機関に所属する
機関投資家が人手で作成した経済用語極性辞書の情報を用い
た．II algorithm では 図 1，図 2 のように表現されるニュー
ラルネットワークモデルを用いた．入力層の次元は単語の数
で、各単語に対応するノード (1層目の各ノード) は、それぞ
れ属するクラスタを表すノード (2層目のノード)のみに結合
するという構造のニューラルネットワークモデルである．こ
こで，Wpolarity ∈ R

K×m (式 (5) にて定義, K はクラス数),

W3 ∈ R
2×K , W ∗

3 ∈ R
K2×K , W ∗

4 ∈ R
2×K2 は重み行列, K2

1
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は層の数が 4の場合における第 3層目のノード数， b0 ∈ R
2 は

バイアスベクトル , ycls ∈ {0 (ネガティブ), 1 (ポジティブ)}
は出力層の値である．ycls は文書につけられるタグに該当する
値である．文書番号 j の文書内に出現する単語の頻度からな
るベクトル VBOWj を式 (1) のように定義する．

VBOWj := Z
(1)
j = [Z

(1)
j,1

T
,Z

(1)
j,2

T
, · · · ,Z(1)

j,K

T
]T (1)

Z(l) は l 層目の出力を意味する．Z
(1)
j,k ∈ R

n(k), Z
(1)
j,k [i](k =

1, 2, · · · ,K) は 単語 wk,i (wk,i は単語のクラスが k でクラス
内単語 IDが iの単語とする．)の文書番号 j の文書における
頻度， n(k) はクラス k である単語の数である．このとき，II

algorithm で用いるニューラルネットワークモデル (図 1, 図
2)はそれぞれ 3層時には式 (2), 4層時には式 (3) で yj を表
し, (4)のように ycls を表すことで表現できる．

yj = f3(W3(tanh(WpolarityVBOWj) + b0) (2)

yj = f4(W
∗
4 (tanh(W

∗
3 (tanh(WpolarityVBOWj) + b0))))

(3)

yclsj = argmax yj (4)

図 1: 本研究で用いたニューラルネットワークモデル (3層)

図 2: 本研究で用いたニューラルネットワークモデル (4層)

活性化関数 f3, f4 には Softmax 関数を用いた．また，学
習時の損失関数には Softmax cross entropy 関数を用いた．
過学習を防ぐために学習時には, Dropout 法 [9] を用いた．
Wpolarity(∈ R

K×m) を以下のように定義する.

Wpolarity := diag(W
(2)
1

T
,W

(2)
2

T
, · · · ,W (2)

K

T
) (5)

W
(2)
k ∈ R

n(k) であり，W
(2)
k [i] は wk,i の極性値に対応する．

次にW (2) の初期値の与え方について説明する．単語 wk,i が
既存の極性辞書内の単語であり，極性値が事前に専門家の手に
よって与えられている場合, 単語 wk,i の極性辞書値 PS(wk,i)

を用いて W
(2)
k [i] の初期値を以下のように与える．

W
(2)
k [i] =

{
PS(wk,i) (単語 wk,iが極性辞書単語のとき)

0 それ以外

とする．教師あり学習の過程で, Wpolarity の値が更新されて
いく． 学習後に Wpolarity の値を取り出すことで既存極性辞

書外単語の極性値を得ることができる．W
(2)
k [i]の値が伝搬後

の単語 wk,i の極性値に対応する．
以下に理論解析から判明した II algorithm (3層)の性質を

述べる．

2.3 定義
学習時のミニバッチサイズN を用いて入力値X(∈ R

m×N ),

j+, j−, p+ , p−, U , Z を以下に定義する．
X := [VBOW1,VBOW2, · · · ,VBOWN ]

p−(wk,i) := p(wk,i出現文書がネガティブ |wk,iが文書に出現)

p+(wk,i) := p(wk,i出現文書がポジティブ |wk,iが文書に出現)

U (2) := WpolarityX,Z(2) := tanh(U (2))

U (3) := W3(Z
(2) + b0)

便宜的に j を文書番号 j の文書がポジティブである場合に
j+, 文書番号 j の文書がネガティブである j 場合に j− と表記
する．また，wk,i+ , wk,i−，wk,ineu を

wk,i =

⎧⎪⎨
⎪⎩

wk,i+ p+wk,i
> pt+

wk,i− p−wk,i
> pt−

wk,ineu otherwise

と定め，
n+(k): クラス k 内の単語で p+wk,i

> pt+ である単語の数，

n−(k): クラス k 内の単語で p−wk,i
> pt− である単語の数，

nneu(k): 上記二つの条件を満たさない単語の数
と定める．

2.4 極性伝搬条件 (II algorithm (3層))
II algorithm (3 層) について以下に述べる単語への極性付

与に関する性質が成り立つ．

(i) ポジティブ単語 wk,i+ に十分大きい正の極性値，
ネガティブ単語 wk,i− に十分小さい負の極性値が付与

(ii) p−(wk,i−), p+(wk,i+), n
−(k), n+(k) が十分に大きい

(iii) W3[0][k] < 0 十分に小さく, W3[1][k] 十分に大きい

(iv) ミニバッチサイズ N が十分に大きい

このとき, 任意の i−, ineu, i+ について条件 (i)–(iv) を満た
すように初期値が与えられるという理想的な場合には

E[∂W
(2)
k [i+]] < 0, E[∂W

(2)
k [i−]] > 0

となり，ポジティブ単語wk,i+ にはプラスの極性値が与えられ，
ネガティブ単語 wk,i− にはマイナスの極性値が与えられる．
この主張は条件 (i)–(iv) が成り立つという条件下での誤差

逆伝搬の様子を計算して求めることで示すことができる．具体
的な説明については，付録 Aにて紹介する．

2.5 極性伝搬条件 (II algorithm (4層))
II algorithm (4 層) について以下に述べる単語への極性付

与に関する性質が成り立つ．U (3) についてのみ

U (3) := W ∗
3 (Z

(2) + b0)

と定義し直すと，以下が成立する．

((diag(1− (tanh(U
(3)
j ))2)W ∗

3 )
TW ∗

4
T )[0] < 0

((diag(1− (tanh(U
(3)
j ))2)W ∗

3 )
TW ∗

4
T )[1] > 0

(6)

2

人工知能学会研究会資料 
 SIG-FIN-018

45



が満たされ，かつ 2.4節の条件 (i)–(iii) が任意の i−, ineu, i+

について成り立つとき，単語の極性は

E[∂W
(2)
k [i+]] < 0, E[∂W

(2)
k [i−]] > 0

を満たすように伝搬する．また，条件 (i)–(iii)，及び「W ∗
3 > 0

かつ W ∗
3 > 0 が十分に大きく，W ∗

4 [0] < 0 が十分に小さく，
W ∗

4 [1] > 0が十分に大きい (このとき式 (6)は成立)」を満た
すように初期値が与えられるという理想的な場合にはポジティ
ブ単語 wk,i+ にはプラスの極性値が与えられ，ネガティブ単
語 wk,i− にはマイナスの極性値が与えられる．
この主張も上記の条件が成り立つという条件下での誤差逆

伝搬の様子を計算して求めることで示すことができる．具体的
な証明については，長くなるので本稿では省略する．

3. 人工データを用いた極性伝搬テスト

提案手法の妥当性を示すために, 人工データを用いた単語へ
のポジネガ付与に関する実験をおこなった．本実験は 2.4, 2.5

の確認を目的として行う実験である．

3.1 実験設定
まず，人工データを以下のように生成した．

• クラスタ数 K = 200, クラスタ内単語数 n(k) = 30 (k =

1, 2, · · · , 200)

• k ≤ 100の場合: p+(wk,i) = η (1 ≤ i ≤ 10), p−(wk,i) =

η (11 ≤ i ≤ 20)

• k > 100 または (k ≤ 100 ∧ 20 < i ≤ 30) の場合:

p+(wk,i) ∼ Norm(0.5, 0.05)

• 単語 wk,i の文書への出現頻度 freq(wk,i) = 0.2

• データ数: ポジティブ文書 800, ネガティブ文書 800

• ミニバッチサイズ N = 10

• W
(2)
k の初期値は⎧⎪⎪⎨

⎪⎪⎩
W

(2)
k [1] ∼ U(0, 1) (k ≤ 60)

W
(2)
k [20] ∼ U(−1, 0) (21 ≤ k ≤ 80)

W
(2)
k [i] = 0 ((k ≥ 81) ∨ (k ≤ 80 ∧ i 	= 1 ∧ i 	= 20))

で生成．
Norm(u, σ) は平均値 u, 標準偏差 σ の正規分布，U(a, b)

は区間 [a, b]上の一様分布を指す．
人工文書データセットを η の値を

η ∈ {1.0, 0.9, 0.8, 0.7, 0.6, 0.5} について変えながら生成した.

その後 それぞれのデータセットについて II algorithm (epoch

数 10)を用いて各単語にポジネガスコアを与えた後，各 k ≤ 100

について

• (W
(2)
k [i] > 0) ∧ (1 ≤ i ≤ 10) を満たす wk,i の数 (=

n+
pred(k) とする．) ，

• (W
(2)
k [i] < 0) ∧ (11 ≤ i ≤ 20) を満たす wk,i の数 (=

n−
pred(k))

を求めた．n+
pred(k), n

−
pred(k)によって，以下の妥当性の指標

AC =

∑100
k=1(n

+
pred(k) + n−

pred(k))

2000
,

図 3: 極性伝搬の検証（ACの平均値）

の試行回数 5回での平均値を求め，妥当性を検証した．2.4節，
2.5節における理論解析の結果から, AC の値は η が大きくな
れば 1.0 に近づくことが期待できる.

ここで, ニューラルネットワークモデルのパラメータ値W3

に初期値を II algorithm (3層)を使う場合には

W3[0][k] ∼ U(−0.01, 0),W3[1][k] ∼ U(0, 0.01)

に従って与えた．また，II algorithm (4層)を使う場合にはパ
ラメータ値W ∗

3 , W
∗
4 に初期値を

W ∗
3 ∼ U(0, 0.01),W ∗

4 [0][k] ∼ U(−0.01, 0),

W ∗
4 [1][k] ∼ U(0, 0.01)

に従って与えた．
これは 2.4節, 2.5節を踏まえてのものである. II algorithm

を用いた極性値付与手法の妥当性を確かめるため, リッジ回帰
モデル [3] を用いた極性値付与手法による結果と比較する．こ
こで，リッジ回帰の L2 正則化のパラメータ値はグリッドサー
チによって {0.1, 1.0, 10.0}の範囲でチューニングして決めた．
3.2 実験結果
図 3 が実験結果である．II algorithm (3layer) が II al-

gorithm (3 層) ，II algorithm (4layer) が II algorithm (4

層) ，Ridge Regression が リッジ回帰モデルをそれぞれ表す．
η = 0.5, 0.6, 0.7, 0.8, 0.9, の範囲で動かしたとき，期待通り，
η の値が大きいほど ACの値は大きくなることを確認できた．
この結果より，II algorithm による単語への極性値の付与が
「p+(wk,i)が大きい単語はポジティブ単語であり，p−(wk,i)が
大きい単語はネガティブ単語である．」という観点のもとでは
妥当であることを検証できた．

4. 実データを用いた極性伝搬の検証

実データを用いた検証によって，「II algorithm が付与する
単語の極性値の有用性」と「 II algorithm の予測モデルとし
ての有用性」を検証した．

4.1 データセット
有用性を調査するにあたり以下の実験をした．

4.1.1 株価動向分析

本実験においては 2013 年 1 月から 2015 年 12 月までの間
に配信されたトムソンロイターの経済ニュース記事のうち．銘
柄コードの入りの記事を用いた．これらの記事が個別銘柄の
株価動向に与える影響を予測した. まず，ニュース記事の配信
日を d, 記事に最初に銘柄コードが出てくる個別銘柄の時刻 tp

3
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の株価を ptp , 及び時刻 ta (> tp) の株価 pta (表の 1のパター
ン参照)から算出される株価リターンを用いて以下の ycls で定
めるタグを各記事につけた．

Δp(d) =
pta − ptp

ptp
, ycls =

{
1 (Δp(d) > 0.01)

−1 (Δp(d) < −0.01)

その後，記事のタグの予測を行い，F値の 10 交差検定平均ス
コアを算出し評価した．

表 1: 株価リターンの設定（ロイターニュース）
パターン名 ptp pta

open nowday to close nextday d− 1の始値 d+ 1の始値
close nowday to close nextday dの終値 d+ 1の終値
close nowday to open nextday dの終値 d+ 1の始値
open nextday to close nextday d+ 1の始値 d+ 1の終値

close previousday to open nextday d− 1の終値 d+ 1の始値
close previousday to close nextday d− 1の始値 d+ 1の終値

4.1.2 ヤフーファイナンス掲示板ポジネガタグ予測

Yahoo!Finance掲示板 ∗1 の投稿に付与されるタグの予測を
おこなった．タグの種類は {1, 2, 3, 4, 5}である．1 は 「強く
買いたい」, 5は 「強く売りたい」を意味する．
以下の二つのケースについて実験を行った．

• 短期間における多種多様な銘柄の投稿に関する予測：
2014/9/1 ～ 2014/9/30 までの全銘柄の投稿について
投稿日の古いタグ 1 とタグ 5 の投稿 10000件ずつを抽出
し，タグを予測し，その F 値の 5交差検定平均スコアを
もとに評価した．

• 長期間における少数銘柄の投稿に関する予測：2014/11/18
～ 2016/6/15 まで銘柄番号 998407, 9501, 4777, 8462,

4564, 6871 のタグが 1 または 5 の投稿を抽出し，
2015/6/1 ～ 2016/5/31 について各月の投稿のタグを
検証データ，各月の前月以前のタグが 1 と 5 の投稿を各
20000件ずつを訓練用データとして予測精度を検証した．
月毎に F 値を算出し，12 回の平均スコアをもとに評価
した．

4.2 前処理
本実験において，形態素解析には MeCab [11]を用いた.

特徴量を生成するにあたり，実験 4.1.1項の「株価動向分析」
では動詞，形容詞，名詞を抽出 (全部で 21286 語) し，また，
実験 4.1.2 項の [短期間における多種多様な銘柄の投稿に関す
る予測]においては動詞，形容詞，名詞を中心に単語 (全部で
25218語)を抽出し，各単語の頻度から文書の特徴量を生成し
た．実験 4.1.2項の [長期間における少数銘柄の投稿に関する
予測]においては形態素を抽出した上で，極大部分文字列 [12]

を抽出する手法により，文書全体にて 100 回以上出現する極
大部分形態素列 16627 表現を抽出し，それらの頻度をもとに
文書の特徴量を生成した．

4.3 ベースライン
4.3.1 II algorithm が付与する単語極性値の有用性

Label [13], SSL [4] ，Ridge Regression [3] の各既存手法及
び, II algorithm (3層) (II algorithm (layer3)) , II algorithm

(4層) (II algorithm (layer4)) によって得られた各単語の極性

∗1 http://textream.yahoo.co.jp/category/1834773

値 (PS∗(wordl)を単語wordlとする)とCDR法 (2.1節)を用
いて以下のようにWpolaritybaseを生成し，VBOWWpolaritybase

の値を文書の特徴量とした．

Wpolaritybase = (δ∗lj)
T

δ∗lj =

{
PS∗(wordl) (wordl ∈ classj)

0 else

これらの特徴量による予測結果に加え，CDR 法 (任意の l

について PS∗(wordl) = 1 である場合に相当)，AntSyn [14]

を用いた CDR 法 (AntSyn)，VBOW (BOW) により生成さ
れた特徴量による予測結果を比較した．予測モデルには線形
SVMを用いた．II algorithm の初期値付与に利用する単語極
性値には金融機関に所属する機関投資家が人手で作成した経済
用語極性辞書の値を利用した (約 200単語)．II algorithm の
精度を求めるにあたっては, 5回の試行平均値をもとに算出し
た．II algorithm (3層・4層)の 2層目の次元をK = 500, II

algorithm (4層)の 3層目の次元数，4.1.2項における epoch

数 (学習回数)は訓練データ内におけるチューニングにより決
定し，4.1.1項では epoch 数 (学習回数)を 50とした．

4.3.2 II algorithm の予測モデルとしての有用性

II algorithm を用いた場合の予測精度と多層パーセプトロン
モデル [15]の 3層モデル (MLP3)，及び 4層モデル (MLP4)

を用いた場合の予測精度の比較をおこなった．

4.4 実験結果
図 4 の上図が 4.3.1 項における「株価動向分析 (4.1.1)」

の結果，下図が 4.3.2 項における「株価動向分析 (4.1.1

項)」の結果である．この結果からロイターニュースはパ
ターン close previousday to open nextdayII algorithmの株
価リターンに最も影響を与えたとわかる．また，パター
ン close previousday to open nextdayII algorithmの株価リ
ターンの場合のより詳細な結果は表 2 の通りである．表 3 が
実験 4.3.1項における「ヤフーファイナンス掲示板ポジネガタ
グ予測 (4.1.2項)」の結果，表 4 が 4.3.2項における「ヤフー
ファイナンス掲示板ポジネガタグ予測 (4.1.2項)」の結果であ
る．既存手法との結果の比較により，II algorithm が与える単
語の極性値から生成される特徴量から作られる予測モデルの
方が他の手法から生成される特徴量により作られる予測モデ
ルに比べて F 値を指標とした場合に 高い予測力を持つことが
わかった．また，II algorithm (3層) がMLP3 に比べ，また
II algorithm (3層) が MLP４に比べそれぞれ F値を指標と
した場合に高い予測力を持つことがわかった．
本節では II algorithm を用いたマルチタイプ極性概念辞書

の作成手法の説明，及びマルチタイプ極性概念辞書の出力結果
の紹介を行う．

4.5 極性辞書マージ手法紹介
4.5.1 手法概要

ヤフー辞書内の単語クラスとロイター辞書内の単語クラス
タについて，クラスタ単位でのマージを行い，マージ後のクラ
スタが似た意味の単語群で構成されることを目指す．

4.5.2 マージ手順

具体的なマージ手法の手順を以下に記す．

• ロイター辞書，ヤフー辞書のそれぞれの各クラスタのセン
トロイドを求め，cos類似度をもとに類似度行列Wruiter ∈
R

Kruiter×Kruiter とWyahoo ∈ R
Kyahoo×Kyahoo をそれぞ

れ作成（Kruiter = 500, Kyahoo = 1000）する．ここで，

4
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図 4: 株価動向分析結果 (F値)

表 2: パターン close previousday to open nextdayの結果

Methods F値 (±σ)
BOW 0.586

CDR 0.538

AntSyn 0.542

Ridge Regression 0.578

SSL 0.545

Label 0.525

II algorithm (layer3) 0.608 (± 0.005)

II algorithm (layer4) 0.593 (± 0.004)

Kruiter，Kyahoo はそれぞれロイター辞書，ヤフー辞書に
おけるクラスタ数である．

• 類似度行列２つを対角に並べてWmerge を作成

Wmerge =

(
Wyahoo 0

0 Wruiter

)

表 3: ヤフーデータ掲示板ポジネガタグ予測
Methods F値 (±σ) F値 (±σ)

(短期) (長期)

BOW 0.735 0.790

CDR 0.684 0.724

Ridge Regression 0.754 0.786

AntSyn 0.684 0.700

SSL 0.570 0.660

Label 0.633 0.651

II algorithm (layer3) 0.763 (± 0.001) 0.795 (± 0.001

II algorithm (layer4) 0.760 (± 0.001) 0.791 (± 0.001)

表 4: ヤフーデータ掲示板ポジネガタグ予測
Methods F値 (±σ) F値 (±σ)

(短期) (長期)

MLP3 0.742 (± 0.004) 0.774 (± 0.002)

MLP4 0.743 (± 0.004) 0.772 (± 0.002)

II algorithm (layer3) 0.775 (± 0.001) 0.800 (±0.001)
II algorithm (layer4) 0.771 (± 0.001) 0.792 (± 0.001)

• ロイター辞書内の単語とヤフー辞書内の単語と人手極性
辞書の共通単語群 {wcom[0], wcom[1], · · · , wcom[n − 1] }
を利用して Algorithm 1 のようにロイター単語クラスと
ヤフー単語クラスをつなげる．

Algorithm 1 エッジ挿入
Input: Wmerge

1: for i← 0 to n− 1 do

2: Wmerge[yclass(wcom), rclass(wcom) +Kyahoo]← 1;

3: Wmerge[rclass(wcom) +Kyahoo, yclass(wcom)]← 1;

4: end for

5: Wmerge を返す

yclass (wcom)は単語 wcom のヤフー辞書におけるクラス番号
であり，rclass(wcom) は 単語 wcom のロイター辞書における
クラス番号である．

• SVD [16]により欠損値の補完を行う．

• Wmerge の成分のうち，閾値 T = 0.9 より小さい値は 0

にし，それ以外は 1にする．

• Wmerge について SpectralClustering [17] を用いてマー
ジを行う．

4.6 数値実験
4.6.1 実験設定

まず，II algorithm (3層)によりヤフー辞書，ロイター辞書の
作成をおこなった．その後，4.5節の方法でヤフーファイナンス掲
示板から作成した極性辞書とロイターニュースから作った極性辞
書のマージを行った．マージ後のクラスタ数は 100とした．ロイ
ター辞書にはパターン close previousday to open nextdayで
の株価リターンとニュース記事の対応から IIalgorithm (layer3)

を用いて作成した極性辞書を用いた．ヤフー性辞書には「ヤ

5
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フーデータ掲示板ポジネガタグ予測 (短期)」から II algorithm

(layer3) を用いて作成した極性辞書を用いた．

4.6.2 極性概念辞書出力結果

次に，実験 4.6.1 によって作成された極性概念辞書の一部を
紹介する．
表 5–6は辞書のマージ後に「上昇」と同じクラスの単語とそ

の極性値を，マージ前のロイター辞書の単語クラス，ヤフー辞
書の単語クラス別に表示した結果の一部である．例えば，表 5

から「上昇」のプラスの極性値が II algorithm によって同じ
クラスの「急騰」や「急上昇」に伝搬し，逆に「下落」や「下
降」のマイナスの極性値が II algorithm によって同じクラス
の「急降下」や「暴落」に伝搬している様子がわかる．

5. まとめ

本論文において，提案手法の性質を理論的に解析すると共
に，提案手法が市場動向分析において他の既存手法に比べ有
用であることを実験的に示した．また，ロイターニュースとヤ
フーファイナンス掲示板の両方を同じ指標で分析可能な極性概
念辞書を作成した．今後の課題として，II algorithm (4層)を
利用したフレーズ単位での極性情報抽出手法の考案，極性辞書
の情報が少ない場合や少数のラベルつきデータしか手に入れら
れない状況でも安定的で高い予測精度を出すための改良法の開
発，マルチタイプ極性概念辞書を用いた複種類のテキストデー
タの分析方法の開発などが考えられる．
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付録 A II algorithm (3層) 理論解析

本節では，提案手法である II algorithm (3層) によってど
のようにして単語に極性値が付与されるのかについて理論的な
側面から説明し，II algorithm によって妥当に各単語に極性値
が付与されることを説明する．

A1 定義
まず，出力値 y, ミニバッチ内文書番号 j の文書の目的値 dj

について以下のように定義する．
freq(wk,i) : 単語 wk,i が文書に出てくる頻度確率

y := (y1,y2, · · · ,yN )

= softmax(W3(tanh(WpolarityX) + b0)(∈ R
2×N ){

dj = (0, 1)T (文書番号jの文書がポジティブの場合)

dj = (1, 0)T (文書番号jの文書がネガティブの場合)

また，簡単のため，Z
(1)
j,k [i] ∈ {0, 1}であると仮定する．

A2 パラメータの更新
W (3)，W

(2)
k (k = 1, 2, · · · ,K) は次のように更新される.

Δ
(3)
j := yj − dj (7)

=

{
(|Δ(3)

j [0]|,−|Δ(3)
j [1]|)T (dj = (0, 1)T )

(−|Δ(3)
j [0]|, |Δ(3)

j [1]|)T (dj = (1, 0)T )
(8)

Δ(2) := (1−(tanh(U (2)))2)�(W3[1]
TΔ(3)[1]+W3[0]

TΔ(3)[0])

(9)

∂W (3) =
1

N
Δ(3)Z(2)T

∂W
(2)
k =

1

N

N∑
j=1

Δ
(2)
j [k]Z

(1)
j,k

W (3) ←−W (3) − ε∂W (3),W
(2)
k ←−W

(2)
k − ε∂W

(2)
k (10)

� はアダマール積（要素積） を指し， ε(> 0) は更新時に
Adam [10] によって計算される．

また，Ej+ [|Δ(2)

j+
[k]||Zj+,k

(1)[i] = 1] を Ej+ [|δ(2)j+
[k]|]，

Ej− [|Δ(2)

k,j− ||Zk,j−(1)[i] = 1] を Ej− [|δ(2)
j− [k]|] と表記するこ

とにする．

A3 極性伝搬条件
このとき, 2.4 節で述べた主張が成り立つ．これは，2.3 節

における pt+, pt− がそれぞれ十分に大きい場合に，ポジティ
ブ単語 wk,i+ にはプラスの極性値が与えられ，ネガティブ単
語 wk,i− にはマイナスの極性値が与えられることを保証する
ものである．
この主張が成り立つ理由について以下の A4，A5にて説明

する．まず，W3[0][k] < 0,W3[1][k] > 0 の場合に十分大きい
pt+, pt+ が与えられたときに

E[∂W
(2)
k [i+]] < 0, E[∂W

(2)
k [i−]] > 0

が成り立つことを示す．次に条件 (i)–(iv) を満たすように初
期値が与えられた場合に更新後もW3[0][k] < 0,W3[1][k] > 0

であることが維持されることを示す．これら二つを示すことに
よって，条件 (i)–(iv) を満たすように初期値が与えられると
いう理想的な場合にはポジティブ単語 wk,i+ にはプラスの極
性値が与えられ，ネガティブ単語 wk,i− にはマイナスの極性
値が与えられることを説明できる．

A4 W3[0][k] < 0,W3[1][k] > 0 の場合の解析

Δ(2) = (1−(tanh(U (2)))2)�(W3[1]
TΔ(3)[1]+W3[0]

TΔ(3)[0])

について
Δ(2)

j+ [k] < 0,Δ(2)
j− [k] > 0 (11)

であることを示す． (8) より

(W3[0][k]
TΔ(3)[0])j

=

{
W3[0][k]

T |Δ(3)
j [0]| < 0 (dj = (0, 1)T )

−W3[0][k]
T |Δ(3)

j [0]| > 0 (dj = (1, 0)T )
(12)

である．同様に，

{
(W3[1][k]

TΔ(3)[1])j < 0 (dj = (0, 1)T )

(W3[1][k]
TΔ(3)[1])j > 0 (dj = (1, 0)T )

(13)

である．ここで，(1−(tanh(U (2)))2) > 0なので，(9)(12)(13)

より，(11) が言える．このとき,

E[∂W
(2)
k [i]] = E

[
1

N

N∑
j=1

Δ
(2)
j [k]Z

(1)
j,k [i]

]
= Ej [Δ

(2)
j [k]Z

(1)
j,k [i]]

7
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= freq(wk,i)(−p+(wk,i)Ej+ [|δ(2)j+
[k]|]+p−(wk,i)Ej− [|δ(2)

j− [k]|])

∴

⎧⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎩

E[∂W
(2)
k [i]] < 0

⎛
⎝p+(wk,i)

p−(wk,i)
>

Ej− [|δ(2)
j− [k]|]

Ej+ [|δ(2)j+
[k]|]

⎞
⎠

E[∂W
(2)
k [i]] > 0

⎛
⎝p+(wk,i)

p−(wk,i)
<

Ej− [|δ(2)
j− [k]|]

Ej+ [|δ(2)j+
[k]|]

⎞
⎠

(14)

となる．すなわち，pt+, pt+ がそれぞれ十分に大きい場合，ポ
ジティブ単語 wk,i+ には正の極性値，ネガティブ単語 wk,i− に
は負の極性値が与えられるようパラメータは更新される．
次に，任意の単語の頻度 freq(wk,i)が一定値であり，pt+, pt+

が十分に大きいという場合にポジティブ単語 wk,i+，ネガティ
ブ単語 wk,i− に与えられる極性値の絶対値の大きさがニュー
トラル単語 wk,ineu に比べて大きくなることを示す．

E[|∂W (2)
k [i]|] = E

[∣∣∣∣∣ 1N
N∑

j=1

Δj [k]Zj,k
(1)[i]|

∣∣∣∣∣
]

=E[|Δ(2)
j [k]Zj,k

(1)[i]]

=freq(wk,i)| − p+(wk,i)Ej+ [|δ(2)j+
[k]|] + p−(wk,i)Ej− [|δ(2)

j− [k]|]|
=freq(wk,i)|p−(wk,i)2Ej− [|δ(2)

j− [k]|]− Ej+ [|δ(2)j+
[k]|]|

故に，任意の単語の頻度 freq(wk,i) が一定値の場合，

Tpt :=
Ej+ [|Δ(2)

j+
[k]||Zk,j+

(1)[i] = 1]

2Ej− [|Δ(2)

j− [k]||Zk,j−(1)[i] = 1]

とすると{
E[|∂W (2)

k [i+]|] > E[|∂W (2)
k [ineu]|] (pt− < Tpt)

E[|∂W (2)
k [i−]|] > E[|∂W (2)

k [ineu]|] (pt+ > Tpt)
(15)

が成り立つ．

A5 中間層と出力層の間のエッジの解析

Ej+[|Δ(3)
j+ [0]|Z(2)

j+
[k]]

= Ej+[|Δ(3)
j+ [0]| tanh(

n(k)∑
i=1

Z(1)
j+,k[i]W

(2)
k [i])

n(k)∑
i=1

Z
(1)

j+,k
[i]W

(2)
k [i] =

n+(k)∑
i+=1

Z
(1)

j+,k
[i+]W

(2)
k [i+]

+

nneu(k)∑
ineu=1

Z
(1)

j+,k
[ineu]W

(2)
k [ineu]

+

n−(k)∑
i−=1

Z
(1)
j+,k[i

−]W (2)
k [i−]))

である．ここで，

E[Z
(1)

j+,k
[i]] = freq(wk,i)p

+(wk,i) = freq(wk,i)(1− p−(wk,i))

なので，W
(2)
k [i+] > 0, W

(2)
k [i+] >> W

(2)
k [ineu] であり，か

つ p−(wk,i−), p+(wk,i+), n
+(k) の値が十分に大きいとき,

Ej+ [|Δ(3)

j+
|[0]Z(2)

j+ [k]] > 0

となる．同様に, W
(2)
k [i−] < 0, W

(2)
k [i−] << W

(2)
k [ineu] で

あり，p−(wk,i−), p+(wk,i+), n
−(k) の値が十分に大きいとき,

Ej−[|Δ(3)

j− [0]|Z(2)
j− [k]] > 0

よって， (i)(ii) が任意の i+, ineu, i− について成り立つなら
ば，式 (12) より，

E[∂W3[0][k]] = E

[
1

N
·

N∑
j=1

Δ
(3)
j [0]Z

(2)
j [k]

]
> 0

となる．同様に，(i)(ii) が任意の i+, ineu, i− について成り立
つならば，

E[∂W3[1][k] < 0

となる．よって，W3[1][k] > 0が十分に大きく，W3[0][k] < 0

が十分に小さいならば，

E[W3[1][k]−ε∂W3[1][k]] > 0, E[W3[0][k]−ε∂W3[0][k]] < 0.

が成り立つ．ここで, u, σ2 を

u := E[Δ
(3)
j [0]Z

(2)
j [k]](> 0), σ2 := V ar[Δ

(3)
j [0]Z

(2)
j [k]].

と定義すると, 大数の法則より，

P (ε∂W3[0][k] ≤ −W3[0][k]) ≤ ε2σ2

2N · (εu+W3[0][k])2(
N→∞−−−−→ 0

)

となる．よって，学習時のミニバッチサイズ N が十分に大き
く, W3[0][k](< 0) が十分に小さいならば，

W3[0][k] < 0 (16)

は更新後も維持される．
同様に，学習時のミニバッチサイズ N が十分に大きく，

W3[1][k](> 0) が十分に大きいならば，

W3[1][k] > 0 (17)

は更新後も維持される．故に，(i)–(iv) が任意の i+, ineu, i−

について満たされるならば，

W3[0][k] < 0,W3[1][k] > 0

は更新後も維持される．
A4 における 式 (14) 及び A5 における解析結果から, 2.4

節で主張したことが説明でき，II algorithm がポジネガ付与
の手法として妥当であることを保証できた．

8
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Cross-lingual News Article Comparison

Using Bi-graph Clustering and Siamese-LSTM

Enda Liu1 Kiyoshi Izumi1 ∗ Kota Tsubouchi2 Tatsuo Yamashita2

1 School of Engineering, The University of Tokyo
2 Yahoo Japan Corporation

Abstract: Calculating similarity score for monolingual text is a popular task since it could be

used for various text mining system. However seldom research is focusing on multilingual text

resources. On the other hand, machine learning based algorithms such as CBOW word embedding

and clustering are widely used in extracting features of text. In this research, we develop and train

a model that could calculate the similarity of the two finance news reports, by utilizing CBOW,

spherical clustering, bi-graph extraction as well as the Siamese-LSTM deep learning model. In the

end, we train the model by feeding news data that is closely related in the financial domain to help

us to analyze the relationship among news reports written in different languages.

1 Introduction

Financial text mining has been widely used for fi-

nancial analysis and one popular example is build-

ing financial prediction model with public database

by means of machine learning algorithm and natural

language processing [9].

However, there is only few studies about cross-lingual

text mining and sometimes foreign news reports will

also give impacts on local markets. Although there

are some popular solutions for multilingual transla-

tion, they are neither designed nor specialized for fi-

nancial domain. Hence, it becomes a needful work

to construct a system that can establish relationships

among multilingual financial text so that both devel-

opers and users are able to handle the foreign infor-

mation promptly and accurately.

On the other hand, Vector representation of words

such as skip-gram and CBOW[8] is efficient meth-

ods used in text mining. In this paper we present

the cross-lingual study on English and Japanese text

data respectively, investigating possible relationships

between the two language models.

Finally, we also develop an piratical application bas-

ing on our research, which could calculate the simi-

larity of the two cross-lingual finance news reports.

Although calculating similarity score for monolingual

∗ Dep. of Systems Innovation, School of Engineering,
the University of Tokyo
7-3-1 Hongo, Bunkyo, Tokyo 113-8656, Japan
E-mail: izumi@sys.t.u-tokyo.ac.jp

text is a popular task since it could be used for var-

ious text mining system, seldom research is focusing

on multilingual text. Our application is basing on

the results of the extraction of bi-graph structures as

well as the Siamese-LSTM deep learning model[5]. It

performs well, proving the efficiency even though the

training news data are closely related in the financial

domain and also helps us to analyze the relationship

among news reports written in different languages.

2 Framework of bi-graph struc-

ture extraction

The overview framework of the bi-graph structure

extraction is shown in Figure 1. Generally, our frame-

work includes five main blocks: data retrieving and

preprocessing, word2vec modeling, dictionary extrac-

tion(vector assignment), and then clustering with spher-

ical k-means and finally mapping for cross-lingual clus-

ters in order to extract the bi-graph structures.

2.1 Data preparation and preprocess-

ing

There are mainly three steps for data prepraration

and preprocessing:

1. We first retrieve both the Japanese and English

news reports related to finance and economics
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2. Training 
word2Vec model
4. Clustering

Multilingual Financial Text 
Resources

Multilingual 
dictionaries

Multilingual 
words/clusters 

Mapping

Japanese Stock 
message board 

Japanese Thomson 
Reuter News

English Stock message 
board 

English Thomson 
Reuter News

103 frequently-used 
Japanese-English word list

1. Preprocessing

5. Establishing Mapping

3. Assigning vectors/Extracting Dictionary

1: The data flow and framework for bi-graph clus-

tering and structure extraction

from the database of Thomson Reuters 1 of year

2010.

2. Tokenization, Tagging and lemmatization are

then conducted on both text data in order to

acquire more precise word2vec model by only

using small scale training data[8]. For English

text, we implement StanfordNLP[6] as tagger as

well as NLTK[7] as lemmatizer and for Japanese,

we employ the MeCab[3] with the neologism dic-

tionary2.

3. Finally, we remove unnecessary and meaningless

semantic elements including determiners, such

as the word the, punctuations, conjunctions, and

foreign words. Further more, we also remove

unsolvable elements such as special characters,

http and email address, typo and facial expres-

sion in order for better word2vec models through

regular expression.

2.2 Word embedding

Google s word2vec is a prevalent tool basing on

skip-gram or continuous bag-of-words architecture which

provides an efficient way for word embedding[8]. In

this research we perform two training for the Japanese

news and the English news respectively in 200 dimen-

sion.

1Official websites of Thomson Reuter:
http://www.reuters.com/

2Neologism dictionary implementation on Mecab-ipadic:
https://github.com/neologd/mecab-ipadic-neologd

2.3 Dictionary Extraction

In this research, we manually choose 103 typical

Japanese words frequently appeared in the finance

domain. We first translate those words into English,

then assign vector representation basing on the word2vec

model trained for both English and Japanese words.

In case of phrases that are not detected by the

phrase detector, a trick applied here that we first

retrieve the vector representation for each word ap-

peared in the phrase and then conduct a summation

on these vectors, considering the result as the vector

representation for the whole phrase. This is proposed

basing on the recent report[4] that word2vec could

represent many linguistic regularities, suggesting that

the vector addition and subtraction could still be able

to represent the relative meaning of the phrase.

2.4 Spherical k-means clustering

We conduct spherical k-means clustering for both

Japanese and English financial word list with cen-

troids k to be 10. Concerning word and document

vector clustering, it is reported the spherical k-means,

which combine the k-means algorithm with cosine sim-

ilarity as the distance function, could produce a satis-

fied clustering results[2]. We initialize with k-means++

seeding and overwrite the algorithm[1] with the help

of Scikit learn platform3.

A sample of clustering results for cross-lingual fi-

nancial news reports of Thomson Reuters in both En-

glish and Japanese is shown in the Table 1 with the

number of cluster centroid k=10. Here, we define the

notation ENm
i and JPn

j , i,j,m,n ∈ (1,2,3,...,k) referring

to English cluster names and Japanese cluster names

respectively where m and n indicate number of cen-

troids we choose during clustering while i and j shows

the cluster name in terms of number. Normally, as

the the default size of cluster centroids of 10, the su-

perscript m=10 and n=10 would be omitted.

This results indicate that for each cluster, the spher-

ical kmeans approach indeed clusters words with sim-

ilar meanings into the same cluster.

2.5 Mapping for cross-lingual clusters

The clustering results in Table 1 also shows that

some Japanese words whose English translation are

3Scikit learn, official website:
http://scikit-learn.org/stable/index.html
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1: Example of English words clustering basing on

Thomson Reuters news

EN

Cluster

EN Word JP Word JP

Cluster

EN5 Improvement JP5

EN5 Jump JP1

EN5 Fall JP1

EN5 Decline JP9

EN9 Decrease of

profit

JP2

EN9 Increase of

income

JP2

EN7 Concern JP10

EN7 Risk JP10

EN7 Aggravation JP10

clustered into the same cluster, for instance, EN7, are

also categorized into the cluster JP10, indicating that

there might be potential relationships between En-

glish clusters and Japanese clusters.

Here, we define the concept common words for clus-

ter ENi and JPj as any translation pair where its

English translation belongs to ENi while its Japanese

translation belongs to JPj , denoted as C(i,j). Accord-

ing to the Table 1, for example, the Japanese-English

pair Decline and Genshou is common words for clus-

ter EN5 and JP9.

In order to identify the cross-lingual cluster sim-

ilarity as the similarity among multilingual clusters

quantitatively, we here define the similarity between

any two clusters as:

sim(ENi, JPj) =
2× size[C(i,j)]

size[ENi] + size[JPj ]
(1)

where C(i,j) as mentioned previously denotes the the

common words of ENi and JPj , while the notation

size[A] refers to the size of a set A. In this equa-

tion, the similarity among clusters could reach 1 when

size[C(i,j)] = size[ENi] = size[JPj ] whereas it be-

comes 0 when there is no common words, that is

size[C(i,j)] = 0.

In reality, there might not be a one-to-one mapping

for cross-lingual clustsers, instead it is also possible to

1-to-N mapping among them. Hence, we adjust the

definition of the cluster similarity as:

sim(ENi, JPFp) =
2× size[C(i,p)]

size[ENi] + size[JPFp]
(2)

In this equation, considering full combinations of

clusters from set JPi j where j ∈ (1, 2, .., k) and k=10,

2: Extended Japanese clusters with maximum

cross-lingual similarity respecting to English clusters

English clus-

ters

Most similar

cluster

Similarity

scores

EN1 JP6 0.4

EN2 (JP1+JP2) 0.5

EN3 JP5 0.4

EN4 JP10 0.32

EN5 JP1 0.64

EN6 (JP9+JP7+JP2) 0.49

EN7 (JP10+JP3) 0.30

EN8 JP4 0.38

EN9 JP3 0.4

EN10 JP4 0.43

we then could obtain a set, denoted as JPFp where

p ∈ (1, 2, ..., Q). Here, Q is the number of the full

combinations, normally calculated as:

Q =

k∑
n=1

k!

n!(k − n)!
(3)

To be more specific, the new sets after full combina-

tion for Japanese clusters, the JPFp typically include:

• JP1, JP2, . . . , JP10

• (JP1+JP2) , (JP1+JP2) , . . . , (JP9+ JP10)

• (JP1+JP2+JP3) , (JP1+JP2+JP4) , . . . , (JP8+JP9+

JP10) . . . . . .

• (JP1+JP2+. . .+JP10)

Basing on the equation 2, we could derive the most

similar combination of Japanese clusters in the re-

garding to each English cluster, as shown in the table

2.

3 An application:

Cross-lingual Article Compar-

ison

By utilizing the cross-lingual mapping results, we

also develop an piratical application that could, when

given a English news article, return the most similar

Japanese news articles inside the database.
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3.1 Framework of cross-lingual article

comparison

There are mainly two part of this framework as

shown in the Figure 2, three input layers and a Siamese

LSTM module.

JP6 JP1 JP1 JP2

Chinese Budget Smartphone

JP5 JP3 JP8

EN1 EN5 EN2

Layer-1

Layer-2

Layer-2

Layer-3

Layer-1

2: Framework of cross-lingual article comparison

using two-LSTM modules with different embedding

layer for the Japanese input and English input re-

spectively.

3.1.1 Siamese LSTM

Siamese Long short-term Memory is a deep learn-

ing based machine learning model that could not only

memorize the order information of input but also cal-

culate the similarity between the given two text in-

put [5]. This structure is normally applied for the

monolingual text similarity task and has been proved

efficiency, whereas it has not been applied in the cross-

lingual situation so far. In our application, we adopts

the same configuration which are claimed to be opti-

mal.

3.1.2 Input layers

Differing from the monolingual case used in the

Siamese LSTM module, there are either two or three

layers appended for the text input in order to adapt

for cross-lingual case, depending on whether it is Japanese

text or English text.

1. Layer-1. The tokenized and normalized words

are fed in term of fixed-length word2vec repre-

sentation in the layer-1.

2. From layer-1 to layer-2, the cosine distance be-

tween each of the fed word and the centroid of

each Japanese clusters will be calculated, and

the the cluster with the closest distance is con-

sidered to be the representation of this word in

the layer-2.

3. Layer-3 is only deployed in case of English in-

put. It will map the cluster number in layer-2

from English domain to Japanese domain basing

on the mapping results obtained in the bi-graph

extraction section, so that the LSTM module

could compare them equally.

3.2 The Data sets

Similar to the process conducted during the ex-

traction of bi-graph structure extraction, we excavate

data from Thomson Reuter News. With the help of

existed news tags in the database, we extract the En-

glish and Japanese news pairs which are both relating

to the same news events, which could be considered

as similarity of 1. In contrast, any two cross-lingual

news reports are defined to be dissimilar with a sim-

ilar score of 0. In this experiment, we prepare 1000

cross-lingual pairs with similarity of 1 and 1000 pairs

with similarity of 0 as training data.

3.3 Model training and evaluations

We perform the training 100 epochs times. In addi-

tion, instead of using mean-square-error as evaluation

benchmark, we define a practical criteria, the @TOP-

N indicator. Given a Japanese article, the comparison

model would offer a list that lists all articles ordered

from most the similar article to the least similar ar-

ticle. However there is only 1 correct answer with

similarity score of 1, and therefore the @TOP-N in-

dicator indicates whether the real similar article is

identified among the top N similar articles suggested

by the comparison system.

The results are shown in the table 3. As expected,

the @TOP-N indicator for the training data is always

slightly higher than testing. If we only focus on the

testing data, there are about 33 articles are correctly

paired within the TOP 10 range, which is not as good

as our expectation. We consider this could be due

to the high correlation among our test and training

financial text.
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3: The TOP-N score of the cross-lingual LSTM

model

Training Data Testing Data

@TOP-10 58/1000) 33/1000

@TOP-5 32/1000 20/1000

@TOP-1 4/1000 6/1000

In the previous step for calculating the top-N score,

we have obtained the ranking positions of the cor-

rect counterpart within the whole database for each

of documents. Figure 3 shows this ranking results for

training documents and test documents in red and in

blue respectively. The more dots close to the top line

are (rank = 1), the better the training results are.

Though there are large amounts documents still ou-

side the top-10 range, most of them are approaching

to the top-1 line compared with the case of the ran-

dom distribution indicating the effectiveness of our

model.
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3: TOP ranking for training documents (red,

above) and test documents (blue, below) respectively

Furthermore, when investigating the learning pro-

cess of our model, we obtain the learning curve as

shown in Figure 4, where the TOP-N (N=1,5,10) ac-

curacy are increasing along with training epoches and

become largest TOP accuracy at the 100 times train-

ing.

4 Conclusion

This paper give a cross-lingual solution for articles

similarity comparison by using extraction of bi-graph

structures basing on word2vec, spherical clustering
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4: Learning curve in terms of TOP-1,5,10 accurary

regarding to learning epoches

and Siamese LSTM with multilingual news reports

from Thomson Reuters. We evaluate our model with

finance news data and prove the effectiveness of our

model, though the accuracy still needs to be improved

in the future work. As the final goal, this kind of

model is expected to assist the financial analyst in

their prediction model.
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銘柄固有の金融極性辞書の構築
Constructing Financial Sentiment Lexicons

for Individual Stocks

関 和広 1, 2∗ 柴本昌彦 2
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1 甲南大学 知能情報学部
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Abstract: This paper reports on our ongoing work to construct sentiment lexicons in the financial

domain. Our approach takes advantages of news headlines and a given financial variable, such as

stock prices, so as to generate initial sentiment lexicons. The initial lexicons are then filtered based

on their co-occurrences with financial seed words and are subsequently expanded by analogical

reasoning by using distributed representation of words. Evaluative experiments on around 12

years’ worth of news data show that the resulting lexicons are mostly reasonable. As a possible

application of the lexicons, trading simulation is also carried out, showing promising results.

1 まえがき
近年，マイクロブログやユーザレビュー，質問応答
型の様々なフォーラムなど，誰もが即座に利用可能な
Consumer Generated Media（CGM）のプラットフォー
ムが急速に普及し，世界中で利用されている．そして，
これらのプラットフォームに投稿される情報は，商品
の購入や訪れる店舗の選択といったユーザの多様な意
思決定に日常的に影響を及ぼしている．このような背
景から，WWW上に溢れるテキスト情報を有効に活用
するためのテキストマイニングの研究が盛んに行われ
ている [Imran 15]．
テキストマイニングの技術の一つとして，分析対象
のテキストに表現される書き手の感情を抽出，あるい
はスコア化する「感情分析」がある [Liu 15]．そして，
感情分析を行う際に有用な言語資源として，極性辞書
や感情表現辞書がある．極性辞書は肯定・否定という
二極分化的な観点から構築され，感情表現辞書は，喜
びや悲しみや怒りといった複数の感情の種類を区別し
て構築される．これらの辞書では，肯定や否定，ある
いは喜びや悲しみといった感情の強弱を考慮して，辞
書に収録される各単語に感情を点数化して付与してい
ることが多い [Takamura 05]．
一方，金融・経済の分野でもテキストマイニングの研

∗連絡先：甲南大学知能情報学部知能情報学科
　　　　　　〒 658-8501 兵庫県神戸市東灘区岡本 8-9-1
　　　　　　 E-mail: seki@konan-u.ac.jp

究が長年行われてきている．たとえば，ニュース記事
を分析して株価などの金融指標を予測する研究がある
[Schumaker 09]．これらの研究の手法は 2つのアプロー
チに大別することができる．1つ目のアプローチでは，
ニュース記事等のテキストと目的変数（金融指標）の関
係を過去のデータから Support Vectore Regressionな
どの何らかの回帰モデルで学習し，予測を行う．もう
一方のアプローチでは，予測対象とする金融指標に関
してテキストが肯定的な内容を含んでいるか，否定的
な内容を含んでいるかを分析し，前者であれば金融指
標が上昇，後者であれば下降するものと予測する．こ
のアプローチは前述の極性辞書を用いた感情分析と類
似している．
本研究では，金融テキストマイニングにおける第一
歩として，金融指標の短期的な変動に関わる語を収録
した金融極性辞書の構築を目指す．なお，極性辞書に
含むべき語は，個別銘柄の株価など，対象とする金融
指標によって異なる可能性があるため，対象とする個々
の指標に応じた個別の辞書を構築する．辞書の構築は，
過去のニュース記事と金融指標の変動との関係を利用
して，自動的に行う．さらに，構築した辞書を用いて
金融指標の短期的な変動を予測し，その結果に基づい
て行った投資シミュレーションの結果についても報告
する．
本論文の構成は以下の通りである．まず，2節で感情

分析や株価予測の関連研究を紹介する．続いて，3節
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で提案手法の詳細を述べ，4節で実データを用いて行っ
た評価実験について報告する．最後に，5節でまとめ
と今後の課題について述べる．

2 関連研究
2.1 極性辞書の自動構築
自動的に極性辞書を構築する方法は，辞書を用いる
方法とコーパスを用いた方法に大別できる．辞書を用い
た方法では，WordNet [Fellbaum 98]のようなシソー
ラスを用いて，極性が既知の語の関連語に極性を伝播
させることによって極性辞書を構築する．なお，以降
では極性が既知の語を「種表現（seed word）」と呼
ぶ．例えば，「important」が肯定的な種表現であると
き，シソーラスを参照することで，その同義語である
「essential」「momentous」等は肯定的，反意語である
「immaterial」「fiddling」「lilliputian」等は否定的な表
現であるとみなす．実際には，シソーラスを語のネッ
トワークとして見たときの語間の距離や，語の定義文
（gloss）の類似度を考慮して極性を伝播させることが多
い [Baccianella 10, Kamps 04]．辞書を用いた方法の欠
点としては，辞書あるいはシソーラスに含まれる語し
か扱うことができないこと，ドメインを区別しない一
般的な極性辞書しか構築できないことが挙げられる．
コーパスを用いた手法でも，辞書による方法と同様
に，種表現を用いて極性が未知の語の極性を推定す
る．推定の手がかりとしては，大規模なコーパスに現
れる語の言語的特徴や統計的特徴を利用する．前者
の例としては，接続詞を用いる方法が提案されている
[Hatzivassiloglou 97]．この方法は，「but」のような逆
接の接続詞の前後の語は逆の極性を持つことが多く，
「and」のような順接の接続詞の場合は同じ極性を持つ
ことが多いことに着目する．たとえば，effectiveが肯
定的な種表現であったとき，「effective but costly」とい
う句からは costlyが否定的な表現であること，「efficient

and effective」からは efficientが肯定的な表現であるこ
とが推測できる．
コーパスを用いた統計的な手法としては，共起関係
を用いた方法 [Turney 02]がよく利用される．この方法
では，少数の種表現を用いて，極性が不明な語 wとそ
れら種表現との共起頻度を計数する．そして，共起頻
度を基に肯定的な種表現と wの自己相互情報量，およ
び否定的な種表現と wの自己相互情報量を算出し，そ
の差を極性スコアと定義する．そして，このスコアの
符号と絶対値の大きさをそれぞれ極性の方向（肯定対
否定）と強さとする．
また最近では，語の分散表現 [Mikolov 13a]を用いた
手法がいくつか提案されている．分散表現とは，ニュー

ラルネットワーク言語モデルを構築する際に副次的に
獲得される語のベクトル表現であり，単語類推問題1な
どに応用できる．このような分散表現を利用し，たとえ
ば佐藤ら [佐藤 16]は，分散表現を素性として語の極性
を出力する分類器を学習することを提案している．た
だしこの手法では，極性が既知な語が学習データとし
て相当数必要となる．

2.2 金融ドメイン極性辞書
極性辞書に収録されるべき単語やその極性は，対象ド
メインや記述の対象によって異なる [Bross 13]．たとえ
ば，ホテルのレビューを対象に感情分析を行うのであれ
ば，（ベッドや風呂などが）「小さい」は否定表現である
のに対して，ノートパソコンなどの電化製品に関するレ
ビューでは同じ語が肯定表現になりうる．本研究では，
金融ドメインを対象とするため，一般ドメイン向けの
極性辞書では適切な感情分析は難しい [Loughran 11]．
金融ドメインについては，Loughran and McDon-

ald [Loughran 11]によって人手で構築された英語の極
性辞書がいくつかの研究で利用されている [Jegadeesh 13,

Lee 14, Wang 13]．極性辞書の自動構築については，日
本語の文章を対象とし，Hatzivassiloglouら [Hatzivassiloglou 97]

と類似の言語的特徴を利用した手法が試みられている
[前川 13]．また，前述のような分散表現を用いた手法
もいくつか試みられている [片倉 15, 伊藤 16]．
以上で述べた関連研究と比較し，本研究で提案する
手法は，種表現がほとんど必要なく人手で収集する必
要もない点，テキストデータに加えて金融指標の時系
列データも用いている点，個別銘柄の株価など金融指
標固有の極性辞書を構築できる点に特長がある．

3 金融極性辞書の構築
3.1 概要
本研究では，以下の手順で，対象とする金融指標固
有の極性辞書を構築する．

1. 金融指標の変動を利用した極性表現候補の抽出

2. 極性表現候補のフィルタリング

3. 反意語の獲得

以下，個々の処理について詳述する．

1「フランスに対するパリ」の関係から，「日本に対する x」の x
を推定するような問題（正解は東京）．
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3.2 金融指標の変動を利用した極性表現候
補の抽出

ある時間 tにニュース記事dが配信され，その後 t+Δt

に金融変数 yが θy%以上変動したとき，ニュース記事
d はこの変動に影響を与えたと仮定する．もちろん，
ニュースでは報道されない他の様々な要因も考えられ
るため，この仮定は必ずしも成り立たない．しかし，金
融指標の変動に影響を与えた記事を正確に同定するこ
とは困難であるため，本研究ではこの単純な仮定を用
いて議論を進める．
上述の仮定において，時間窓の幅Δtと金融指標の変

動の幅 θyを適当な値に設定すれば，目的変数 yの正方
向への変動の要因となった記事集合D+，および負方向
への変動の要因となった記事集合D− を自動的に同定
することができる．これらの記事集合 D = D+ ∪D−

を用いて，y の変動の要因となる記事に特徴的な語を
見つける．
具体的には，記事に現れる各語 wについて式 (1)の
カイ二乗値を算出し，この値が高いほど特徴的な語で
あると判断する．

χ2(w)=
|D| × (n+

wn
−
w̄ − n+

w̄n
−
w)

2

(n+
w+n+

w̄)(n
−
w+n−

w̄)(n
+
w+n−

w)(n
+
w̄+n−

w̄)
(1)

ここで，|D|は総記事数を表し，n+
w は n+のうち wを

含む記事数，n−
w は n−のうち wを含む記事数，n+

w̄ は
n+のうち wを含まない記事数，n−

w̄ は n−で wを含ま
ない記事数とする．
なお，この指標はD+とD−のいずれかに特徴的な

語であれば大きい値を取る．よって，カイ二乗値だけ
ではどちらに特徴的な語か判断できないため，D+ と
D− における語 wの相対頻度を比較して，どちらに特
徴的な語であるか判定する．そして，D− に特徴的な
語である場合は，便宜上，カイ二乗値にマイナスの符
号を付して区別する．このようにして算出されたカイ
二乗値の絶対値が閾値 θχより大きい語を「極性表現候
補」と呼ぶ．

3.3 極性表現候補のフィルタリング
前節で得られた極性表現候補には，目的変数 y，あ
るいは金融指標一般の変動とは関わりがないと思われ
るような語も含まれてしまう．このような不適切な語
を除去するため，コーパスを利用した極性辞書の構築
でよく用いられる指標 [Turney 02]を用いる．具体的に
は，式 (2)に示す自己相互情報量 I の差 δを算出する．

δ(w) = I(w, seed+)− I(w, seed−)

= log2
h(w, seed+)h(seed−)
h(w, seed−)h(seed+)

(2)

ここで h(·)は，引数（語）の出現文書数を表す．δ(w)

の絶対値が大きいほど，種表現 seed+あるいは seed−

と語 w の共起がいずれかに偏っていることを意味し，
従来研究ではこの値が極性値として使われている．本
研究では，δ(w)の絶対値がある閾値 θδ 以上の場合の
み，語 wは金融指標の変動と関連した文脈で使われる
ことが多いと判断し，極性表現と見なす．

3.4 反意語の獲得
前節で得られた極性表現は，抽出・フィルタリングの
過程を経て獲得されるため，あまり多くの表現は得ら
れない．そこで，得られた表現を基にこれを拡張する．
表現の拡張には，語の統語的・意味的特徴を表現でき
る分散表現 [Mikolov 13b]を用いる．具体的には，単語
類推問題と同様の方法で，前節で獲得した極性表現 w

の反意語w′の候補を類推する．すなわち，「seed+に対
する seed−」あるいは「seed−に対する seed+」は「w

に対する w′」であると考え，それぞれの語に対応する
分散表現の加減算によって得られたベクトルと類似し
た分散表現を持つ語（本研究では上位 20語）を w′ の
候補と考える．ベクトル間の類似度としては，コサイ
ン類似度を用いる．
さらに，この過程で同意語が反意語として獲得され
てしまうことを避けるため，3.3 節で利用した自己相
互情報量の差（δ）の符号の変化に着目する．具体的に
は，語 w についての δ(w)と，類推に基づいて得られ
た語 w′についての δ(w′)が異符号のとき反意語，同符
号のときには同意語と判断する．なお，3.3節と同様に
|δ(w′)| ≥ θδ が成り立つ w′ のみを獲得の対象とする．

4 評価実験
3節で述べた提案手法の有効性を検証するため，実
データを用いて評価実験を行った．評価実験は，得られ
た極性辞書の定性的評価，および極性辞書を用いた株
価動向予測による投資シミュレーションからなる．以
下，4.1節で実験設定について述べ，4.2節で極性辞書
の評価，4.3節で投資シミュレーションの結果について
報告する．

4.1 実験設定
4.1.1 データ

評価実験に用いたデータは，Thomson Reuters News

（TRN）アーカイブの 2003年 1月 1日～2014年 6月
30日分（11年 6ヶ月分）の日本語ニュース記事と，そ
の期間に対応する株の売買を記録した歩み値（ティッ
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配信日時 2013-01-04 00:28:22

見出し ホットストック：自動車株が軒並み高、円
安加速で収益改善期待強まる

本文
［東京　４日　ロイター］　自動車株が
軒並み高となっている。ドル／円が８７
円台後半まで上昇するなど . . .

関連銘柄 7203.T 7261.T 7267.T 7270.T

· · · · · ·

図 1: Thomson Reuters Newsアーカイブ収録の記事
の一部（記事 ID: nTK0584247）．

ク）データである．TRNのニュース記事には，記事配
信の日時，記事見出し，記事本文，記事に関連する銘
柄のコードなどが記載されている（図 1）．評価実験で
は，銘柄コードの情報に基づいて特定の企業に関する
ニュース記事を抽出し，その企業の株価の動きと対応
を取ることで株価の変動に影響を与えるニュース記事
（D+ ∪D−）を同定した．
本節の実験では，特に他の記載がない場合，TRNの

2003～2012 年（10 年分）の記事の見出しを極性表現
候補の抽出に利用し，残り 1.5年分のデータを投資シ
ミュレーションに用いた．TRN の記事見出しは形態
素解析器 MeCab2で解析し，（複合）名詞と動詞だけ
を極性表現候補として抽出した．なお，株価増加に影
響を与えた記事集合 D+，減少に影響を与えた記事集
合 D− を決定するための時間窓の幅 Δt は 30 分，株
価変動の幅 θy は ±1%とした．また，カイ二乗値によ
る極性表現候補の抽出時の閾値 θχは 2.706（有意水準
10%），自己相互情報量の差に関する閾値 θδ は 3.0と
した．seed+ には「売り」，seed− には「買い」をそ
れぞれ用いた．なお，ニューラルネットワーク言語モ
デル CBOW [Mikolov 13a]の構築には gensim3を利用
し，TRNの 2003～2012年の 10年分の記事の見出し
と記事本文を入力とした．パラメタ値については，語
の最低出現頻度を 10とした他はデフォルトの設定を用
いた．

4.1.2 投資戦略

自動的に構築された金融極性辞書の応用例の一つと
して，単純な投資シミュレーションを行った．ニュー
ス記事 dが配信された際，その記事の関連銘柄 codeに
ついての投資の判断は，次式の極性平均値に基づいて
行った．

savg(code, d) =
1

|d|
∑
w∈d

s(code, w) (3)

ここで s(code, w)は code固有の辞書を基にwの極性値
を返す関数であり，肯定表現であれば+1，否定表現で

2http://taku910.github.io/mecab/
3https://radimrehurek.com/gensim/

あれば−1とした．codeの辞書に wが含まれていない
場合は，全銘柄データから作成した辞書を基に極性値
を返すものとした．|d|は記事 dの長さ（語数）である．
そして，savg(code, d)の絶対値が閾値 θs（本実験で

は 0.1）を超えたとき，この値が正であれば買い，負で
あれば売りと判断した．売買単位はいずれも 1株とし
た．続いて，株価があらかじめ設定した比率（本実験
では 1%）だけ変動した際に反対売買を行い，利益確定
あるいは損切りした．

4.2 極性辞書の構築
3節で述べた方法で，全銘柄のニュース記事を対象に

構築した銘柄共通の極性辞書を表 1に示す．なお，時間
の都合上，本節の実験では，TRNの 2013年の記事だ
けを用いた．結果を見ると，「下方修正」「売り」「公募増
資」「赤字」など，株価の低下につながるような語が負
のカイ二乗値を持ち，否定的な語として獲得されてい
る．一方，「上方修正」「好感」「自社株買い」など，株価
の上昇につながるような語は正の値を示しており，肯
定的な語として獲得されている．この結果から，ニュー
ス記事の変動とその後の実際の株価との間には，直感
に合致するような関連があることが見て取れる．
さらに，分散表現を用いた関連語の同定と相互情報
量の差の符号変化に基づく極性判定により，「下方修正」
に対する「上方修正」，「売り」に対する「買い」，好
感に対する「嫌気」などの語が獲得されていることが
確認できる．また，同意語としても「売り」に対する
「売り越し」，「買い」に対する「買われる」などが獲得
されている．また，同意語ではないものの，「株式分割」
から「自社株買い」や「消却」などのいずれも肯定的
な語が獲得できていることが分かる．一方で，「売り」
の同意語として「買い越し」など，本来は極性が反対
である語を獲得してしまっている場合もあり，さらな
る改善が必要である．
表 1の辞書は，東証一部上場のすべての銘柄に関す
るニュース記事と株価を利用し，銘柄を区別せずに構
築している．しかしながら，同じ表現であっても，業
種や個別の企業によってそれぞれの株価への影響は異
なると考えられる．たとえば，為替相場が業績にどの
ように影響するかは，輸出産業か輸入産業かなどで異
なる．前者の場合，円高が進めば海外での売り上げが
日本円では目減りするため，減益につながる．すなわ
ち，同じ「円高」という語でも，株価の上昇につなが
る肯定的な語と捉えられるか，否定的な語として捉え
られるかは注目する銘柄によって異なる．
本研究の手法では，入力に用いる金融指標のデータ
を変更すれば，その金融変数に応じた極性辞書が自動
的に構築される．そこで，提案手法によって銘柄ごと
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表 1: 共通金融極性辞書構築の結果．否定的な表現のカ
イ二乗値には便宜的に負号を付している（3.3節参照）．

極性表現 w χ2 δ 極性表現 w′ δ
下方修正 −89.55 −3.76 上方修正 3.81
売り −39.16 −4.38 買い 4.21

買い越し −3.22
換金 −3.04
売り越し −5.07
売りで −3.09
押され −4.20

公募増資 −12.20 −3.48 自社株買い 3.33
株式分割 4.81
消却 3.14

赤字 −9.20 −4.08 黒字 3.14
自社株 16.18 4.29 公募増資 −3.48

自社株買い 3.33
株式分割 4.81
消却 3.14

上方修正 30.33 3.81 下方修正 −3.76
好感 75.64 5.16 嫌気 −3.56
自社株買い 148.77 3.33 公募増資 −3.48

株式分割 4.81
株式分割 148.86 4.81 公募増資 −3.48

消却 3.14
自社株買い 3.33

材料視 223.20 3.56 嫌気 −3.56
買い 800.59 4.21 売り −4.38

売りで −3.09
売られ −3.35
買われる 3.86
買われ 3.86

に極性辞書を構築し，実際に「円安」あるいは「円高」
が逆の極性で獲得された銘柄を抽出して比較した．表
2に結果を示す．

表 2: 銘柄による円安・円高の極性の違い．
円安が肯定的 円高が肯定的

キヤノン 本田技研工業（ホンダ）
ジェイエフイーホールディングス パナソニック
安川電機
新日鐵住金
川崎重工業
シャープ
富士通

いずれの企業も，一般的に円安メリットを享受する
と考えられる企業である．しかしながら，ホンダは他
の自動車メーカーと比較して海外生産の比率が非常に
高く，円安効果がほとんどないと言われている．また，
パナソニックは国内での売上比率が高く，大手電機メー
カーの中では円高の影響を受けにくい．これらの点か
ら，ホンダ，パナソニックでは円高のニュースの配信
後に株価が相対的に上昇した可能性がある．
なお，銘柄固有の極性表現として，トヨタでは「米
自動車販売」，ソフトバンクでは「アジア株」，シャー
プでは「新興国」，東京電力では「見送り」「不透明感」
「処分」などの語が獲得されていた．

4.3 投資シミュレーション
4.1.2節で述べた戦略に従い，投資シミューレション
を行った．売買が行われた銘柄の異なり数は 1,066であ
り，取引総数は 2, 367×2回であった．利益の増減の結
果を図 2の「ind. & common」のグラフに示す．投資
期間の前半で利益が大きく伸び，最終的には約 1.7百
万円の利益が得られた．なお，「individual」で示したも
う一方のグラフは，（全銘柄共通の辞書を用いず）銘柄
固有の辞書のみを利用した場合の結果である．取引回
数が減少することもあり，前者ほどの利益の伸びは見
られないものの，最終的には約 10万円程度の利益が得
られた．投資シミュレーションの期間が 18ヶ月と比較
的短期であり，この実験の結果を一般化することはで
きないものの，本研究で自動構築された金融極性辞書
が有用である可能性が示された．

図 2: 投資シミュレーションの結果．

参考まで，投資シミュレーションで特に利益幅が大
きかった 5銘柄と小さかった 5銘柄の個々の結果を表
3にまとめる．

表 3: 利益幅上位・下位 5銘柄の投資シミュレーション
の結果．

銘柄 取引回数 最終利益（千円）
プロロジ 8 142
SBIライフ 2 141
産業ファンド 6 132
ワコム 4 105
日本高純度化 4 84
星野 2 −68
アコモ F 4 −68
ナノキャリア 6 −71
NVC 2 −74
ヴィレッジ V 2 −80
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5 むすび
本研究では，ニュース速報コーパスと任意の金融指
標を用いて金融極性辞書を構築する枠組みについて報
告した．この枠組は，既存のシソーラスや辞書を必要
とせず，与えた金融指標に応じた辞書を自動的に構築
できる点に特長がある．実際に構築された辞書を確認
したところ，「下方修正」「赤字」「嫌気」「公募増資」な
どが否定的，「上方修正」「黒字」「好感」「自社株買い」
などの語が肯定的な語として獲得されており，おおむ
ね直感に合う結果が得られていた．また，企業ごとの
辞書を比較したところ，たとえば「円安」という語は企
業によって極性が異なっていることが確認できた．ま
た，極性辞書の応用例の一つとして，2013年から 1.5

年のデータを用いて投資シミュレーションを行ったと
ころ，単純な方法ながらある程度の収益が得られるこ
とが示された．
一方，実際には単語（あるいは複合語）単位で極性
を判断することはできない場合も多いため，節や述語
項関係などより大きい単位での極性辞書を構築する必
要がある．また，同一の表現であってもその極性は時
間とともに変化すると考えられるため，固定的な極性
ではなく，今後，時系列的な極性の変化についても検
討していく．
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1

1 Graduate School of Engineering, The University of Tokyo
2 UFJ

2 Mitsubishi UFJ Trust Investment Technology Institute Co.,Ltd.

Abstract: It is necessary to build a comprehensive polarity dictionary specialized for financial

policy to improve the accuracy of lexicon-based sentiment analysis in evaluating texts written on

financial policy. In this research, we acquire distributed representation of words using feature

learning of dependency network of words and create the polarity dictionary by bootstrap method

using the distributed representation of words.
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Monetary policy analysis and investment strategy using

artificial intelligence and economists’ forecast distribution

1∗ 1,2

Tsubasa Ueda1 Takuo Higashide1,2

1

2

Abstract: Central bank’s monetary policy is one of the major interests for market participants.

In this paper, we clarified Reserve Bank of Australia’s monetary policy reaction function, pre-

dicted its policy change,and applied them to investment strategy. First of all, assuming perfect

foresight by the central bank, we estimated an extended Taylor rule using bidirectional Recurrent

Neural Network. Next, we combined it with distributed representation of Monetary Policy Com-

mittee minutes to develop a classifier of interest rate decision. Both the extended Taylor rule and

the classifier showed improved performance. Finally, we formulated profitable Foreign Exchange

strategy based on the classifier’s prediction and market economists’ forecasts.
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1∗ 1

Daigo Tashiro1 Kiyoshi Izumi1

1

1 Graduate School of Engineering, The University of Tokyo

Abstract: For algorithmic trading, it is important to reduce market impact and opportunity

costs that closely related to market liquidity. In this work, we propose a tick-based approach to

prediction of the liquidity. Our method utilizes order data encoded according to its flexibility and a

Long Short-TermMemory(LSTM) that predict a next order. Accuracy of the model outperforms by

a large margin maximum occurrence ratio of order labels. Furthermore, we examine the embedding

layer of the trained model and find out that it obtains difference and similarity between each order.
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SCW

Predicting stock fluctuations using Two-level Mapping and SCW

1∗

Muhtar Fukuda1

1

1 Faculty of Environmental and Information Studies, Nagoya Sangyo University

Abstract: Due to high uncertainty in the stock market, it is difficult to predict the future

fluctuations of stock prices even if we use the state-of-the-art techniques of machine learning,

such as Deep Learning. However, in some cases with choosing an appropriate machine learning

algorithm, feature values and outputs for the prediction, we can have desirable predicted results,

especially on short-term stock fluctuations about some market indices. Some initial reliable results

have been achieved in our related work, by using Soft Confidence-Weighted (SCW) Leaning, which

is one of online learning. In this paper, we propose a predicting method using two-level mapping

and SCW. We will focus on feature transformations using the two-level mapping. The first one

is based on the mathematical concept of the Singular Value Decomposition (SVD), to get strong

convergence and higher accuracy. The second one is to make the predicted Fluctuation Strength

(FS) more precisely, in which we use pre-learned outputs and do relearning.
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, . ,

.

. ,

. , [9] ,

( 1 (f))

( 1 (a))

. ,

0 , ( 1

(d)) ,

≥ 0 (+1),

(−1)

,

, . ,

.

.

,

,

.

.

3.1

,

ETF

,

.

,

. ,

,

.

, .

,
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,

,

.

. ,

S , T ,

s ∈ S Ts, s

Ns (T ≥ Ts +Ns),

T0, N0 .

Step0 s0 ∈ S .

,

. , Ns0 = 0

.

.

Step1 S1 = {s ∈ S | Ts ≥ T0, Ns ≤ N0} .

,

.

s ∈ S1 , .

T = 3600, T0 = 0.99T = 3564,

N0 = 1 , , |S1|
1100 .

Step2 S1 P1%

, S2 . s ∈ S1

T ,

pt, vt, t = 1, 2, . . . , T

s AvgLiq(s)

.

AvgLiq(s) =

(
K∏

k=0

(
1

R

R∑
t=1

pt · vt
)) 1

K+1

, K ≥ 0, 2K+1 ≤ T, R =
[
T
2k

]
.

Step3 S2 P2%

, S3 . s ∈ S2

T pt,

t = 1, 2, . . . , T, T +1 s

AvgPC(s) .

AvgPC(s) =

(
K∏

k=0

(
1

R

R∑
t=1

∣∣∣∣ (pt − pt+1)

pt+1

∣∣∣∣
)) 1

K+1

, K ≥ 0, 2K+1 ≤ T, R =
[
T
2k

]
.

Step4 S3

⋃{s0} s0 s

P3% ,

s0 S(s0) .

Step s0 ,

s0 .

, |S(s0)| = N , P1 = P2 = P3,

P1%·P2%·P3% ·|S1|= N P1, P2, P3

. N = 320 ,

P1 = P2 = P3  66. ,

320 ,

.

s0 s ∈ S(s0)
T + L

p0t , p
s
t , t = 1, 2, . . . , T, T+1, . . . , T+L , s0

s AvgBeta(s0 | s)
.

AvgBeta(s0 | s) =
(

K∏
k=0

∣∣∣∣αk · βk

βk

∣∣∣∣
) 1

K+1

αk = {p
0
1 − a01
a01

,
p02 − a02

a02
, . . . ,

p0R − a0R
a0R

}

βk = {p
s
1 − as1
as1

,
ps2 − as2

as2
, . . . ,

psR − asR
asR

}

a0t =
1

L

L∑
i=1

p0t+i, ast =
1

L

L∑
i=1

pst+i

, K ≥ 0, 2K+1 ≤ T, R =
[
T
2k

]
, L

, a0t ast , t = 1, 2, . . . , T

L . K(= 7)

.

, .

S(s0)
, S(s0)

30% , S1

S ′(s0) S(s0)
, S(s0)

,

. ,

.

3.2

,

,

, ,

.

RSI (Relative Strength

Index) [6], n

[11] .
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,

( 1 (f))

,

.

(

) t0 p0,

L = 3×2× stride+ slack,

pt, t = 1, 2, . . . , L

t0
.

Step1 ct =
(pt−p0)

p0
100, t = 1, 2, . . . , L .

Step2 t1, t2, t3 ∈ {1, 2, . . . , L}, t
′
, t

′′ ∈ {t1, t2, t3},
|t′ − t

′′ | ≥ stride {ct1 , ct2 , ct3}
. , ,

stride .

Step3 {ct1 , ct2 , ct3} ,

(l1, l2, l3) .

, 3

(h1, h2, h3)

. stride = 2, slack = 2 (L = 14)

, ( 1 (d), (e))

stride slack .

, s0

S(s0) = {s1, s2, . . . , sN}, N = |S(s0)|

, s ∈ S(s0) t

αs
t = (lst1, l

s
t2, l

s
t3, h

s
t1, h

s
t2, h

s
t3)

, x0
t = (αs1

t , αs2
t , . . . , αsN

t ), t = 1, 2, . . . , T

. x0
t , t =

1, 2, . . . , T X0 . ,

, x0
t

, , .

3.3

,

. 2 ,

,

. ,

,

.

s0 ,

.

, ( 1 (a))

( 1 (d))

PC(t) (Percentage change) . , pt

t , M

, pt−1, pt−2, · · · , pt−M

, t = 1, 2, . . . , T

PC(t) =
(at − pt)

pt
100, at =

1

M

M∑
i=1

p(t−i)

,

r1, r2, . . . , r[T3 ]
, . . . , r[ 2T3 ], . . . , rT

LC = r[T3 ]
(Lower Cri-

terion), UC = r[ 2T3 ] (Upper

Criterion) . UC LC

,

yUt =

{
+1 if PC(t) ≥ UC

−1 otherwise

yDt =

{
+1 if PC(t) ≤ LC

−1 otherwise

t = 1, 2, . . . , T

. ,

Y U = (yU1 , y
U
2 , . . . , y

U
T )

�, Y D = (yD1 , yD2 , . . . , yDT )�

X = X0 ( 3.2 ) , {X,Y U} {X,Y D}
,

. , Y U Y D

.

4

3.2 X0

3.3 Y = Y U (

Y D) ,

. , [9] ,

X0 = UΣV � (3)

, X = X0V

, X Y SCW

,

. ,

x0
t , xt = x0

tV

, xt .

,

. V .

SCW ,

xt ∈ Rd w ∈ Rd
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, ŷt = sgn(xt·w), ŷt ∈ {+1,−1} xt

. xt·w
.

0 , ,

w , . ,

,

,
1. ,

0 , 3.3

.

, ,

, . ,

(2) FS ,

[9].

,

,

.

, (

) , , ,

, SCW

.

.

w

= (w1, w2, · · · , wn),

d = (d1, d2, · · · , dT ) , .

X0V w� = d� (4)

, d

f = (f1, f2, · · · , fT )
. , f

, d

. , (2) FS

.

, (5)

M .

X0VMw� =
|d|
|f |f

� (5)

, W = w�w , W = U1Σ1V
�
1

, (3) ,

M = Σ−1U� |d|
|f |f

�wV1Σ
−1
1 U�

1 (6)

, M .

, x0
t , t =

1

1, 2, . . . , T V

M ,

xt

.

xt = x0
tVM, t = 1, 2, . . . , T (7)

5

2 ,

. ,

[10] ,

ETF ,

, .

.

. 100%

6%

.

.

.

,

,

.

,

,

.

, ,

,

.

.

. ETF

3% . 3.1

ETF ,

1,2

.

,

,

.

5.1

,

, 1 , 2 , JASADQ ,
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. 3800

, 3.1

Step1 1100

, Step 320

,

, 370

. Yahoo! [12]

2001 1 2016 12 16

.

, , , ,

,

, 2.

5.2

%

,

( ) ,

(Yes) ( (Yes) ) (

A ) , ( )

( B ) , B
A100

(%) . ,

. ,

.

, ( 1 (d, e))

3 , 2016 7 1 2016 12 30

123 (6 ) ,

3600

,

. 1 .

1 ,

3% ,

. ,

( )

, .

? ?

Yes 44 41 43 44

Yes 36 32 34 33

(%) 81.81 78.04 79.06 75.0

1:

2

, .
Yahoo! .

,

,

.

5.3

, ( )

( ) ,

( )

( (2) ) ,

,

,

[9]. , ,

.

, ,

. ,

,

.

2 .

5.2 .

? ?

0.68 0.79 0.61 0.73

2:

2 ,

.

6

SCW[8]

,

,

. ,

. .

( )

(

) ,

( ) .
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1
3 ( )

,

( )

. 2 ,

,

,

SCW [8] ,

.

.

,

, 0

,

( ) 0 ,

,

.

.

, ,

, ,

. ,

,

. , ,

[9]

, .

,

.

, 30 ,

. ,

,

.

,

320 . ,

, 2

.

,

,
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Revenue Prediction based on Multi-task Max-margin Topic Models

1∗ 1 1 †

1

Abstract: Researchers and practitioners in the economic and financial field recently have a keen

interest in discovering new ideas by making full use of large-scale data, such as in the form of

document data of company valuation in online news and the form of numerical data of company

financial indices. One promising approach to analyzing such large-scale data is topic modeling,

typically by Maximum Entropy Discrimination LDA (MedLDA). MedLDA is a supervised topic

model that can improve accuracy of latent topic estimation by making use of the side information

associated with each document. In this paper, we generalize Multi-task MedLDA (MultiMedLDA)

that simultaneously addresses classification and regression tasks in an extension of MedLDA. In

this paper, we evaluate the effectiveness of MultiMedLDA through experiments with enterprise

evaluation documents associated with continuous labels of change rate of operating incomes and

discrete labels of categories of business, and discuss it compared with single-task MedLDA.

1

1

(Latent Dirhlet Allocation:

LDA)[1]

bag-of-words bag-of-words

LDA

2

∗
657-8501 1-1

E-mail: nakagawa@cs25.scitec.kobe-u.ac.jp
†

657-8501 1-1
E-mail: eguchi@port.kobe-u.ac.jp

(Supervised topic models)[2]

Maximum Entropy Discrimina-

tion LDA MedLDA [3] MedLDA

MedLDA regres-

sion MedLDA

classification

Support Vec-

tor Machine SVM [4, 5]

MedLDA

MedLDA

MultiMedLDA

MultiMedLDA
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[7]

1

MultiMedLDA

MultiMedLDA

MedLDA

2

MedLDA

2.1

Maximum Entropy Discriminated LDA(MedLDA)[3]

[6]

MedLDA

1 1 y

η

MedLDA

1. d(d ∈ 1, . . . , D) θ ∼ Dirichlet(α)

2. d Nd wd,n(n ∈ 1, . . . Nd)

(a) zd,n ∼ Multinomial(θd)

(b) wd,n ∼ Multinomial(βt)

3. D yd ∼ F (η, zd)(yd ∈
1 . . . R)

y MedLDA

2.2.1 2.2.2

1: MedLDA

2.1.1

MedLDA Re-

gression (MedLDA-Reg) MedLDA-

Reg

P1(MedLDA-Reg) :

min
q(Z,Θ,η),α,β,δ2,ξ,ξ�

L(q(Z,Θ, η)) + C
D∑

d=1

(ξd + ξ
d)

s.t.∀d :

⎧⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎩

yd − E[η�zd] ≤ ε+ ξd [μd]

−yd + E[η�zd] ≤ ε+ ξ
d [μ

d]

ξd ≥ 0 [vd]

ξ
d ≥ 0 [v
d]

μd, μ


d, vd, v



d [

]

Z =

{z1, . . . , zD},zd = {zd,1 . . . , zd,Nd
} Θ = {θ1 . . . , θD

} Y = {y1, . . . , yD} W = {w1, . . . , wD} wd =

{wd,1, . . . ,wd,Nd
} β = {β1, . . . , βK}

ξ, ξ


ε

MedLDA-Reg L

L(q(Z,Θ, η))=−E[logp(θ, z,η,Y,W|α, β, δ2)]
−H(q(z), θ, η)

(1)

H q(Z, θ, η)

H(q) = −∑ q log(q) P1
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q

q(Z,Θ, η|γ, φ)=q(η)

D∏
d=1

q(θd|γd)
N∏

n=1

q(zd,n|φd,n) (2)

γd φd,n γd
K φd,n

K EM

EM 2

1. E-Step

2. M-Step

P1

Lr

Lr=L(q)+C
D∑

d=1

(ξd,ξ


d)−

D∑
d=1

μd(ε+ξd−yd+E[η�Zd])

−
D∑

d=1

(μ

d(ε+ξ
d+yd−E[η�Zd])+vdξd+v
Dξ
d)

−
D∑

d=1

N∑
n=1

cd,n(

K∑
t=1

φd,n,t−1)

(3)

Lr

E-Step

• γ Lr : γ α φ

γd ← α+
N∑

n=1

φd,n (4)

• φ Lr : ∂Lr/∂φd,n = 0

φd,i ∝exp(E[logθ | γ] + E[logp(wd,n | β)]
+

yd
Ndδ2

E[η]

− 2E[η�φd,−iη] + E[η ◦ η]
2N2δ2

+
E[η]

N
(μd − μ


d))

(5)

φd,−i =
∑

n�=i φd,n φd,i

φ η ◦ η
η

• q(η) Lr : A

Z
�
d D×K ∂Lr/∂q(η) =

0

q(η)=
p0(η)

S
exp
(
η�

D∑
d=1

(μd−μ

d+

yd
δ2

)E[Z d]

−η�
E[A�A]

2δ2
) (6)

E[A�A] =
∑D

d=1 E[ZdZ
�
d ] E[ZdZ

�
d ] =

1/N2(
∑N

n=1

∑
m �=n φd,nφ

�
d,m+

∑N
n=1 diag{φd,n})

S q(η) Lr

max
μ,μstar

−1

2
a�Σa−ε

D∑
d=1

(μd+μ

d)+

D∑
d=1

yd(μd−μ

d)

(7)

a =
∑D

d=1(μd − μ

d + yd/δ

2)E[Zd]

SVM-light1

q(η), μ, μ


M-Step β δ2

• β Lr :

βk,w ∝
D∑

d=1

Nd∑
n=1

I(wd,n = w)φd,n,t (8)

I(wd,n = w) n w

βk,w

• δ2 Lr :

δ2 ← 1

D
(y�y− 2y�E[A]E[η] +E[η�E[A�A]η])

(9)

E[η�E[A�A]η] = tr(E[A�A]E[ηη�])
tr

2.1.2

MedLDA Classi-

fication (MedLDA-Cla) MedLDA-

Cla

P2(MedLDA-Cla):

min
q(Z,Θ),α,β,ξ

L(q(Z,Θ))(q)+KL(q(η)‖p0(η))+C
D∑

d=1

(ξd)

s.t.∀d :

⎧⎪⎪⎨
⎪⎪⎩
y �= yd

E[η��fd(y)] ≥ 1− ξd

ξd ≥ 0

1http://svmlight.joachims.org/
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Z = {z1, . . . , zD} zd = {zd,1, . . . , zd,Nd
}

Θ = {θ1, . . . , θD} Y = {y1, . . . , yD} W = {w1, . . . ,

wD} wd = {wd,1, . . . , wd,Nd
} β = {β1, . . . , βK}

ξ

KL

2

KL(q(η) ‖ p0(η)) =

∫
q(η)log

q(η)

p0(η)
(10)

MedLDA-Cla

L(q(Z,Θ)) =− E[logp(θ, z,Y,W | α, β, δ2)]
−H(q(Z,Θ))

(11)

�fd(y) = f(yd ,Z d)− f(y ,Z d) (12)

MedLDA-Reg P2

q

q(Θ, Z | γ, φ) =
D∏

d=1

q(θd | γ)
Nd∏
n=1

q(zd,n | φd,n) (13)

Lc

Lc

γ, β

MedLDA-Reg

Lc = L(q(Z,Θ)) +KL(q(η) ‖ p0(η))

+ C

D∑
d=1

ξd −
D∑

d=1

vdξd

−
D∑

d=1

∑
y �=yd

μd(y)(E[η��fd(y)] + ξd − 1)

−
D∑

d=1

Nd∑
n=1

cd,n(
K∑
t=1

φd,n,t − 1)

(14)

E-Step

• φ Lc : ∂Lc/∂φd,n

φd,n ∝exp(E[log θ | γ] + E[logp(wd,n | β)]
+

1

N

∑
y �=yd

μd(y)E[ηyd
− ηy])

(15)

2 MedLDA-Reg

• q(η) Lc :

q(η) =
1

Z
p0(η)exp(η

�μη) (16)

μη =
∑D

d=1

∑
y �=yd

μd(y)E[�fd(y)]

2.2

(dual decomposition)

arg max
y

f(y) + h(y) (17)

arg max
y

f(y) arg max
y

h(y)

arg max
y,z

f(z) + h(y) (18)

s.t. y = z (19)

L


L(u, y, z) = f(z) + h(y) + u(y − z) (20)

u L(u, y, z)

L(u) = max
y,z

L(u, y, z)

= max
z

(f(z)− uz) + max
y

(h(y) + uy)
(21)

y = z

L
 ≤ L(u)

L
 = min
u

L(u) (22)

minu L(u) u

1 du

du = y
 − z
 (23)

z
 = arg max
z

f(z)− uz (24)

y
 = arg max
y

f(y)− uy (25)

u

u ← u− μ(y
 − z
) (26)

μ L(u)

y
 = z


.
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3

3.1

2.2

MedLDA

MedLDA

(Multi-task MedLDA: MultiMedLDA)

MultiMedLDA

MedLDA

MultiMedLDA

1. d(d ∈ 1, . . . , D) θ ∼ Dirichlet(α)

2. d Nd wd,n(n ∈ 1, . . . , Nd)

(a) zd,n ∼ Multinomial(θd)

(b) wd,n ∼ Multinomial(βk )

3. D yrd ∼ F (ηr, zd)

ycd ∼ F (ηc, zd)

ηr, ηc

MultiMedLDA 2

2: MultiMedLDA

3.2

yr ∈ R yc ∈ {1, . . . ,M}

MedLDA-Reg MedLDA-Cla

1 2 3 4

1

2 3 4 5

6

P3(MultiMedLDA) : min
q(Zr,Θr,ηr),q(Zc,Θc,ηc),α,β,δ2,ξr,ξr�,ξc

Lr(q(Zr,Θr, ηr)) + Cr
D∑

d=1

(ξrd + ξr
d )

+ Lc(q(Zc,Θc, ηc)) + Cc
D∑

d=1

ξcd

subject to ∀d

⎧⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎨
⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎩

yrd − E[ηr
�
zd] ≤ ε+ ξrd

−yrd + E[ηr
�
zd] ≤ ε+ ξr
d

ξd ≥ 0, ξ
d ≥ 0

yc �= ycd : E[ηc
��fd(y

c)] ≥ 1− ξcd

ξcd ≥ 0

φr = φc

Zr = {zr1, . . . , zrD} zr = {zrd,1 . . . , zrd,Nd
}

Zc = {zc1, . . . , zcD} zc = {zcd,1 . . . , zcd,Nd
} E[zrd,n] =

φr
d,n E[zcd,n] = φc

d,n Θ = {θ1, . . . , θD}
ξr, ξr
, ξc

ε

MedLDA-Cla �fd(y
c) = f(yc

d , zd)− f(y , zd)

f(yc , zd) (yc − 1)K +1 ycK

z 0

zd ← (1/Nd)
∑N

n=1 zd,n
1 2

L(R) 3 4 L(C)

L(U, φr, φc) = L(R) + L(C) + U(φc − φr)

U L(U, φr, φc)

φr, φc

L(U) = min
φr,φc

L(U, φr, φc)

= min
φr

(L(R)− Uφr) + min
φc

(L(C) + Uφc)
(27)
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P3 6 φr =

φc

L
 ≥ L(U)

P3 L
 =

maxL(U ) L(U) 1

dU φr
 φc
 U

dU = φc
 − φr
 (28)

φr
 = arg min
φr

L(R)− Uφr (29)

φc
 = arg min
φc

L(C)− Uφc (30)

U ← U − μ(φc
 − φr
) (31)

μ S

φr φc

L(U) φr
 = φc


φr
 φc


Multi-

MedLDA MedLDA

φr = φc −Uφr Uφc

φr φc

φr
d,n ∝exp

(
E[logθ | γ] + E[logp(wd,n | β)]

− 2E[η�φd,−iη] + E[η ◦ η]
2N2δ2

+
E[η]

N
(μd − μ


d)) +
yd

Ndδ2
E[η]− U

) (32)

φc
d,n ∝exp

(
(E[logθ | γ] + E[logp(wd,n | β)]

+
1

N

∑
y �=yd

μd(y)E[ηyd
− ηy]) + U

) (33)

4

4.1

3675 (2017 )

2014

2017 13

32

1

10 (

)

1 88

3

MeCab1

1

1:
Shikiho

Number of documents 2657

Number of words 437539

Size of vocabulary 6945

Number of labels 10

(2014 2015 2016 )

3 2015 2016

20%

60%

20%

4.2

MultiMedLDA

MultiMedLDA-Seq

MedLDA-Reg 3

3

MultiMedLDA-Seq

β η

2014

α = 0.1

l = 1 2

MedLDA-Reg MedLDA-Cla

burn-in

period 5

[8]

Cr Cc

Cr ∈ {0.25, 1, 4, 16, 64} Cc ∈ {0.25, 1, 4, 16, 64}
1http://taku910.github.io/mecab/
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2015 2016

RMSE 2015 2016 RMSE

Cr Cc RMSE 4.3.2

ε

2014 2015 2016

ε ∈ {0.01, 0.1, 1, 2, 4} 2015

2016 RMSE

2015 2016 RMSE

ε

Cr Cc ε

2015 2016

T ∈
{15, 20, 25} MultiMedLDA-

Seq MultiMedLDA MedLDA-Reg

4.3

4.3.1 Root Mean Squared Error RMSE

Root Mean Squared Error( RMSE)

RMSE

RMSE =

√√√√ 1

D

D∑
d=1

(yd − ŷd)2 (34)

yd ŷd
0

4.4

MultiMedLDA-Seq

MultiMedLDA MedLDA-Reg

Cr Cc ε

4

3 1

RMSE

T ∈ {15, 20, 25}
2 3 4

4.5

4.4 Cr Cc ε

RMSE

2: T=15
Cc Cr ε

MultiMedLDA-Seq 64 4 1

MultiMedLDA 0.25 16 1

MedLDA-Reg - 0.25 0.1

3: T=20
Cc Cr ε

MultiMedLDA-Seq 16 4 0.01

MultiMedLDA 64 1 0.01

MedLDA-Reg - 4 0.01

4: T=25
Cc Cr ε

MultiMedLDA-Seq 16 64 1

MultiMedLDA 4 0.25 0.01

MedLDA-Reg - 0.25 0.01

3 3

MultiMedLDA-

Seq MultiMedLDA MedLDA-Reg RMSE

MedLDA

MedLDA-Reg

MultiMedLDA

MultiMedLDA-Seq

MultiMedLDA RMSE

MultiMedLDA-

Seq

RMSE

T = 25

T = 15

MedLDA

MultiMedLDA
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MedLDA-Reg

3: RMSE

5

Multi-

MedLDA MultiMedLDA

MedLDA

RMSE

MedLDA

MultiMedLDA

MultiMedLDA

MultiMedLDA

1

[9]

MultiMedLDA
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2008 680 51.5% 1.55 
2009 646 49.5% 2.02 

2010 593 50.1% -0.20 
2011 706 50.7% 0.28 
2012 666 52.3% 1.31 
2013 619 52.0% 1.70 
2014 600 46.3% -1.56 
2015 613 48.5% 3.53 
2016 611 49.3% -1.05 

5734 50.1% 7.59 
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Embedding time-dependent networks into low-dimensional space

using deep generative models

1∗ 1 2 2

Koichiro Endo1 Koji Eguchi1 Shigeyuki Hamori2 Takuji Kinkyo2

1

1 Graduate School of System Informatics, Kobe University
2

2 Graduate School of Economics, Kobe University

Abstract: Network embedding is one of the approaches to effectively analyzinge the network

data. Almost all the existing network embedding methods adopt shallow models without having

deep architecture that is commonly used in deep learning studies. However, shallow models can-

not capture highly non-linear network structures that are often observed in real-world, complex

networks. To solve this problem, Structural Deep Network Embedding (SDNE) was proposed as

a deep model for network embedding. In this paper, we focus on Generative Stochastic Network

(GSN) for network embedding, in an extension of Autoencoder. GSN robustly captures latent

features of data by adding random noises in the process of learning. The framework to capture

the latent structure of network is similar to that of SDNE. As a target network in this study, we

focus on the time-dependent networks. In order to address the dependency between time intervals

and to capture the tendency of previous time interval, we propose time-dependent pretraining that

uses the parameters learned from the previous time interval as initial states of the current time

interval while in the learning process. In the experiments, we use time-dependent financial network

data, where each node (or vertex) represents a bank and each link (or directed edge) represents a

per-month transaction between a pair of banks, resulting in a series of per-month networks.

1

1

(

)

[1]

[1]

∗
657-0013 1-1

E-mail: endo@cs25.scitec.kobe-u.ac.jp

(Structural Deep Network Embedding: SDNE)[2]
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2

(Structural Deep Network Embedding: SDNE)

[2]

SDNE

SDNE

2.1

(Autoencoder: AE)[1]

3

1

1: .

X

Y Y = fθ(X) = φ(WX + b)

X′ X′ = f ′
θ′(Y) = φ′(W′Y+b′)

θ, θ′

θ = (W,b), θ′ = (W′,b′) W,W′

b,b′ φ, φ′

(ReLU

)

W′ W

”tied weight” ”tied weight”

W,b,b′

X′ X

L L(X,X′)
2

[4]

2.2

(Denois-

ing Autoencoder: DAE)[5]

L(X,X′)
DAE X

X̃ X̃′

L(X, X̃′)
DAE

X X̃

2

2: .

X0 X

X1 X

X̃t

Walkback Walkback

DAE[6]

Walkback DAE

(Generative Stochastic

Network: GSN)[7]

DAE

GSN 2 GSN

3
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3: .

GSN 1

2

1

X0
t = φ(WT

1 H
1
t + b0) (1)

H1
t = φ(W1X

0
t−1 +WT

2 H
2
t + b1) (2)

H2
t = φ(W2H

1
t−1 + b2) (3)

W1,W2 b0,b1,b2

GSN Walkback

T

T DAE

GSN

GSN

[8]

GSN

2.3

3

Structural Deep Network Embedding(SDNE)[2]

SDNE SDNE

1 2

1

2

2

1

2.4

(Struc-

tural Deep Network Embedding: SDNE)[2]

SDNE

4

4: .

i j si,j
N SDNE

X X̃

Y 1

Y 1

L1st

L1st =
N∑

i,j=1

si,j ||yi − yj ||22 (4)
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2

2

L2nd

L2nd = ||(X̃−X)�B||2F (5)

� || · ||F

A i j

ai,j ||A||F =
√∑

i,j a
2
i,j

B B

B i j

bi,j si,j = 0 bi,j = 1

bi,j = β > 1 β

2

Lreg SDNE

L

L = αL1st + L2nd + γLreg (6)

α, γ

1 2

1

α α = 0

3

(Struc-

tural Deep Network Embedding: SDNE)

(Generative Stochastic

Network: GSN)

GSN

SDNE

GSN

GSN

3.1

SDNE

GSN 1 2

GSN 1

2

N S = {si,j}Ni,j=1 GSN

K Xk
t = {x0

it
}Ni=1

HK
t = {hK

it
}Ni=1 Walkback T

L =
α

T −K + 1

T∑
t=K

(L1st)t +
1

T

T∑
t=1

(L2nd)t + γLreg

=
α

T −K + 1

T∑
t=K

(
N∑

i,j=1

si,j ||hK
it − hK

jt ||22)

+
1

T

T∑
t=1

||(X̃0
t −X0

t )�B||2F + γLreg

(7)

SDNE α, γ (L1st)t, (L2nd)t,

Lreg Walkback t 1

Walkback t 2

B

B i j bi,j
si,j = 0 bi,j = 1 bi,j = β > 1

si = {si,j}Nj=1 = 0

i

bi = {bi,j}Nj=1 = 0

α α = 0 GSN

3.2

GSN

(

)
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1

4

GSN

2

4.1

2008

15 1

177

93067 1

(quoter) (aggressor)

”Sell”

”Buy” 2 1

177 177

S S i j si,j
(”Sell”or”Buy”)

S

si,j 0 1 S

si,j

0.0585

1833.25

25.25

GSN

4.2

GSN

15%

Walkback T T = 5 (α, β, γ) = (0, 10, 10−6)

GSN 177

1 100 2 50

3

4.2.1

Walkback

(Average Precisioon)

5

1 1

5: .
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( ) 11.9%

5.8% (

11.9±5.8%

) I E E′

I = E′/E × 100− 100

4.2.2

15%

6

1

2

6:

.

7 11 12

4.3

GSN

2

β β = 40

177 1 100 2

50 3 GSN

4.3.1

GSN

τ |τ | ≤ 1

7 1

1

7:

.

0 (

)

1%
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12.7±15.8%

2.0 58.3%

4.3.2

15%

8

1 2

 0.1

 0.15

 0.2

 0.25

 0.3

 0.35

 0.4

 0.45

 0.5

Feb. Mar. Apr. May Jun. Jul. Aug. Sep. Oct. Nov. Dec.

K
en

d
al

l’
s 

ta
u

month

without pretraining

with pretraining

8:

.

0 ( )

1%

19.3±32.0%

4.4

7 11 12

3

15%

GSN

GSN 50

177 177×50

(177 ) (177 )

50
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r |r| ≤ 1

4 r = −0.1959 0.3298 −0.1840

3 9 r = −0.2450 1 10

r = −0.2175 −0.2821 2

0 ( )

5%

9

5

4 GSN

(B)(15H02703)
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