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Abstract: Stock price prediction is a long-time and challenging topic in financial forecasts.

Although stock markets are affected by many uncertain factors, numerous effectual approaches

have been proposed to predict financial market trends using machine learning algorithms, such as

Support Vector Machine (SVM) and Deep Belief Network (DBN). In this research, we propose

a new approach to predict short-term stock fluctuations using Soft Confidence-Weighted (SCW)

Learning. The proposed method not only predicts stock trends, but also gives a quantitative

measure for the stock fluctuations. We consider RoC time series of a related stock class as inputs,

fluctuate up and down of a target stock as outputs, to train the prediction model with SCW. Some

experimental results show that the approach is useful for practical purposes.

1 はじめに

株式は多くの投資家にとって魅力的な投資対象であ
り, 企業にとっては資金調達の一手段である. そのこと
から常に需要と供給が発生し, そのバランスによって市
場価格が形成され, またはその価格で取引されると考え
られており, 経済学の理論や豊富な取引経験を持ったプ
ロの投資家たちが様々な方法で分析を行いながら将来
の経済動向を予測し, 投資を行ってきた.

しかし, IT技術を基盤とした株式投資環境の発展, 魅
力的な投資商品の拡充, 個人投資家を含めた市場参加者
の拡大, マーケットのグローバル化, 更には SNS等を
手段としたソーシャルメディアネットワークの普及に
より, 株価形成に影響を与える要素が複雑化し, 市場動
向を伝統的な経済学や金融工学の理論だけでは説明で
きないケースが増え, 投資パフォーマンスの予測が一層
困難になってきた. そのような状況から, 経験の浅い個
人投資家に限らず, プロの機関投資家にとっても利益の
最大化とリスクの最小化に役立つようなツールや方法
の必要性が高まってきた.

また,人工知能の分野では前述の状況と並行してDeep

Learning (DL)[1]に代表される先進的な機械学習モデ
ルが考案され, 大規模なニューラルネットワークを構
築し, 様々なビッグデータに対して機械学習を行い, 全
パラメータを最適化するというパラダイムシフトが起
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きた. DLの金融データへの応用例として Deep Belief

Network(DBN)[8] を用いた為替レート変動の予測 [2]

や上場企業倒産の予測 [3]等の研究が報告され, その有
効性が示されている. また, もう一つの有力な機械学
習モデルである Support Vector Machine (SVM)[5]を
用いた株価予測に関する研究も数多く発表され [6, 7],

高精度のトレンド予測を実現したものもある. SVMは
カーネルトリック [4]による非線形の識別関数を構成で
きるように拡張された学習モデルであり, 現在知られて
いる多くの手法の中でも最も認識性能の高いモデルの
一つとされている.

しかし, 多階層のネットワーク構造であるDBN[8]を
用いて金融時系列データの学習と予測を行う場合, その
学習（訓練）に大変な時間がかかる. 金融時系列デー
タには時間的従属関係があり, 訓練期間を常に最新のも
のに更新し, 再学習を繰り返す必要がある. この問題に
関しては自己組織化マップ (SOM)を用いて訓練期間全
体から部分的なデータを取り出し, その部分的なデータ
のみで学習を行うことで学習の効率化と学習時間の低
減を試みた研究 [9]があり, 一定の改善があったと考え
られるが, 分単位の時系列データで学習と予測を行うこ
とを考えた場合, 更に学習時間の短縮が必要である.

一方, SVM[5]を用いて金融時系列データの学習と予
測を行う場合, その正解率が訓練データのサイズと属性
値 (fearure)の選択に左右される場合が大きい [7]. ま
た, 金融時系列データは非線形であり, SVMモデルの
予測正解率を上げるためには, 非線形カーネルを使用
する必要がある. 非線形カーネルには複数のパラメー
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タがあり, SVMの振る舞いにかなり影響を及ぼすため,

その調整を慎重にかつ時間をかけて行わなければなら
ず, 訓練期間を常に更新する必要性のある機械学習の場
合には問題になる.

更に, 以上の各モデルを含め, 従来の予測モデルの殆
どは一日後の株価の方向性一致率に重点をおいており,

ある銘柄の次の日の株価を「上がる」と予測し, 実際の
株価が例え 0.01%でも上がった場合, それが正解とされ
る. それは論理的には正解となっても, 実際の投資目的
には不十分である. 株価予測の場合, 株価が上がるか下
がるかだけではなく, その騰落の程度を定量的に示す
ことがより重要である. 買っても売ってもコストに見
合ったリターンが望めない場合は何もせず, 一定以上の
リターンが望めるタイミングで売買を行うのが実用的
である.

本研究では,オンライン学習の一つである Soft Confi-

dence-Weighted Learning (SCW)[10]を利用し,株価が
上がるか下がるかの方向性だけではなく, 株式の売買タ
イミングにも重点をおいた株価の値動きを予測する手
法を提案する.

2 基本的な考え方

本研究では, 以下の 6つの考え方に基づいた株価予
測を行う.

1) 予測できる可能性が高く, リスクが低い銘柄だけ
を予測の対象にする. 今回は, 予測対象として日経平均
株価指数 [11]を考える. 個別の銘柄の値動きはいろい
ろな要素の影響を受ける. 次の日に上がると予測して
株を購入し, 次の市場が始まる前に悪材料が出た場合,

予測が大きく外れることになる. 格付け会社によって
レーティングが変更されたり, 目標株価がわずかに変更
されただけで株価が動き, 関連銘柄にも影響が出る場
合がある. その点で日経平均株価指数は比較的に安定
しており, 予測しやすい. また, 日経平均株価指数に一
対一に連動する ETFが幾つかあり, 流動性が非常に高
く, いつでもどこでも売買できる.

2) 一つの銘柄の株価は独立に動くことは殆どなく,

複数の銘柄と直接または間接的に影響しあって相関的
に動くと考える. 従って, 一つの銘柄の値動きを予測す
るためには関連性の高い複数の銘柄の時系列データの
組み合わせを入力データとし, その関連銘柄群を一定の
手順（後述）に基づいて常に機械的に選択し直す. そ
の銘柄君を「ベース銘柄集」と呼ぶことにする.

周知の通り, 株価の値動きは, 需給, 株価材料, 投資
家心理, 為替, 経済政策, 国内外の政治経済状況, 地政
学, 影響力の高い人物の発言, マスメディアなど様々な
要因の影響を受ける. しかし, セクション 1で述べたよ
うに, 現在のマーケットを取り巻く環境は劇的に変化し

ており, 何かが発生したら瞬時に株価の値動きに反映さ
れるし, 一つの銘柄の値動きに影響を及ぼす銘柄郡も部
分的に入れ替わっているはずである。
3)学習期間 (図 1の (c))として予測ポイント (図 1の

(b))から数日間離れた学習起点 (図 1の (a)) より過去
10年間前後の株価時系列データを使用するが, 常に最
新のものになるように学習起点をずらし続ける. ベー
ス銘柄集と学習期間を常に更新し続けることにより, 他
の全ての株価変動要因が株価時系列データに反映され
ている状態が維持される.

図 1: ウィンドウ・学習起点・予測ポイント

4) 本研究では, 次の日の株価の値動きではなく, 次の
日から数日間のウィンドウ内の値動きを学習や予測の
ターゲットにする. このウィンドウをターゲットウィ
ンドウと呼び, 学習ターゲットウィンドウ (図 1の (d))

と予測ターゲットウィンドウ (図 1の (e))の二つに分
けて考える。日数がターゲットウィンドウのサイズに
なる. ここでもやはり予測しやすいターゲットウィン
ドウサイズを考える.

5) 入力データに関してある時点から見た過去一定期
間内の株価のトリプルボトムとトリプルトップの変動
率を入力データの属性値 (feature)とし, その期間を属
性ウィンドウ (図 1の (f))と呼ぶ. そして, 予測対象銘
柄の値動きと相関性の高い複数銘柄の属性値の組み合
わせを一次的な入力データとし, 学習期間の入力データ
を行に持つ行列X0 を作り,

X0 = UΣV t (1)

のように特異値分解し, 行列X0V の各行を最終的な入
力とする. 予測ポイント t0 の予測を行う時の一次的な
入力データ x0t0 に関して, xt0 = x0t0V を最終的な入力
とする.

6) 本研究では, 売買タイミングの割り出しにも重点
をおいた予測を行う. 騰落の程度を定量的に測る指標
として「騰落強度」を導入する. 「騰落強度」が大き
ければ大きいほど, 売買タイミングに近付いたと判断
する.



SCWを含めたオンライン学習では, 入力 xt ∈ Rdと
機械学習によって更新される重み w ∈ Rd に対して,

ŷt = sgn(xt·w), ŷt ∈ {+1,−1} (2)

でもって入力 xt が属するクラスを予測する.

本研究では, 全ての入力が d次元空間の点であり, そ
れらの点が法線ベクトル wを持つ超平面によって二つ
に分離され, 点と分離超平面との距離が大きければ大き
いほどそのクラスへの属性が強いと見做し, その距離
(符号付き)を「騰落強度」とする. 即ち, 騰落強度 FS

(Fluctuation Strength)を次のように定義する.

FS =
xt·w
|w|

(3)

ここで, |FS|は騰落の強さ, sgn(FS)は上がるか下
がるかの方向になる. しかし, 騰落強度が最も大きい場
合変動率が一番大きくなるという訳ではなく, その傾向
が強いことを表す量になる. 本研究では, その妥当性を
実験によって検証する.

3 オンライン学習とSCW

オンライン学習は機械学習モデルにおける学習アル
ゴリズムの 1つであり, 入力データを 1つずつ読み込
んでモデルの更新を繰り返すことで学習を行い, 時系列
データの学習によく利用されている. オンライン学習で
は, 入力の時系列データ xt ∈ Rd, t = 1, 2, · · · , T に対
して, そのラベル ŷt ∈ {+1,−1} を予測し, 正解ラベル
yt ∈ {+1,−1} との差 (損失)を損失関数 l((xt, yt), ŷt)

で計算し, その損失が一定の基準によって学習モデル
の重みの更新に利用され, 累積損失

∑T
t=1 l((xt, yt), ŷt)

を最小化することで, 学習が終了する.

オンライン機械学習には, 他にも State-of-the-artの
学習モデルとして CW[13], AROW[14], NAROW[15]

などがあり, 超空間上の点と平面の距離を騰落強度とす
る本研究の目的には合致するが, 次の五つの理由から
SCW[10]を利用することにした. 1)他のアルゴリズム
の長所を持ちつつ, ノイズや直前のデータへの脆弱性
が緩和されている. 本研究では, 直前のデータで学習を
行うし, 直後のデータの予測も行う. 2)他のアルゴリ
ズムと同様 SCWにもいくつかのパラメータがあるが,

パラメータを適当に調整しても識別率に殆ど影響がな
い. 3)他のアルゴリズムよりも識別能力が高い. 4)線
形分離不可の入力データにも対応可能である. 5)共分
散行列の更新を高速に行うことが可能である.

SCWに関してはオリジナルの参考文献 [10]で詳し
く述べられているので, ここではその概要だけを述べ
る. SCWではCWやAROWのCW系と同様, 重みベ
クトルwが平均ベクトル µ, 共分散行列 Σ の ガウス分

布に従うと仮定するが, 損失関数 lϕ(N (µ,Σ); (xt, yt))

を独自に定義している。

lϕ(N (µ,Σ); (xt, yt)) = max(0, ϕ
√
x⊤t Σxt − ytµ · xt)

ここで, η は rw ∼ N (µ,Σ), P [yt(w · xt) ≥ 0] ≥ η を
満すパラメータ, Φ−1 は逆累積分布関数, ϕ = Φ−1(η)

である.

1 パラメータ: C > 0, η > 0

2 初期化: µ1 = (0, 0, · · · , 0), Σ1 = I, ϕ = Φ−1(η),

ψ = 1 + ϕ2

2 , ξ = 1 + ϕ2

3 for t = 1, 2, . . . , T do

4 xt ∈ Rd を受け取る
5 ラベル ŷt を予測する: ŷt = sgn(xt·µt)
6 真ラベル yt ∈ {+1,−1}の提示と損失の計算:

lt = max(0, ϕ
√
x⊤t Σtxt − ytŷt)

7 if lt > 0 then

8 µt と Σt の更新を行う:

µt+1 = µt + αtytΣtxt ,

Σt+1 = Σt − βtΣtx
⊤
t xtΣt

9 end

10 end

Algorithm 1: SCWの学習アルゴリズム

SCWの学習アルゴリズにおける αt と βt は更新係
数と呼ばれ, 式 (4) と (5)によって計算される.

αt = min{C, max{0, 1
vtξ

(−mtψ+

√
m2

t
ϕ4

4 +vtϕ2ξ)}} (4)

βt =
αtϕ√

ut + vtαtϕ
(5)

ここで,

ut =
1
4 (−αtvtϕ+

√
α2
t v

2
t ϕ

2 + 2vt)
2

vt = x⊤t Σtxt, mt = yt(µ · xt)

SCW では, αt の計算式が 2 種類あり, その種類に
よって “SCW-I”, “SCW-II”と呼ばれており, 本研究で
は前者のほうを用いる.

実際の学習では, Step 3 ∼ 9を複数回繰り返し, 最終
的な µtをモデルの重み w として使用する. パラメータ
C(> 0) と η(> 0) の値は, 取り扱う時系列データ, その
属性値,学習期間,学習ウィンドウやターゲットウィンド
ウのサイズなどによって調整が必要であると思われるが,

本研究では一度学習ウィンドウとターゲットウィンドウ
のサイズを固定し, C に関して {2−4, 2−3, . . . , 23, 24},
η に関しては {0.50, 0.55, . . . , 0.90, 0.95}でのクロスバ
リデーション実験を行って C と η の値を決定した後,

学習ウィンドウとターゲットウィンドウのサイズを適
当に変更して実験を行ったところ, パラメータ値をそれ
ぞれ決定して学習させた場合と一つに固定して学習さ



せた場合とで, その認識率の差が 1% 未満, 繰り返し回
数も数パーセント未満に抑えられており, 固定のパラ
メータ値を使用する. そうすることで, 学習時間を大幅
に抑えることができる. 今回のクロスバリデーション
実験で決定したパラメータ値は C = 0.125, η = 0.7 で
ある.

SCWを利用したことで学習時間を大幅に低減できる
メリットはもう一つある. SCWの学習アルゴリズムの
損失関数関数 lt の計算, 及び µt と Σt の更新では, 数
千行 × 数千列に及ぶ共分散行列 Σt に関する行列計算
が複数カ所あり, それにはかなりの計算時間が必要に
なる. しかし, CW系の SCWでは Σt の対角線意外の
要素を常に 0 にしても認識率に大きな影響がないこと
が知られており [16], 本研究の実験でも確認しているの
で, ベクトルの内積計算だけで済ませることができる.

4 提案手法による予測実験

株価の値動き, 及び売買タイミングの予測に関する基
本的な考え方は 2で述べた通りである.

このセクションでは, まずベース銘柄集の自動選択,

入力データを構成する属性値の決定, ラベル付け基準値
の決定, 及び入出力データの作成について述べる. それ
から, 日経平均株価指数を対象とした予測実験を行い,

株価の値動き予測に関して SCWに識別能力があるこ
とと予測ポイントの見極めに有効であることを示す.

4.1 ベース銘柄集の自動選択

一つの銘柄,日経平均株価指数のような株価指数,ある
いは特定の業種に連動するように設定されたExchange

Traded Fund (ETF) などは独立に動くことは殆どな
く, その市場価格が複数の銘柄と直接または間接的に影
響しあって相関的に変動すると考えられる. 構成銘柄
リストに含まれていない場合でさえその可能性がある.

従って, 一つの銘柄の値動きの予測を行う場合, 関連性
の高い銘柄群の時系列データの組み合わせを入力デー
タとするのが自然である. そのような銘柄郡をベース
銘柄集と呼ぶ.

ベース銘柄集をどの株式市場の上場銘柄から選ぶの
か, 国内外から同時に選ぶのかなどを検討する必要があ
るが, 今回は東京証券取引所で取引されている全ての銘
柄をベース銘柄集の選択対象とする.

ベース銘柄集を次のような手順で選択する. まず便
宜上, 選択対象の全銘柄の集合を S , 学習期間を T , 銘
柄 s ∈ S の学習期間中の売買成立日数を Ts, s の最大
連続売買不成立日数を Ns (T = Ts + Ns), 基準最低
取引成立日数を T0, 基準最大連続不成立日数を N0 と
する.

Step0 予測対象銘柄 s0 ∈ S を一つ決定する. 話を進
めやすくするため, 全期間中において売買不成立
日のない銘柄を選ぶ. 即ち, Ns0 = 0 になるよう
な銘柄を選ぶ.

Step1 S1 = {s ∈ S | Ts ≥ T0, Ns ≤ N0} とする.

即ち, できるだけトータルで売買不成立日が少
くかつ連続の売買不成立日の少ない銘柄を選ぶ.

s ∈ S1 に売買不成立がある場合, 3次 Splineによ
る補間を行う.

今回の実験で T = 2000, T0 = 1900, N0 = 2 と
しており, そうした場合, |S1| は 900 前後になる.

Step2 S1 から時価総額上位 P1%の銘柄を選び, S2 と
する. P1 = 80% とした場合, |S2| は 720 前後に
なる.

Step3 S2 から平均変動率の高い上位 P2%の銘柄を選
び, S3 とする. ある銘柄 s ∈ S2 の予測ポイント
から t日前の株価終値時系列を pt, t = 1, 2, . . . , T

とした場合の s の平均変動率 AvgRoC(s) を次
のように定義する.

AvgRoC(s) =

 K∏
k=0

 1[
T
2k

] [ T

2k
]∑

t=1

∣∣∣∣ (pt−1 − pt)

pt

∣∣∣∣



1
K+1

ここで, K ≥ 0, 2K+1 ≤ T .

予測ポイントからの全 T 期間の平均変動率も, 予
測起点から

[
T
2

]
までの平均変動率も, · · ·,

[
T
2K

]
までの平均変動率もバランスよく高くなるよう
に算術平均と幾何平均の組み合わせを基準に上位
を選んでいる. 例えば, T = 2000, K = 5 の場
合,予測ポイントからそれぞれ向こう 2000, 1000,

500, 250, 125, 62 日間の絶対変動率の算術平均
を計算してから幾何平均を計算する。

P2 = 80% とした場合, |S3| は 576 前後になる.

Step4 S3

∪
{s0} から s0 の s に対する平均絶対ベー

タ値の高い上位 N 個の銘柄を選び, s0 の ベー
ス銘柄集 S(s0) とする. 前の各 Step で s0 が
落とされる可能性があるので, ここで s0 が ベー
ス銘柄集に入るようにしておく. 今回の実験で
|S(s0)| = N = 400 とした.

s0とある銘柄 s ∈ S3の学習期間+L日内の t日前
の終値時系列をそれぞれ p0t , p

s
t , t = 1, 2, . . . , T, T+

1, . . . , T +L とし, s0 の s に対する平均絶対ベー
タ値 AvgBeta(s0 | s) を次のように定義する.

a0t =
1

L

L∑
i=1

p0t+i, ast =
1

L

L∑
i=1

pst+i



ここで L は属性ウィンドウのサイズ, a0t と ast ,

t = 1, 2, . . . , T はそれぞれ L 日間の移動平均値
である.

αk = {p
0
1 − a01
a01

,
p02 − a02
a02

, . . . ,
p0
[ T

2k
]
− a0

[ T

2k
]

a0
[ T

2k
]

}

βk = {p
s
1 − as1
as1

,
ps2 − as2
as2

, . . . ,
ps
[ T

2k
]
− as

[ T

2k
]

as
[ T

2k
]

}

AvgBeta(s0 | s) =

(
K∏
k=0

∣∣∣∣αk · βkβk

∣∣∣∣
) 1

K+1

ここで, K ≥ 0, 2K+1 ≤ T .　

ここでもやはり予測ポイントからの各
[
T
2k

]
, k =

0, . . . ,K までの平均絶対ベータ値がバランスよ
く高くなるように幾何平均を基準に上位を選ん
でいる. 一般的には他の銘柄の日経平均に対する
ベータ値を計算するが, ここではその逆である。

以上の各ステップをまとめると, できるだけ売買不成
立日が少く, 時価総額が大きく, 変動率が大きく, 予測
対象銘柄の変動への貢献度が高い銘柄をベース銘柄集
に選ぶことになる. 本研究では, 各ステップの順番も重
要である.

4.2 属性値の決定

機械学習の場合, 何を入力データの構成要素にするの
かが重要ファクターの一つであり, 学習率, 及び識別率
に大きな影響を及ぼす場合が多い. その構成要素とし
て移動平均値とRSI (Relative Strength Index) の組み
合わせを用いたり [6], n日間の株価時系列データをそ
れぞれウィンドウ内と全学習期間内で正規化したデー
タの組み合わせを用いた [9]研究がある.

本研究では, 属性値としてある時点 t0 から見た過去
L 日間を属性ウィンドウ (図 1の (f))とし, 属性ウィン
ドウ内の株価終値の時点 t0 の終値からのトリプルボト
ムとトリプルトップの変動率を入力データの属性値と
する. L は属性ウィンドウのサイズになる.

ある時点とその直前の属性ウィンドウ内の終値時系
列を pt, t = 0, 1, 2, . . . , L = 3× 2× skip とした場合
のトリプルボトムの変動率は次のように求める.

Step1 pt−p0
p0

, t = 1, 2, . . . , L を昇順にソートし, その
結果を ct, t = 1, 2, . . . , L とする.

Step2 t1, t2, t3 ∈ {1, 2, . . . , L}, t
′
, t

′′ ∈ {t1, t2, t3},
|t′ − t

′′ | ≥ skip になるように {ct1 , ct2 , ct3} を選

ぶ. 即ち, できるだけ下位 3つを選ぶが, 時系列
的に隣ではなく, 互いに skip 日以上離れた値を
選ぶようにする.

Step3 {ct1 , ct2 , ct3} を本の時系列順に戻し, トリプル
ボトムの変動率 {l1, l2, l3} を得る.

トリプルボトムと反対の方法でできるだけ上位 3つ
を選ぶことで, トリプルトップの変動率 {h1, h2, h3} を
求めることができる.

今回の実験は株価が上がるかどうかの予測に skip =

3(L = 18), 株価が下がるかどうかの予測に skip =

2(L = 12) として行う.

次に, 予測対象銘柄 s0 のベース銘柄集

S(s0) = {s1, s2, . . . , sN}, N = |S(s0)|

において, s ∈ S(s0) の時点 t の トリプルボトムとト
リプルトップの変動率をαst = {lst1, lst2, lst3, hst1, hst2, hst3}
とし, x0t = {αs1t , α

s2
t , . . . , α

sN
t }, t = 1, 2, . . . , T を一次

的な入力データとする. 一次的な入力データができた
時点で, x0t を行に持つ行列X0 を作り,

X0 = UΣV t

のように特異値分解し, 行列X0V の各行を最終的な入
力とする. また, 予測を行う時の一次的な入力データ
x0t に関して, xt = x0tV を最終的な入力とする.

ここでは, 一次的な入力データ x0t で学習させるのが
よいか, それとも特異値分解によって変換した後の xt
で学習させるのがよいかについて実験を行い, 後者のほ
うが学習率でも識別率でも優れていることを確認済み
であり, 今回の実験でも後者を用いる. もちろん, 特異
値分解には時間がかかるが特異値分解後の学習時間が
劇的に速く, 一次的な入力データでの学習に時間がかか
り, トータルで考えた場合, 特異値分解+学習にかかる
時間がそうではない場合の時間より数倍の範囲内で収
まっている.

4.3 ラベル付け基準値の決定

入力データが決まったところで, 次に問題になるのは
教師データであるラベルを何を基準に決めるかという
ことである. セクション 2でも述べたように, 次の日の
一日の株価の値動きではなく, 次の日から数日間のター
ゲットウィンドウ内の値動きを予測対象とする. ター
ゲットウィンドウのサイズをMとする.

従来の研究では, 株価の値動きに関して 0 を基準に
し, 当日 t と前日 t+1 の株価の変動率RoC = pt−pt+1

pt+1

を計算し, RoC ≥ 0 の場合は「上がり」 (+1), そう
ではない場合は「下がり」 (−1) にラベル付けして学
習と予測を行うことが多い. しかし, 本研究では「上が



り」と「下がり」の基準値を別々に決め, 学習と予測も
別々に行う.

「上がり」の基準値は次のように決める.

Step1 ターゲットウィンドウ内の終値のトップ 1
3 の

平均値の変動率 TRoC(3) を計算する.

終値 {pM , pM−1, . . . , p1} からトップ m(3) を選
び, h1, . . . , hm(3) とし,

TRoC(3) =

 1

m(3)

m(3)∑
i=1

hi − pM+1

 /pM+1

ここで,m(3) =

{
1 if M3 < 1[
M
3

]
otherwise

Step2 学習期間内の t = 1, 2, . . . , T に対して, Step1

の TRoC(3) を計算して降順に並べた

r1, r2, . . . , r[T3 ]
, . . . , rT

の中の UR = r[T3 ]
を「上がり」の基準値とする.

「上がり」と反対の方法で, ターゲットウィンドウ内
の終値のボトム 1

3 の平均値の変動率 BRoC(3) を学習
期間の全ての tに対して計算し, それを昇順に並べたも
のから「下がり」の基準値 LR = r[T3 ]

を求めることが

できる.

便宜上, これから時点 t の TRoC(3) を TRoC(t),

BRoC(3) を BRoC(t) とし, 関数のように使用する.

UR と LR もそれぞれ「上がり」と「下がり」の基準
値として使用する.

次に, ラベル付けの基準値 UR と LR が決定された
ところで,

yUt =

{
+1 if TRoC(t) ≥ UR

−1 otherwise

yDt =

{
+1 if BRoC(t) ≤ LR

−1 otherwise

t = 1, 2, . . . , T

によってそれぞれ「上がり」と「下がり」のラベル付
けを行う. そして,

Y U = {yU1 , yU2 , . . . , yUT }, Y D = {yD1 , yD2 , . . . , yDT }

X = X0V (セクション 4.2)とし, {X,Y U}と {X,Y D}
でそれぞれ上がるかどうか, 下がるかどうかの学習を
行う.

4.4 日経平均株価指数の予測実験

本研究で実験を行うためにまず参考文献 [10]に基づ
いて, 実用に近い「SCW学習・予測システム」を実装
した. セクション 3で述べた通り, SCWモデルの構造
が極めてシンプルであり, 本体部分の実装だけ考えれ
ば, 一般的なプログラミング言語と既存の Libraryを利
用すれば数十行で済む. むしろデータの入手と加工の
ためのプログラミングに手間がかかったぐらいである.

今回の実験に使用するデータとして, 東京証券取引
所に上場している銘柄のうち, 2016年 2月末の時点で
時価総額 50 億円以上, 2003 年以前から上場している
1000銘柄前後, 及び日経平均株価指数の時系列データ
を Yahoo!ファイナンス [12]から取得した. そして日経
平均株価指数を予測対象にし, 複数の実験を行った.

本研究の原則は,予測しやすい銘柄だけを予測し,「上
がる」, あるいは「下がる」と予測できたタイミングで
しか売買しない. 従って, 実験結果もこの原則に基づい
て評価する.

実験の前提条件は以下の通りである.

学習期間: T = 2000

セクション 4.1のK: K = 5

ベース銘柄数: |S(日経平均)| = 400

ターゲットウィンドウサイズ: M = 3

予測テスト期間: 2015年 9月 1日～2016年 2月 29日
属性ウィンドウサイズ: 「上がる」の場合 L = 18,

「下がる」の場合 L = 12

また, 上がるかどうかと下がるかどうかは別々に学習
し, 別々に予測した. つまり, 「上がる」の場合, 上が
ると予測したもの中で何割正解があったかだけを問い,

そうでない場合は問わないし, 「下がる」の場合, 下が
ると予測したもの中で何割正解があったかだけを問い,

そうでない場合は問わない.

4.4.1 SCWの識別能力に関する実験

一つの学習モデルの予測正解率が何%までなら識別
能力があると判断されるかについて基準がないだろう
が, 理論的には 51%以上なら識別能力があると考えら
れる. 一方, 学習モデルによって学習・予測の対象にな
るデータの種類や特徴が違えば, その識別能力が上下す
る場合も考えられる. そこで SCWのモデルを利用し
た場合, どこまで予測可能かについて 2015年 9月 1日
から 2016年 2月 29日までの半年の日経平均株価指数
を対象に「上がる」と「下がる」の両方の実験を行っ
た. その結果を図 2と図 3に示す.

図 2と図 3では, x軸は「上がる」「下がる」と判断し
た日付, y軸は日付の次のターゲットウィンドウの株価
変動率 (%)を表す. そして「上がる」に関しては 83%,



図 2: 「上がる」の場合

図 3: 「下がる」の場合

「下がる」に関しては 79%の正解率になった. この結果
から, 本研究の手法は有効であると判断できる.

4.4.2 売買タイミングに関する実験

本研究では, 上がるかどうか, 下がるかどうかを判断
するだけではなく, 上がるなら随分上がるか, 下がるな
ら随分下がるかといった売買タイミングを見極めるこ
とにも重点をおいた予測を行う. その騰落の程度を定
量的に測る指標としてセクション 2の式 3の通り,「騰
落強度」を導入した. 「騰落強度」が大きければ大き
いほど, 売買タイミングに近付いたと判断したい.

その目的のために, 「上がる」「下がる」を判断した
上に, 騰落強度が大きければ, それに伴ってターゲット
ウィンドウの変動率も大きくなるかどうかについて調
べた. 売買タイミングに関しても「上がる」と「下が
る」の両方の実験を行った. その結果を図 4と図 5に
示す.

図 4と図 5では, x軸は「上がる」「下がる」と判断
した日付, y軸は日付の次のターゲットウィンドウの株
価変動率 (%)と騰落強度のスタックを表す. これらの
結果から,「上がる」の場合も「下がる」の場合も騰落
強度が大きければ大きいほど, 変動率も大きくなる傾
向にあることが分かる. 「上がる」の場合は, 平均値よ

図 4: 「上がる」の場合

図 5: 「下がる」の場合

り大きい騰落強度の場合, 下がった銘柄が三つだけであ
り, 「下がる」の場合も上がったのは三つであった.

また, 図 4と図 5を併せて考えた場合, 騰落強度が充
分大きい時に株価が反対側になった場合はなく, そのよ
うなタイミングが 10回以上あり, 半年でこれぐらいの
回数のチャンスがあれば充分であると言える. このこ
とからも本研究の手法は有効であると判断できる.

5 結論

本研究では,オンライン学習の一つである Soft Confi-

dence-Weighted Learning (SCW)[10]を利用し,株式の
売買タイミングに重点をおいた株価の値動きを予測す
る手法を提案し, その有効性を示した. また, 学習全体
を「上がる」を主眼にした学習と「下がる」を主眼に
した学習に分けて行った. 株価の値動きに関して「上が
る」「下がる」と予測されたものの中で実際にそうなっ
た割合が 80%前後になった.

入力データを構成する属性値としてトリプルトップ
とトリプルボトムの変動率を組み合わせるという独自
の方法を考案した. 一つの銘柄の値動きを予測するた
めにその変動への貢献度の高い銘柄を動的に選択し, そ
れらの属性値を組み合わせて利用することも従来の研
究ではあまり見られない. 日経平均株価を構成する銘



柄が一年に一回入れ替えられており, 似たようなところ
はあるが, 今回提案した手法は機械的であり, 主役銘柄
が常に交代する現在のマーケットでは, 今回提案した手
法はより有効であると考える.

株式に関して, 毎日その変動を予測して毎日売買しな
ければならないものではなく, 「上がる」, 「下がる」
可能性が充分高くなった時点で売買を行い, 一定以上の
利益を確保する, あるいは損だけは出さないことは特に
個人投資家にとって重要である. 本研究では, その観点
から, 騰落強度を導入し, 騰落強度が大きくなればなる
ほど変動率も大きくなる傾向にあることを確認した.

今後の課題として, ダウ平均株価指数, ナスダック平
均株価指数等他の指数に関して同様の実験を検討して
いきたい.
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