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Abstract: One is numerical information, including past stock prices, currency exchange rates,
and interest rates. The other is textual information, mainly news stories covering statements of
government dignitaries, consumer trends, and miscellaneous events. Although numerical informa-
tion has been proven useful for predicting stock prices, its predictive power is limited in a sense
that much information, such as the statements of government dignitaries mentioned above, resides
only in textual information. Given a stock for which one would like to predict the future price,
textual data provides different—but much wider coverage—of information from numerical infor-
mation, which may be beneficial in prediction. This study exploits public Web news articles and
attempts to estimate the residue that cannot be explained only by numerical information through
a simple additive regression model. In addition, to distinguish between different types of news
articles, such as those specific to particular companies or types of industry and more general top
news, the framework of multiple kernel learning is adopted. The validity and effectiveness of the
proposed approach is evaluated on the real-world data consisting of share prices of Nikkei 220
companies and 47 thousand Web news articles.

1 はじめに

今日，投資家が投資を行う際には，投資商品の価格
や政策金利などの経済指標，さらには，日本銀行や金
融機関の発表や，為替，企業に関するニュースなど，数
多くの情報の中から有用な情報を選択し，市場の動き
を分析・予測している．市場の分析に用いられるこのよ
うな情報は，主に 2種類に大別することができる．一
つは，企業の株価や物価指数，政策金利といった数値
情報，もう一つは，市場に対して影響力を持つ人物の
発言や企業の動向，事件・事故などの社会的イベントを
伝えるニュース記事に代表されるテキスト情報である．
これら数多くの情報は日々発信されているものの，投

資家がこの膨大な数の情報すべてに目を通し，市場分
析に利用することは事実上不可能である．そこで，市場
情報を推論するエキスパートシステムの構築や，ニュー
ラルネットワークや遺伝的アルゴリズムを用いた市場
分析など，情報処理技術を市場分析に適用する研究が
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行われてきた．これらの研究は一定の成果を挙げてき
たものの，多くの研究は，数値情報のみを利用してお
り，市場分析に有効な情報を全て活用しているとは言
えない．
また，数値情報は指標化された情報であり，それ以

上の情報を含まない．将来の株価は，過去の株価の傾
向やテクニカル指標等の数値情報のみに影響されるの
ではなく，その企業の行う発表や関わった事件，さら
にトップニュースとなるような社会的イベントにも影
響されて変化する．例えば，ある電機メーカーが大き
く期待される新製品を発表すると，その電機メーカー
の株価は上昇する．また，食品メーカーが製品に異物
を混入させてしまったと報道されれば，その食品メー
カーの株価は下落する．さらに，直接企業に関係のな
い事件として，大震災の話題が出れば，その被災地域
にある拠点や工場が被害を受け，株価が下落する企業
もある．このような企業の動向や社会的イベントの情
報は，企業の発表するレポートや一般のニュースとし
て発信されるため，数値情報には含まれず，テキスト
情報の中に存在する．
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本論文では，株価などの数値情報だけでなく，一般
に配信されているニュース記事を利用した株価動向推
定を試みる．前述の例のように，企業の株価は，ニュー
ス記事として表出する現実世界の事象の影響によって
変動する場合がある．そこで，数値情報のみから学習
した回帰関数から得た推定株価と実際の株価との誤差
を，ニュース記事の情報を用いて補正することで，数
値情報のみからは推定できないニュース記事の影響を
考慮した株価の変動を推定する．本研究ではテキスト
情報として，Web上で一般に配信されているニュース
記事を使用する．

2 関連研究

これまで様々な経済指標を用いて株価動向推定など
の市場分析を行う研究が数多く行われてきた．ここで
は，関連研究として，テキスト情報を用いて国債価格
の予測を行った研究，数値情報とテキスト情報を用い
て株価予測を行った研究の例をあげ，本研究の位置付
けを示す．

Izumi et al. [Izumi 10]は，日銀月報を分析して抽出
した特徴量を説明変数，国債価格を被説明変数として
回帰モデルを構築し，長期国債の価格の予測を試みた．
モデルを式 (1)に示す．

p̂t = a0 +
n∑

i=1

aixi,t (1)

p̂tは，t月の予測価格であり，aiは回帰パラメータ，xi,t

が t月における日銀月報を分析し抽出したテキストの
特徴量，nが特徴量の数（次元）である．
この研究で利用されている特徴量の抽出手法は，Key-

Graph [Ohsawa 98] と主成分分析である．KeyGraph
は，共起に基づいて重要な単語を抽出する手法であり，
日銀月報から重要単語を抽出するために利用された．次
に，抽出した単語に主成分分析を適用し，累積寄与率
0.6を基準に 30の主成分が特徴として採用された．
実験では，日銀月報内の名詞，動詞，形容詞の出現

数を説明変数とした回帰や，従来から国債価格予測に
利用されている経済モデルとの比較の結果，提案手法
の誤差が最も低くなった．このことから，提案手法の
有効性や，国債価格のような市場情報の予測に対して
もテキスト情報が有効である事が示された．

Tang et al. [Tang 09]は，数値情報とテキスト情報
の両方を用いて，株価の予測を試みた．具体的には，
数値情報である株価データを入力としたMA（Moving
Average）モデルとテキスト情報であるニュース記事か
ら抽出した素性ベクトルを入力としたMAモデルの線
型和によって，株価回帰モデルを構築した．定義式を

以下に示す．

ŷt =
t−1∑

k=t−T

βk · yk/T (2)

x̂t =
t−1∑

k=t−T

θk · xk/T (3)

ȳt = ŷt + α · x̂t (4)

式 (2)が過去の株価を入力とする MAモデル，式 (3)
が過去のニュース記事を入力とするMAモデル，そし
て式 (4)が最終的な予測モデルである．ここで，tは特
定の時間（日），yk は時間 kにおける実株価，xk は時
間 kに利用可能なテキスト情報から得た特徴量，T は
考慮する時間窓の大きさ（日数）を表す．各パラメタ
α，β，θは，訓練データから最小二乗法によって決定
する．実験に用いたデータは上海A株の日足データで
あり，エネルギー業界，情報通信業界，不動産業界の
指数を予測した．三つの業界について実験を行ったの
は，関連するニュース記事がほとんどないという状況
を避けるためである．実験では，数値情報のみから学
習したMAモデルと提案モデルを絶対予測誤差につい
て比較し，全ての業界において提案手法の予測誤差が
下回っていた．つまり，ニュース記事の情報を利用す
ることによって，株価予測精度を向上させることがで
きた．しかしこの研究では，テキストから特徴として
抽出する単語（ニュースの中でよく使用されている単
語，あるいは推定対象銘柄に関連している単語）の候
補を手作業で決定している．このため，推定対象銘柄
が変わった場合には，改めて単語の候補を作り直す必
要があり，コストが高い．

3 社会的イベントを考慮した株価予
測補正

3.1 概要

将来の株価を推定する場合，過去の株価やテクニカ
ル指標といった数値情報のみからでは予測できない要
因が存在する．例えば，2011年 10月 14日にオリンパ
スのマイケル・ウッドフォード元社長が解任されたこ
とからオリンパスの過去の粉飾決算が発覚し，株価は
2011 年 10月 14日から 24日の間に，2045円から 1099
円まで下落した（図 1）．このようなニュースの影響を
受けた場合，過去の株価の動きなどの数値情報のみか
ら将来の株価を予想することは難しい．
本研究では，上記のような数値情報のみからは説明

できない変動をニュースの影響と仮定し，ニュース記事
から抽出したデータを用いて，株価時系列の推定誤差
を回帰する．図 2に，提案モデルの概念図を示す．左の
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図 1: マイケル・ウッドフォード元社長解任前後のオリ
ンパスの株価の推移．

グラフは実際の株価時系列を表し，中央のグラフは数
値情報のみを利用して推定した株価時系列を表す．右
のグラフは数値情報のみを利用して推定した株価と実
際の株価との誤差の時系列を表す．中央と右のグラフ
の和が左のグラフに等しく，右のグラフで表した推定
誤差がニュースの影響で生じたものと仮定する．すな
わち，数値情報のみで推定した株価にニュース記事の
情報から推定した値を加えることで，株価動向の予測
を補正する．

3.2 株価時系列回帰モデル

本研究では，株価時系列回帰にサポートベクトル回
帰（以下 SVR）[Drucker 96]をベースラインとして利
用する．SVRは汎化能力に優れており，経済学分野を含
め，これまで多くの分野で利用されている [Chang 10,
Long 11, Van Gestel 01, Schumaker 09] ．提案モデル
では加法回帰モデル [Witten 11]の考えを採用し，SVR
の回帰式にテキスト情報による補正項を加える．つまり，
テキスト情報から予測される項を加えることで，SVR
の推定誤差を補正する．実株価（推定日の終値）を z

としたとき，次式に予測株価 ẑの推定式を示す．

ẑ = f(x,y) (5)

=
n∑

i=1

αik(x(i),x) +
m∑

j=1

wjyjz (x,y) (6)

=
n1∑
i=1

αik
(
x(i),x

)
+

K∑
j=1

n2∑
l=1

βjk
′
j

(
y(l),y

)
(7)

式 (7)の第一項は，SVRの定義式である．αi (i = 1, 2, ..., n)
は SVRの回帰パラメタであり，k(x(i),x)はカーネル
関数である．xは説明変数であり，推定日の前 d営業
日の終値を用いる．なお，通貨レートや NYダウなど
の数値情報も株価予測に有効であると考えられる．し

かし，本研究の主目的は，株価予測におけるニュース
記事の有効性を提案モデルにおいて実証することであ
るため，簡単化のため本研究では用いない．式 (7)の第
二項はMKL（Multiple Kernel Learning）[Gönen 11]
による回帰式である．y = (y1, y2, . . . , ym) は，株価動
向を推定する日の前日のWebニュース記事から生成し
た特徴ベクトルである．
続いて，モデルの学習と評価において，株価データ

とニュースデータをどのように利用するかを架空の株
価時系列を使って図 3に示す．まず，図の左側の期間
t0 における株価データを訓練データとして，回帰モデ
ル fnumを学習する．続いて，学習されたモデル fnum

を利用して，中央の期間 t1の株価を予測する．この予
測結果と t1における実際の株価との残差（residue）を
数値情報外の社会的イベントによる影響と捉え，残差
を非説明変数，この期間のWebニュース記事から得ら
れた特徴量を説明変数として，回帰モデル fnews を学
習する．最後に，このように学習された二つのモデル
fnum, fnewsの和によって，期間 t1の株価を予測する．
期間 t0については株価データだけ，期間 t1（と期間 t2）
については，株価データとニュースデータの両方が必
要になる．

3.3 株価データからの回帰

期間 t0の株価データを用いて，式 (7)の第一項のモ
デル fnumを学習する．これは，式 (8)における通常の
SVRの回帰パラメータ αiを学習することに相当する．
なお，この時点ではテキスト情報は一切用いない．

fnum(xt0) =
n∑

i=1

αik(x(i)
t0 ,xt0) (8)

ここで，xt0 は説明変数であり，期間 t0 内の d日分の
株価終値の系列（ベクトル）である．式 (8)のパラメ
タ αiは，式 (9)で表す ϵ不感応損失関数から導かれる
経験的リスクを最小化することで求めることができる
[Drucker 96]．

Lϵ(z, fnum(xto)) ={
0 if |z − fnum(xto)| ≤ ϵ

|z − fnum(xto)| − ϵ otherwise

(9)

3.4 Webニュース記事による推定誤差回帰

次に，推定した SVRの推定誤差をテキスト情報を用
いてMKL [Gönen 11] で回帰する．MKLは，サポー
トベクトル回帰などのカーネルを用いた機械学習手法
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図 2: 提案モデルの概念図

図 3: 二種類の訓練データとテストデータに分割された株価時系列データ

において，複数のカーネルの線形結合によって得られ
るカーネル関数を用いた手法であり，それぞれのカー
ネルの最適な重みを学習する．結合カーネルは以下の
式で表される．

K(x, x′) =
K∑

j=1

n∑
l=1

βjkj

(
x(l), x′

)
(10)

K 個のカーネルのうち，j 番目のカーネル kj の重みが
βj(≥ 0)であり，その総和

∑K
j=1 βj は 1である．本研

究では，銘柄に関するニュース，銘柄と同じ業種に関
するニュース，トップニュースの 3つの種類のニュー
スを組み合わせてニュースによる誤差回帰を行う．し
たがって，それぞれの種類のニュースに対してカーネ
ルの最適な重みを学習する．

4 Webニュース記事の取得とデータ
表現

4.1 Webニュース記事

本研究で用いたテキスト情報は，日経平均に採用され
ている銘柄に関するWebニュース記事である．これら
のWebニュース記事は，Googleアラート1に銘柄の正

1http://www.google.co.jp/alerts

図 4: パナソニックに関して取得したニュース記事の例．

式名称を設定し，この名称を内容に含むニュースをRSS
フィードで受信することで取得した．また，政治や国債
情勢等，企業とは直接関係ない世間一般の情報も株価
に影響を与えると考えられるため，毎日のトップニュー
スも取得した．トップニュースは，Googleニュース2

の RSSフィードから取得した．取得したWebニュー
ス記事の内容は，RSSフィードに含まれる各ニュース
の見出しと要約のみである．図 4に，パナソニックに
関して取得したWebニュース記事の例を示す．

4.2 データ表現

取得したWebニュース記事から特徴を抽出するため，
形態素解析器 Senによって単語の同定，基本形への変
換を行った．そして，文章の意味をよく表す内容語と
して，名詞・動詞・形容詞を抽出した．

2http://news.google.co.jp/
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次に，抽出した単語集合にTFIDF [Sparck Jones 72]
を適用し，各ニュース記事を表現する単語ベクトルを
生成した．TFIDFは，情報検索や文書分類で一般的に
利用される単語の重み付け法であり，局所的に頻出す
る語により大きな重みを与える．本研究では，実験に
用いるニュース記事の集合として以下の 3カテゴリを
利用し，それぞれについて TFIDFを計算した．

• 推定対象の銘柄に関するニュース（以下，銘柄
ニュース）

• 各業界に関するニュース（以下，業界ニュース）

• トップニュース

ここでいう業界とは，日経平均 225において分類され
た業種のことであり，全 35業種ある3．上述のそれぞ
れのカテゴリでTFIDFを計算することによって，各カ
テゴリに適した語の重みを算出することができる．な
お，テキストデータからの特徴量の抽出（生成）には，
主成分分析や Latent Dirichlet Allocation [Blei 03]な
どの方法も考えられる．しかしながら，予備実験にお
いてこれらの手法は予測性能向上につながらなかった
ため，本研究では利用しない．

4.3 欠損データ

ある特定の銘柄（たとえばパナソニック）のニュー
スは，毎日報道されるわけではない．もし，推定対象
銘柄のWebニュース記事が存在しない場合，特徴量 y
が取得出来ず，提案モデルによって株価の推定を行う
ことはできない．このような欠損データを補間する方
法として，すべての特徴量をゼロとしたデータを用い
る方法，推定対象日の前日のWebニュース記事から抽
出した特徴量を流用する方法（前日もニュースが存在
しなければ，ニュース記事が存在する日までさかのぼ
る．），過去のニュースデータから抽出された特徴量の
平均値を利用する方法などが考えられる．予備実験で
は，推定対象日の前日のWebニュース記事から抽出し
た特徴量を流用する方法が最も優れていたため，本研
究では，この方法を利用する．
なお，期間 t1（3参照）の学習時には，存在するニュー

ス記事の影響を適切に学習するために，ニュースデー
タが存在している場合だけを学習に用いる．テスト時
には，全ての日付について推定を行う必要があるので，
それぞれの方法で補間したニュースデータを用いて株
価動向推定を行う．

3http://www.nikkei.co.jp/nkave/index.html

5 評価実験

5.1 実験設定

推定対象の銘柄は，日経平均に採用されている 225
銘柄のうち，後述する方法で選択した 3銘柄である．こ
れら 3銘柄の過去の株価は，インターネット上で公開
されている各銘柄の日足データを利用した4,5 ．Web
ニュース記事は，Googleアラートにおいて，各銘柄の
正式名称で登録して RSSにて配信されたニュースと，
GoogleニュースのRSSにて配信されたトップニュース
を利用した．取得した記事数は，銘柄に関連するニュー
ス記事が 40,859件，トップニュースが 6,346件で，合
計 47,205件である．
また，実験に使用するデータは，株価時系列回帰の

訓練のためのデータ，Webニュース記事による推定誤
差回帰の訓練のためのデータ，評価テストのためのデー
タの 3つに分割した．株価時系列回帰の訓練に使用す
る株価データは，2009年 8月 10日から 2011年 4月
26日までのデータであり，Webニュース記事による推
定誤差回帰に利用する株価データとニュースデータは，
2011年 4月 27日から 2011年 8月 24日までのデータ
である．評価テストにて利用する株価データとニュー
スデータは，2011年 8月 25日から 2011年 10月 27日
のデータである．また，テストデータにおけるニュー
スデータは欠損データを 4.3節で述べた方法により補
完して用いた．
株価時系列回帰の訓練時には，SVR のパラメータ

は，10分割交差検定により決定し，Webニュース記事
による推定誤差回帰時に用いるパラメータは実験的に
C = 1.0 とした．
実験結果の評価には，二乗平均平方根誤差比率（Root

Mean Square Error Rate; RMSER）と株価動向適合率
（Up Down Correct Rate; UDCR）を用いた．RMSER
は，各銘柄における各日の推定誤差を二乗してから平
均し，平方根をとった値が，その銘柄の平均株価の何
%になるかを示す値である．また，実験結果の表に示す
RMSERの値は，銘柄で求めたRMSERの平均値であ
る．実験評価に RMSERを利用する理由は，株価の桁
が銘柄によって大きく異なるためである．例えば，2012
年 1月 23日において，ソニーの終値は 1,422円であっ
たが，KDDIの終値は 482,500円であった．このよう
に株価の桁が違うほど異なると，各銘柄に対する推定
誤差が比較できない上，平均誤差を算出することがで
きない．そこで，平均株価に対する誤差比率を見るこ
とで，各銘柄における推定誤差の比較や手法の有効性
の検証を行う．UDCRは，株価推定日の前日から株価
推定日当日の実際の株価の上がり下がりと，提案手法

4http://www.mujinzou.jp/
5http://homepage1.nifty.com/hdatelier/data.htm
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表 1: 比較実験の結果．

手法 RMSER UDCR
SVR 2.148 0.786

単一カーネル 3.245 0.794
MKL（B+C+T） 2.190 0.794
MKL（B+C） 2.176 0.794
MKL（B+T） 2.178 0.786
MKL（C+T） 2.210 0.786

での上がり下がりの一致率を表すため，前日の株価か
ら上昇するか下落するかの動向を推定する精度を測る
ことができる．

6 評価実験

実験は，ニュースの種類別にまとめたニュースデー
タを用いて，以下に述べるそれぞれの方法での株価動
向推定への有効性を検証した．本研究は，ニュース記
事を用いて推定誤差を補正することを目的としている
ため，221銘柄の中でも特にコンスタントにニュース
記事が発信されている銘柄に絞って行った．1日あた
りの平均ニュース数が 10記事を超える上位 3銘柄に関
して評価を行う．まず，TF-IDFをニュース記事の特徴
としたデータを用いてMKLの枠組みで実験を行った．
次に，ニュース情報を用いた誤差補正の有効性を確認
するため，SVRにより数値情報のみから株価の動向推
定を行った．最後に，MKLの有効性を確認するため，
銘柄ニュース，業界ニュース，トップニュースのそれ
ぞれから抽出した単語を別の単語として区別し，一つ
のニュースデータとして扱うことで，一般的な SVRを
用いて複数のニュースを組み合わせる手法で株価の動
向推定実験を行った．
各実験の結果を RMSERと UDCRを用いて比較し，

Webニュース記事による推定誤差回帰によって，SVR
単独で回帰を行うよりも的確な株価動向推定が可能で
あるかを検証した．また，MKLを用いることで，異な
る別のニュースソースからなるカーネルの重みを自動
的に最適化する手法の有効性を確認した．

6.1 TF-IDFを用いた提案手法の推定誤差
比率比較

実験で用いるニュースデータは，ニュース記事中に
出現する単語の TF-IDFをニュース記事の特徴とした
データである．表 1 に，実験結果を示す．

表 1 中のMethod列の「SVR」は数値情報のみから
株価を予測する手法，「単一カーネル」は銘柄ニュース，
業界ニュース，トップニュースのそれぞれから抽出した
単語を別の単語として区別し，一つのニュースデータ
として扱うことで，単一の SVRを用いて複数のニュー
スを組み合わせる方法，「MKL」はMKLを用いて複数
のニュースを組み合わせる方法である．ここで，Bは
銘柄ニュース，Cは業界ニュース，Tはトップニュー
スを表す．
表 1 から，RMSERの指標で SVRと他の手法を比

較すると，SVRのエラー率が低く，テキスト情報の利
用が必ずしも有効に働いていないことが分かる．一方，
UDCRで比較すると，単一カーネルとMKL（B+C+T），
MKL（B+C）の精度の方が SVRよりもわずかながら
高い．MKL（B+T），MKL（C+T）では性能向上は見
られなかったことから，銘柄ニュースとカテゴリニュー
スの組み合わせが特に重要であることが示唆される．

6.2 事例分析

ここでは，SVRによる回帰の誤差をニュースデータ
を用いて補正に成功した事例を紹介する．図 5にKDDI
株式会社の 2011年 9月 8日から 2011年 10月 4日ま
での株価と，SVRによる予測株価，MKL（B+C+T）
による予測株価の予測補正結果を示す．2011年 9月 21
日は，台風 9号の影響を受け，KDDIの au携帯電話の
サービスに障害が発生したことがニュースにて報じら
れた．この結果，実際のKDDI株価は 2011年 9月 21
日を境に急落していることが分かる．この例からも分
かるように，投資家はニュースの情報も投資動向の判断
材料にしていることが分かる．ここで注目したいのが，
MKL（B+C+T）による株価の推定誤差補正の結果で
ある．2011年 9月 22日には実際の株価が下がってい
るにも関わらず，数値情報のみから回帰を行なってい
る SVRでは，株価急落が予測できていない．しかし，
MKL（B+C+T）に注目すると，回帰結果をニュース
情報を元にして SVRでの回帰結果を下方に補正した結
果，KDDI株が急落することを予測できている．この
ことより，ニュース情報を元にした社会的イベントに
よる株価補正がうまく機能していることが分かる．
さらに，図 6 にソフトバンク株式会社の 2011 年 9

月 8日から 2011年 10月 4日までの株価と，SVRによ
る予測株価，MKL（B+C+T）による予測株価の予測
補正結果を示す．2011年 9月 16日付近を境に株価が
急落していることが分かる．2011年 9月 16日に日本
経済新聞が，KDDI株式会社が米 Apple社のスマート
フォンである iPhoneを扱うという一報を報じた．それ
まで iPhoneはソフトバンク株式会社が独占して販売
していた製品であるため，この報道はソフトバンク株
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図 5: KDDIの株価予測.
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図 6: ソフトバンクの株価予測.

式会社にとってマイナスの要因と受け取られたものと
考えられる．ここで SVRの動きを見てみると，実際の
株価が下落しているにも関わらず，SVRは株価の上昇
を予測している．しかし，MKL（B+C+T）による補
正により，最終的な予測は株価が下落すると正しく推
定ができた．ここで特に重要なことは，KDDI株式会
社が iPhoneを扱うという報道はソフトバンク株式会
社に関する報道ではない．しかし，KDDI株式会社と
ソフトバンク株式会社は同じ業界に属しており，MKL
（B+C+T）の業界ニュース，トップニュースの情報よ
り株価の動向を推定することができた．

7 まとめ

本論文では，Web上のニュース記事を利用し社会的
イベントを考慮した株価動向の推定誤差の補正手法を
提案した．本手法では，過去の株価を学習した回帰式

から得た推定株価の誤差を社会的イベントによるもの
であると仮定し，Webニュース記事から得られる特徴
量を用いてその誤差を回帰することで，より正確な株
価動向の推定を試みた．
評価実験では，本論文で提案したニュース記事に表

出する社会的イベントを考慮した株価予測補正の手法
を用いて，2011年 8月 25日から 2011年 10月 27日の
株価推定を行った．その結果，株価動向適合率にわず
かながら改善が見られた．また，銘柄に関するニュー
ス，業種に関するニュース，トップニュースの 3種類
の異種ニュースを組み合わせる手法としてMKLを導
入し，単純な SVRを用いて異種ニュースから学習をす
る場合と比較し，推定誤差比率が改善することを確認
した．
一方，現在用いているモデルでは，株価情報から学

習した SVRモデルが古いまま使用されるため，さらに
未来の予測を行う場合，SVRのモデルが必ずしもその
時点で適切なモデルであるとは限らないという問題が
ある．従って，常に最新の株価データ，ニュースデータ
からモデルを学習できるようにするため，SVRの学習
期間，またニュースデータの学習期間を調整できるよ
うに枠組を見直す必要がある．
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