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Abstract: 本論文では，複利型強化学習において投資比率を最適化する方法について検討する．これま
でに提案した方法ではオンライン勾配法を用いて投資比率を最適化するが，強化学習によって有効な行
動規則を学習できない場合には投資比率が 0に収束してしまう場合がある．そこで，本論文では，複利
型共学習における投資比率の最適化方法について検討し，新たな方法を提案する．

1 はじめに
複利型強化学習 [6]は，通常の強化学習 [3]と同様に，

試行錯誤を通じて行動規則を学習する枠組みである．通
常の強化学習が将来にわたって得られる報酬の和を最
大化するのに対し，複利型強化学習では将来にわたって
得られる利益率の複利効果を最大化する．これまでに，
複利型強化学習の基本的な枠組みと従来の Q 学習を拡
張した複利型 Q 学習のアルゴリズムが提案され，国債
銘柄選択問題や国債取引問題での有効性が示されてい
る [2, 7]．
複利型強化学習では，エージェントが自分の資産のう

ちのどれだけを投資するかを表す投資比率パラメーター
f が導入されている．このパラメーターは複利効果に大
きく影響し，この値によって複利効果が最大となる行動
が異なる場合がある．
投資比率 f に関しては，リターンの確率分布が既知で

あるなら，複利リターンを最大化する投資比率を解析的
に求められることが明らかとなっている [1]．この既知
のリターン分布の下で複利リターンを最大化する投資比
率は，ケリー基準と呼ばれる．しかしながら，一般的に
は，投資に対するリターンの確率分布は未知であり，真
のケリー基準を事前に求めることはできない．
投資比率に関しては，Vinceが，optimal f と呼ばれ

る過去のリターンから良い投資比率を推定する手法が
提案している [4]．optimal f は，リターンの確率分布
が未知の場合でも良い投資比率を得ることができるが，
optimal f によって得られる投資比率はケリー基準と同
じではなく [5]，複利リターンを最大化することができ
ない．
我々は，これまでに，オンライン勾配法を用いて投資
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比率 f を最適化し，複利型強化学習における複利効果を
最大化する方法を提案した [8, 9]．ところが，オンライ
ン勾配法を用いて投資比率を最適化すると，複利型強化
学習によって適切な行動規則を学習できないときに投資
比率が 0に収束してしまうことがある．
そこで，本論文では，複利型共学習における投資比率
の最適化方法について検討し，新たな方法を提案する．

2 複利型強化学習と投資比率の最
適化

複利型強化学習は，割引複利リターン

(1 + Rt+1 f )(1 + Rt+2 f )γ(1 + Rt+3 f )γ2
. . .

=
∞

∏
k=0

(1 + Rt+k+1 f )γk

の期待値を最大化するような行動規則を学習する．ここ
で，Rt は時刻 tに観測されたリターン，γは割引率パラ
メーター， f は投資比率パラメーターを表す．割引複利
リターンは，対数を取ることで，従来の強化学習と同じ
ように再帰的な形で表すことができる．すなわち，行動
規則 π の下での状態 sの価値 Vπ(s)と行動規則 π の下
での状態 s における行動 a の価値 Qπ(s, a) は次のよう
に表される．

Vπ(s) =Eπ

[
log

∞

∏
k=0

(1 + Rt+k+1 f )γk

∣∣∣∣∣ st = s

]
(1)

Qπ(s, a) =Eπ

[
log

∞

∏
k=0

(1 + Rt+k+1 f )γk

∣∣∣∣∣ st = s, at = a

]
(2)

ここで，π(s, a) は行動規則 π の下で状態 s において行
動 a が選択される確率（行動選択確率），P a

ss′ は状態 s
において行動 a を行ったときに次の状態が s′ になる確
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率（状態遷移確率），Ra
ss′ は状態 sにおいて行動 aを行っ

て次の状態が s′ になったときに得られるリターンの期
待値を表す．複利型強化学習では，すべての s, aに対し
てこの Qπ(s, a) を最大化するような行動規則 π を学習
する．
複利型 Q学習は，従来の Q学習の報酬 rt+1 を投資比

率 f のときのグロス・リターンの対数 log(1 + Rt+1 f )
に置き換えたものである．ただし，投資比率は，状態行
動対ごとに投資比率を使い分ける場合と，すべての状態
行動対に対して共通の投資比率を使う場合がある．状態
行動対ごとに投資比率を使い分ける場合，時刻 tの状態
st において行動 at を実行し，次の時刻 t + 1にリターン
Rt+1 を受け取ると，状態行動対 st, at に対する Q 値を
次のように更新する．

Qt+1(st, at) = Qt(st, at) + α∆t (3)
∆t = log(1 + Rt+1 f (st, at)) +

γ max
a∈A

Qt(st+1, a)−Qt(st, at) (4)

ここで，αはステップ・サイズ，γは割引率， f (s, a)は
状態行動対 s, aに対する投資比率を表す．
状態行動対ごとに異なる投資比率を使い分け，オンラ

イン勾配法を用いて投資比率を最適化する場合は，強化
学習の各ステップ tにおいて投資比率 f を次のように更
新する．

ft+1(st, at) = ft(st, at) + η
Rt+1

1 + Rt+1 ft(st, at)
(5)

ここで，η はオンライン勾配法の学習率を表す．

3 投資比率ゼロ収束問題とその対策
オンライン勾配法では，エージェントの行動履歴に基

づいて，複利効果を最大化する投資比率 f を求める．し
かしながら，エージェントの行動が不適切な場合には，
正の複利効果を得ることができず，学習の途中で投資比
率が 0となることがある．
投資比率が 0になると，どのようなリターンが発生し

てもグロス・リターンの対数が常に log(1 + Rt+1 f ) =
log 1 になる．このようなとき，どのような行動をとっ
てもフィードバックとして得られるグロス・リターンの
対数が同じであるため，複利型強化学習で適切な行動規
則を学習することができなくなってしまう．その後，強
化学習の探査行動によって偶然高いリターンが連続して
得られ，その結果として，オンライン勾配法によって投
資比率が増加する可能性もあるが，適切な行動規則を学
習できていないため，ほとんどの場合は再び投資比率は

0に収束してしまう．この問題を本論文では投資比率最
適化におけるゼロ収束問題と呼ぶ．
そこで本論文では，投資比率最適化におけるゼロ収束
問題を解決するために，投資比率がゼロになった場合に
学習をリセットする仕組みを導入することを提案する．
すなわち，状態行動対 s, a に対する投資比率 f (s, a) を
更新し， f (s, a) ≤ 0 になった場合には，状態 s におけ
る全ての状態行動対 s, a′ について投資比率 f (s, a′) と
行動価値 Q(s, a′) を初期化する．このアルゴリズムを
Algorithm 1に示す．
投資比率 f の更新式はオンライン勾配法と同じである
が， f (s, a) = 0となったとき，sにおける投資比率 f と
行動価値 Qを初期化する．

4 実験
4.1 ブラックジャック問題

カジノ・ゲームの一つであるブラックジャック問題を
用いて実験を行った．ブラックジャックは，プレイヤー
とディーラーがトランプのカードを用いた 1対 1の勝負
を行う．21 点を越えない範囲で相手よりも大きい得点
を獲得すると勝ちとなる．絵札（J, Q, K）は 10 点と数
える．Aは 11点と数えるが，11点と数えたときに得点
が 21点を超える場合には 1点とする．
プレイヤーには 2 枚のカードが表向きに配られ，デ
ィーラーには 2 枚のカードが 1 枚が表向き，もう 1 枚
が裏向きに配られる．プレイヤーは，もう一枚のカード
を引く（ヒット）か，それ以上のカードを引かずに勝負
をする（スタンド）かを選択する．プレイヤーは 21 点
を超えない範囲では何度でもヒットを選択できるが，21
点を超えた時点でプレイヤーの負けとなる．ディーラー
は 17点未満では自動的にヒットを選択し，17点以上で
は自動的にスタンドを選択する．

21 点の状態をブラックジャックと呼ぶ．最初に配ら
れた 2 枚のカードで 21 点の状態をナチュラル 21 と呼
ぶ．プレイヤーが勝つとベットした金額の 2倍の払い戻
しを受ける．すなわち，このときのリターンは 1である．
ただし，プレイヤーがナチュラル 21 で勝つとベットし
た金額の 2.5倍の払い戻しを受け，このときのリターン
は 1.5である．プレイヤーが負けるとベットした金額は
すべて没収され，このときのリターンは −1である．
プレイヤーは，カードが配られる前に，次のゲームに
ベットする金額を決めなければならない．また，ゲーム
中にベット金額を変更することはできない．したがっ
て，この問題では，全ての状態行動対において同じ投資
比率が用いられる．
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Algorithm 1提案アルゴリズム
入力: 割引率 γ,ステップ・サイズ α,投資比率 f ,投資比率学習率 η

Q(s, a)を任意に初期化
f (s, a)を 0 ≤ f (s, a) < 1の範囲で任意に初期化
loop (各エピソードに対して繰り返し)

sを初期化
repeat (エピソードの各ステップに対して繰り返し)

Qから導かれる行動規則（行動選択確率）に従って sでの行動 aを選択
行動 aを実行し，リターン Rと次の状態 s′ を観測
f (s, a)← f (s, a) + η R

1+R f (s,a)
Q(s, a)← Q(s, a) + α (log(1 + R f (s, a)) + γ maxa′ Q(s′, a′)−Q(s, a))
if f (s, a) ≤ 0 then

for all a′ do
Q(s, a′)を任意に初期化
f (s, a′)を 0 ≤ f (s, a′) < 1の範囲で任意に初期化

end for
end if
s← s′

until sが終端状態ならば繰り返しを終了
end loop

通常のカジノでは，6 デッキ*1以上のカードを使って
ゲームが行われるが，簡単化のため，ここではデッキ数
を無限大とした．すなわち，カードのマークは無視して
それぞれのカードが 1/13の確率で出現する．
図 1 に，ブラックジャック問題におけるゲーム進行

の例を示す．最初にプレイヤーに配られた 2 枚のカー
ドによる得点は 9，ディーラーには 9ともう一枚のカー
ドが配られている．プレイヤーがヒットを選択したとこ
ろ，10のカードが配られた．プレイヤーの得点は 19点
となり，ここでプレイヤーはスタンドを選択した．その
後，ディーラーが裏向きのカードを開いたところ，この
カードは 6 だった．このときのディーラーの得点は 15
点で 17 点未満であるため，ディーラーは自動的にヒッ
トし，5のカードが配られた．これによってディーラー
の得点が 20点となり，17点以上になったため，ディー
ラーは自動的にスタンドした．最終的に，19点対 20点
でプレイヤーの負けとなり，このゲームのリターンは
−1だった．

4.2 実験方法

この問題を用いて，従来のオンライン勾配法を用いて
投資比率を最適化する複利型 Q 学習と提案手法である

*1 1デッキは 1組 52枚．

再初期化付きオンライン勾配法を用いて投資比率を最適
化する複利型 Q学習を比較した．割引率 γは 0.9とし，
投資比率の初期値は f = 0.5とした．提案手法において
投資比率を再び初期化する場合も， f = 0.5とした．ス
テップ・サイズは α = 0.01，オンライン勾配法におけ
る学習率は η = 0.001 とした．学習時の行動選択には
ε = 0.1の ε-グリーディ選択を用いた．
強化学習は，108 ステップの学習をランダム・シード
を変えて 100回行い，最も価値が高いと学習した行動を
選択し続けた場合の幾何平均リターンを求めた．幾何平
均リターンは複利効果を評価するための指標である．n
期のリターンが R1, R2, . . . , Rn のときの幾何平均リター
ンは

G =

(
n

∏
i=1

(1 + Ri)

) 1
n

− 1 (6)

と表される．たとえば，幾何平均リターンが 0.05 のと
き，毎期 0.05のリターンによって，資産が 5%ずつ増え
ることが期待できる．

4.3 結果

まずはじめに，オンライン勾配法を用いたとき（従来
手法）と提案手法を用いたときの投資比率 f の推移を
図 2, 3 に示す． オンライン勾配法を用いた従来手法に
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図 1 ブラックジャック問題におけるゲームの例
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図 2 オンライン勾配法（従来手法）による投資比率
最適化を行ったときの投資比率 f の推移

 0

 0.1

 0.2

 0.3

 0.4

 0.5

 0.6

100 101 102 103 104 105 106 107 108

Be
t f

ra
ct

io
ns

Number of steps

図 3 提案手法による投資比率最適化を行ったときの
投資比率 f の推移

よって投資比率を最適化したときは，約半数のランダ
ム・シードにおいて投資比率が 0 に収束してしまった．
これに対し，提案手法によって投資比率を最適化したと
きは，投資比率が 0に収束することはなかった．グラフ
から，投資比率がリセットされているケースが 103 ス
テップから 105 ステップの間に存在することがわかる．
次に，オンライン勾配法を用いたとき（従来手法）と

提案手法を用いたときの幾何平均リターンの推移を図 4,
5に示す．従来手法を用いた場合は，約半数のケースに
おいて投資比率が 0に収束したことによって幾何平均リ
ターンも 0に収束した．提案手法を用いた場合は，投資
比率が 0 になって Q 値がリセットされたときに一旦幾
何平均リターンが悪くなるが，その後，正の幾何平均リ
ターンに収束した．

図 4 オンライン勾配法による投資比率最適化を行っ
たときの幾何平均リターンの推移
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図 5 提案手法による投資比率最適化を行ったときの
幾何平均リターンの推移

100回ずつランダム・シードを変えて行った実験の幾
何平均リターンの平均を図 6に示す．従来手法は約半数
のランダム・シードにおいて幾何平均リターンが 0に収
束してしまっているため，従来手法における幾何平均リ
ターンの平均は提案手法に比べて約半分となった．

5 まとめ
本論文では，複利型強化学習において，投資比率をオ
ンライン勾配法を用いて最適化すると投資比率が 0に収
束してしまうことがある問題（投資比率ゼロ収束問題）
に対し，学習を初期化することによってこれを解決する
方法を提案した．実際に，提案手法をブラックジャック
問題に適用し，提案手法が有効に働くことを確認した．
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図 6 幾何平均リターンの平均

提案手法を用いることによって，適切な行動が学習で
きないために投資比率が 0に収束してしまう問題を回避
することはできる．しかしながら，適切な行動が存在せ
ず投資比率を 0 とすることが最適なタスクにおいても，
投資比率が 0になると学習が初期化されてしまい，学習
が収束しない．したがって，今後，投資比率を 0とする
ことが最適な場合には投資比率が 0に収束する手法を考
案する必要がある．
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