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Abstract: 本論文では，複利型強化学習において，オンライン勾配法を用いて投資比率を最適化する
方法を提案する．従来の複利型強化学習では，投資比率を固定としていたため，投資比率をどのように
決めるかが問題となっていた．提案手法では，投資比率をオンライン勾配法によって最適化することに
よって，この問題を解決する．また，オンライン勾配法による投資比率最適化付き Q学習を 3本腕バ
ンディット問題に適用し，投資比率固定の複利型 Q学習および Q学習と比較し，その有効性を示す．

1 はじめに
複利型強化学習は，エージェントが獲得するリターン

に基づく複利リターンを将来にわたって最大化する行動
規則を試行錯誤を通じて学習する枠組みである．これま
でに，複利型強化学習の基本的な枠組みと従来の Q 学
習を拡張した複利型 Q学習のアルゴリズムが提案され，
国債銘柄選択問題や国債取引問題での有効性が示されて
いる [3, 8, 9]．
複利型強化学習では，エージェントが自分の資産のう

ちのどれだけを投資するかを表す投資比率パラメーター
f が導入されている．このパラメーターは，複利リター
ンに大きく影響し，この値によって複利リターンが最大
となる行動が異なることがある．
投資比率 f に関しては，リターンの確率分布が既知で

あるなら，複利リターンを最大化する投資比率を解析的
に求められることが明らかとなっている [2]．この既知
のリターン分布の下で複利リターンを最大化する投資比
率は，ケリー基準と呼ばれる．しかしながら，一般的に
は，投資に対するリターンの確率分布は未知であり，真
のケリー基準を事前に求めることはできない．
これまでに，optimal f と呼ばれる過去のリターンか

ら良い投資比率を推定する手法が提案されている [4]．
optimal f は，リターンの確率分布が未知の場合でも，良
い投資比率を得ることができる．しかしながら，optimal
f によって得られる投資比率はケリー基準と同じではな
く [5]，複利リターンを最大化するのにもちることがで
きない．
そこで，本論文では，オンライン勾配法を用いて投資

比率 f を最適化し，複利リターンを最大化する行動規則
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を複利型強化学習を用いて学習する方法を提案する．ま
た，提案手法を 3本腕バンディット問題に適用し，その
有効性を確認する．

2 複利型強化学習
複利型強化学習は，割引複利リターン

(1 + Rt+1 f )(1 + Rt+2 f )γ(1 + Rt+3 f )γ2
. . .

=
∞

∏
k=0

(1 + Rt+k+1 f )γk

の期待値を最大化するような行動規則を学習する．ここ
で，Rt は時刻 tに観測されたリターン，γは割引率パラ
メーター， f は投資比率パラメーターを表す．割引複利
リターンは，対数を取ることで，従来の強化学習と同じ
ように再帰的な形で表すことができる．すなわち，行動
規則 π の下での状態 sの価値 Vπ(s)と行動規則 π の下
での状態 s における行動 a の価値 Qπ(s, a) は次のよう
に表される．

Vπ(s) =Eπ

[
log

∞

∏
k=0

(1 + Rt+k+1 f )γk

∣∣∣∣∣ st = s

]
(1)

Qπ(s, a) =Eπ

[
log

∞

∏
k=0

(1 + Rt+k+1 f )γk

∣∣∣∣∣ st = s, at = a

]
(2)

ここで，π(s, a) は行動規則 π の下で状態 s において行
動 a が選択される確率（行動選択確率），P a

ss′ は状態 s
において行動 a を行ったときに次の状態が s′ になる確
率（状態遷移確率），Ra

ss′ は状態 sにおいて行動 aを行っ
て次の状態が s′ になったときに得られるリターンの期
待値を表す．複利型強化学習では，すべての s, aに対し
てこの Qπ(s, a) を最大化するような行動規則 π を学習
する．

人工知能学会研究会資料 
SIG-FIN-008-07

42



複利型 Q学習は，従来の Q学習の報酬 rt+1 を投資比
率 f のときのグロス・リターンの対数 log(1 + Rt+1 f )
に置き換えたものである．時刻 t の状態 st において行
動 at を実行し，次の時刻 t + 1にリターン Rt+1 を受け
取ると，状態行動対 st, at に対する Q値を次のように更
新する．

Qt+1(st, at) = Qt(st, at) + α

(
log(1 + Rt+1 f )+

γ max
a∈A

Qt(st+1, a)−Qt(st, at)
)

(3)

ここで，α はステップ・サイズ，γ は割引率， f は投資
比率を表す．

3 オンライン勾配法による投資比率
の最適化

リターン Rt+1 を受け取ったとき，時刻 t + 1 までの
複利リターンは次のように計算される．

Gt+1 =
t+1

∏
k=1

(1 + Rk f ) (4)

これは， f をパラメーターとする関数と見ることができ
る．そこで，複利リターン Gt+1 を最大化するような投
資比率 f を求める．
まず，式 (4)の両辺の対数を取ると次のようになる．

log Gt+1 =
t+1

∑
k=1

log(1 + Rk f ) (5)

この両辺を f で偏微分する．

∂

∂ f
log Gt+1 =

t+1

∑
k=1

∂

∂ f
log (1 + Rk f ) (6)

=
t+1

∑
k=1

Rk
1 + Rk f

(7)

目的関数 log Gt+1 は上に凸な関数であるから，この値
が 0となる f が Gt+1 を最大化する f である．
このとき，最急降下法を用いることによって，Gt+1 を

最大化する f を求めることができる．

fn+1 = fn + η
t+1

∑
k=1

Rk
1 + Rk fn

(8)

ここで，η は学習率と呼ばれるパラメーターである．た
だし，強化学習の各ステップごとにこれを求めるには，
過去のリターン R1, . . . , Rt+1 を全て記憶しておかなけ
ればならない．

図 1 バンディット問題

そこで，本論文では，最急降下法の替わりにオンライ
ン勾配法を用いることを提案する．すなわち，強化学習
の各ステップ tにおいて f を次のように更新する．

ft+1 = ft + η
Rt+1

1 + Rt+1 ft
(9)

オンライン勾配法では， f の更新に Rt+1 しか使用しな
いので，過去のリターンを記憶しておく必要がない．
実際には，Gt+1 を最大化する f の計算は状態行動対
ごとに行うため，次のように更新する．

ft+1(st, at) = ft(st, at) + η
Rt+1

1 + Rt+1 ft(st, at)
(10)

オンライン勾配法による投資比率最適化付き複利型 Q
学習のアルゴリズムを Algorithm 1に示す．

4 実験
4.1 実験方法

図 1 に示す 3 本腕バンディット問題を用いて実験を
行った．このマシーンには 3つのホイールがあり，それ
ぞれのホイールを回すための腕が 3 本ついている．ホ
イールに表示されているのは，賭け金 $1 あたりの払い
戻し金の額である．ホイールの下には，賭け金 $1 あた
りの払い戻し金の算術平均，標準偏差，幾何平均が示さ
れている．
ホイール A は幾何平均リターンが最も大きく，算術
平均リターンがホイール B と等しい．ホイール B はリ
ターンの分散が最も小さく，算術平均リターンがホイー
ル Aと等しい．ホイール Cは算術平均リターンが最も
大きいが，幾何平均リターンは最も小さく，リターンの
分散が最も大きい．
各ホイールにおける投資比率に対する幾何平均リター
ンを図 2 に示す．幾何平均リターンが最大となるのは，
ホイール Aは f ≈ 0.69のとき，ホイール Bは f = 0.5
のとき，ホイール Cは f ≈ 0.22のときである．
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Algorithm 1オンライン勾配法による投資比率最適化付き複利型 Q学習アルゴリズム
入力: 割引率 γ,ステップ・サイズ α,投資比率 f ,投資比率学習率 η

Q(s, a)を任意に初期化
f (s, a)を 0 ≤ f (s, a) < 1の範囲で任意に初期化
loop (各エピソードに対して繰り返し)

sを初期化
repeat (エピソードの各ステップに対して繰り返し)

Qから導かれる行動規則（行動選択確率）に従って sでの行動 aを選択
行動 aを実行し，リターン Rと次の状態 s′ を観測
f (s, a)← f (s, a) + η R

1+R f (s,a)
Q(s, a)← Q(s, a) + α (log(1 + R f (s, a)) + γ maxa′ Q(s′, a′)−Q(s, a))
s← s′

until sが終端状態ならば繰り返しを終了
end loop

図 2 バンディット問題の各ホイールおける投資比率
に対する幾何平均リターン

この問題を用いて，オンライン勾配法による投資比率
最適化付き複利型 Q学習（提案手法），固定投資比率の
複利型 Q学習 [3, 8, 9]，固定投資比率の Q学習 [6]を比
較した．
割引率 γ は 0.9 とした．投資比率を固定した従来の

Q 学習と複利型 Q 学習の投資比率 f は 1.0 とした．ス
テップ・サイズ αとオンライン勾配法における投資比率
学習率 η は共に 0.001 とした．学習時の行動選択には
ε = 0.2の ε-グリーディ選択を用いた．
強化学習は，109 ステップの学習をランダム・シード

を変えて 100回行い，最も価値が高いと学習した行動を
選択し続けた場合の幾何平均リターンを求めた．

4.2 結果

結果を図 3に示す．Comp. Q/OGAは提案手法，す
なわち，オンライン勾配法による投資比率最適化付きの
複利型Q学習，Comp. Qは投資比率固定の複利型Q学
習，Simple Qは投資比率固定の Q学習を表している．
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図 3 幾何平均リターンの推移

最終的な幾何平均リターンが最も高かったのは，提案
手法であるオンライン勾配法による投資比率最適化付き
複利型 Q学習であった．複利型 Q学習も同じ行動，す
なわち，ホイール Aを選択する行動規則を学習したが，
投資比率が f = 1で固定されているため，提案手法より
も幾何平均リターンがわずかに小さい．従来の Q 学習
は，算術平均リターンが最大となるホイール Cを選択す
る行動を学習し，幾何平均リターンは最低だった．
提案手法におけるオンライン勾配法による投資比率の
推移を図 4に示す．それぞれのホイールにおいて，ほぼ
最適な投資比率に収束していることがわかる．

5 考察
複利型強化学習は，複利リターンを最大化する行動規
則を学習することができたが，これまでは投資比率が固
定されていた．複利リターンの値は投資比率 f に依存し
ているため，この投資比率をどのように決めるかが複利
型強化学習における一つの問題となっていた．
本論文で提案したオンライン勾配法による投資比率最
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図 4 オンライン勾配法による投資比率最適化付き複
利型強化学習における投資比率の推移

適化付き複利型強化学習は，オンライン勾配法を用いて
幾何平均リターン，つまり複利リターンを最大化する投
資比率を学習することによって，複利型強化学習の問題
点を解決している．また，最急降下法の替わりにオンラ
イン勾配法を用いることによって，過去のリターンを全
て記憶する必要がなくなっている．
提案手法において投資比率を最適化するために用いら

れているオンライン勾配法は，複利型強化学習には全く
依存していない．オンライン勾配法においては，目的関
数が強凸である場合は，Regret解析 [1]によって最適解
へ収束することが明らかとなっている [7]．提案手法の
目的関数 log Gt+1 は， f で二階偏微分すると

∂2

∂2 f
log Gt+1 =

∂

∂ f

t+1

∑
k=1

Rk
1 + Rk f

(11)

=
t+1

∑
k=1

Rk
2

(1 + Rk f )2 > 0 (12)

であり，強凸である．したがって，提案手法では最適な
投資比率 f を学習することができる．

6 まとめ
本論文では，複利型強化学習において，投資比率 f を

オンライン勾配法を用いて最適化する手法を提案した．
また，提案手法に基づくオンライン勾配法による投資比
率最適化付き Q 学習を 3 本腕バンディット問題に適用
し，投資比率固定の複利型 Q学習および Q学習と比較
した．
実験の結果から，提案手法が最適な投資比率を獲得で

きることが確認された．また，投資比率を最適化するこ
とによって，提案手法は幾何平均リターンを最大化する
ことができた．
今後は，より実際的で複雑なタスクに提案手法を適用

し，提案手法が一般的に有効であることを確認したい．
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