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Abstract: Recently the arti�cial markets are attracting attention of many researchers. To

improve the reliability of the arti�cial market, it is required to show that the arti�cial market

reproduce the real market. In this paper, we propose a method to calculate similarity between

behaviors of the markets. In this method, we focus on the board data instead of the price data,

and perform time-series analysis. Our simulation shows the e�ectiveness of the proposed method.

In addition, we con�rm the market di�erence between before and after the global depression using

our method.

1 序論

近年，金融市場に対する分析の，新たなアプローチ
の 1つとして期待されているものに，人工市場研究が
ある．人工市場とは，コンピュータ上に作られた人工的
な市場のことである．人工市場研究は，人工市場での
シミュレーション結果を分析することにより，市場に発
生した現象のメカニズムを特定したり，市場における
新たな事実を発見することを目的としている．しかし，
人工市場研究には，シミュレーションと現実との関連
付けが十分になされていなければシミュレーション結
果を信頼することができないという問題がある [1]．こ
の問題に対して既存の人工市場研究では，実市場で発
生した環境を人工市場で再現することで，現実との関
連付けを行ってきた．その際，シミュレーション上で
起こった価格変動と実市場で起こった価格変動が類似
していることを，関連付けの根拠とした．しかし，今
日の株価のように異常な値動きを見せる市場を分析す
る上で，過去の株価変動を再現できたというだけでは，
人工市場が実市場と関連付けされている根拠としては
不十分である．そのため，人工市場研究の信頼性を高
めるために，人工市場と実市場とが十分に類似してい
ることを評価する必要がある．そこで本研究では，市
場の動きを観察し，複数の観測データ間の類似性を評
価する手法を提案する．
提案手法では，価格ではなく「板」を情報として使

用する．板とは，全トレーダーの注文を集計し，表に
したものである．板には，未約定の注文について，価
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格別に注文数の合計が表示される．
人工市場研究を行う際には，研究者が市場参加者の

構成を決定しなければならない．すなわち，市場参加
者の構成は，人工市場と実市場を関連付ける際に重要
な要素の 1つである．また，株式市場において注文と
は，資産や取引スタイルなど，トレーダーの持つ様々な
要素を反映して出されるものである．すなわち，注文
の集計を表示する板には，市場参加者の構成に関する
情報が含まれていると考えられる．したがって，人工
市場と実市場の類似性を評価する際に，板に注目する
ことは有効であると考えられる．本研究では特に，一
度に出される注文の規模を，市場参加者毎に異なる特
徴であると考える．そして，板から注文の規模に関す
る情報を抽出し，これを用いて分析を行う．

2 板情報分析手法

2.1 板情報の形式

提案手法では板を観測して得た板情報を分析対象と
する．そこで，予め板情報の形式について述べておく．
板に表示される値は，注文が出される度に変化する．

よって，板は時間軸を持つリアルタイムな情報であると
言える．したがって，板を観測する際は，例えば「2008

年 10月 1日 13時 20分 40秒の板」というように，板か
ら特定の時点における状態を切り取ることになる．こ
のように，板のある時点における状態を観測したもの
を，本論文では板情報スナップショットと呼ぶ．
本研究では，時間軸を持つ板から一定間隔で板情報

スナップショットを観測することにより，板の標本化
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図 1 提案する分析手法の流れ

を行う．板の標本化によって得られた板情報スナップ
ショットの列を，板情報として扱う．

2.2 分析手法の流れ

本研究で提案する分析手法の流れを図 1に示す．初
めに板情報を，後述する定められた規則に基づいて分
割する．そして，分割された板情報の各組から，特徴
抽出を行い，特徴ベクトルを生成する．次に，生成さ
れた特徴ベクトルに対してクラスタリングを行い，類
似した特徴ベクトルを集めたクラスタに分類する．各
クラスタに IDを付与することにより，クラスタ IDが
時刻順に並べられた系列が生成される．この系列を基
に，HMM（Hidden Markov Models）[2]を作成する．
HMMを用いることで，その HMMを作成するために
使用した学習系列と，任意の入力系列との類似度を計
算することが可能となる．

2.3 板情報の分割

板情報を，価格変動の発生直前と発生直後で分割す
る．なお，本論文において価格変動とは，売り注文価
格と買い注文価格の境界が移動することを言う．この
分割により生成された，板情報スナップショットの各ま
とまりを，ユニットと呼ぶ．ユニットは，後述の特徴
抽出によって生成される特徴ベクトルと 1対 1対応を
なす．

2.4 ユニットからの特徴抽出

特徴抽出の流れを図 2に示す．板情報スナップショッ
トに表示される注文数から，特徴ベクトルを生成する．
まず，前処理として，ユニット内に出現する全ての

売り注文数を負の数に変換する．

次に，注文数変化量を求める．i 番目の板情報に表
示されている価格 pに対する注文数をQ(i, p)としたと
き，注文数変化量D(i, p)を，

D(i, p) = Q(i, p) − Q(i − 1, p) (1)

とする．ユニット内に出現する全ての注文数Q(i, p)に
対して求められた注文数変化量D(i, p)を，そのユニッ
ト内で出現する注文数変化量とする．
ここで，注文数変化量の持つ意味について述べる．注

文数変化量は，2つの板情報スナップショットが観測さ
れる間に増加した注文数の合計を表す．この合計が，何
人のトレーダーによって出された注文の合計であるか，
板情報から求めることはできない．しかし，板情報ス
ナップショットを観測する間隔を短くすると，注文数
変化量が複数のトレーダーによって出された注文の合
計である確率は小さくなる．すなわち，板情報スナッ
プショットを観測する間隔を十分に短くすることによっ
て，注文数変化量の絶対値を，1人のトレーダーが出
した注文の規模として扱うことができる．また，予め
行った前処理により，売り注文の増加は負数，買い注
文の増加は正数の注文数変化量となり，両者を区別す
ることが可能である．
最後に，注文数変化量から，特徴ベクトルを生成す

る．特徴ベクトルの各要素には，「どのような規模の売
り注文，あるいは買い注文が何回出されたか」という
情報を持たせる．そのために，まず，注文数変化量を，
売りか買いかと，注文の規模に基づいて分類する．売
りか買いかについては，前述の通り，注文数変化量の
符号が正ならば買い注文，負ならば売り注文として分
類する．注文の規模については，注文数変化量の絶対
値に境界を定める（例えば，10未満を小規模，10以上
100 未満を中規模，100 以上を大規模と定める）こと
で，分類する．次に，各分類に属する注文数変化量が，
ユニット内に何回出現したかを数える．そして，この
出現回数を，このユニットの時間で割ることにより正
規化し，注文の分類ごとに並べてベクトルとしたもの
を特徴ベクトルとする．

2.5 クラスタリング

特徴ベクトルのクラスタリングを行い，類似した特
徴ベクトルをまとめたクラスタに分類する．そして，分
類された各クラスタにクラスタ IDを付与することに
より，ベクトル量子化を行う．この結果，特徴ベクト
ルを時系列順に並べた列から，クラスタ IDの系列が生
成される．
まず，特徴ベクトルの各要素を標準偏差で割ること

によって正規化する [3]．次に，正規化した特徴ベクト
ルのクラスタリングを行う．クラスタリングは，並行
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k-means法を使用する [4]．並行 k-means法は，非階層
的クラスタリングを行うアルゴリズムである．

2.6 HMMの作成

クラスタ IDの系列から，クラスタ IDを出力シンボ
ルとみなして HMMを作成する．HMMとは，時系列
パターンを確率的に生成するモデルである．HMMの
例を図 3に示す．HMMは，クラスタ IDの系列を学習
系列とし，EMアルゴリズムを用いて求める [5]．
HMMを作成すると，任意の入力系列が，このHMM

によって出力される確率を求めることができる．この
出力確率は，入力系列と学習系列との類似性と考える
ことができる．本研究では，出力確率を入力系列の長
さで正規化したものを類似度とする．

3 有効性評価シミュレーション

3.1 目的

本シミュレーションで，提案手法の有効性を確認す
る．有効性の確認は，2つの観点から行う．
1つは，パラメータに対する頑健性である．提案手

法を用いる際には，恣意性のあるパラメータとして以
下の 3つが存在する．

• クラスタ数 k

• 初期クラスタ
• HMMの状態数

提案手法がこれらのパラメータに大きく影響されるこ
とがないことを確認する．
もう 1つは，類似性評価能力である．実市場で行わ

れる取引について，1日の内の取引開始直後や取引終
了直前における市場の動きは特殊であると言われてい
る．価格変動率や出来高などの指標がこれらの時間帯
に特殊な値を示すことが確認されている [6]．そこで本
シミュレーションでは，取引開始直後や取引終了直前
と，それ以外の時間帯（平常時間帯）との違いを，提
案手法を用いて検出可能か否かを確認する．これによ
り，提案手法が市場の類似性評価に有効であることを
確認する．

3.2 シミュレーション設定

本シミュレーションは，特殊時間帯クラスと平常時
間帯クラスの識別問題を定義し，識別率によって評価
する．識別は，提案手法により算出される類似度を比
較することによって行う．まず，提案手法を用いて特
殊時間帯クラスHMMと平常時間帯クラスHMMを作
成する．任意の入力系列に対して，両クラスの HMM

との類似度をそれぞれ算出し，より高い類似度を示し
たクラスを識別結果とする．
シミュレーションに使用する板情報は，実市場を観

測して収集した．以下の条件で板情報を取得し，45日
分のデータを収集した．

• 銘柄は日経 225先物
• 2008年 10月から 12月の 3ヶ月間
• 板のスナップショットを 1秒毎に記録
• 以下の日を除外

� サーキットブレーカー発動日
� 12月 30日（年末のため市場の稼動が午前
のみ）

� 板観測システムの不調により正常な板情報
取得ができなかった日
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表 1 識別問題定義

識別問題 I

特殊時間帯クラス 前場の取引開始から 30分間
平常時間帯クラス 10:00から 10:30の 30分間

識別問題 II

特殊時間帯クラス 後場の取引開始から 30分間
平常時間帯クラス 13:30から 14:00の 30分間

特徴ベクトルを生成する際の注文の規模は，10未満
を小規模，10以上 100未満を中規模，100以上を大規
模とし，買い注文と売り注文合わせて 6つに分類した．
本シミュレーションでは，表 1に示す 2種の識別問

題を定義した．いずれの識別問題も，一方の時間帯を
特殊時間帯クラス，もう一方の時間帯を平常時間帯ク
ラスとしている．なお，表 1において，取引開始とは
ザラバ方式による取引の開始を意味し，取引終了とは
ザラバ方式の取引終了を意味する．
学習系列とテスト系列の選択については，44日分の

データを学習系列とし，1日分のデータをテスト系列
とする，45重交差検証法を用いた．

3.3 シミュレーション結果と考察

3.3.1 パラメータに対する頑健性

まず，並行 k-means法のパラメータ k，及びクラスタ
の初期設定が，識別率に与える影響を確認した．HMM

状態数を 10に固定し，kを変化させて，識別問題 Iに
ついて識別率を比較した．kは 5，10，20，50の 4種
に変化させた．それぞれの kに対して，初期クラスタ
を変えて，10回の識別を行った．そして，kの値毎に
識別率の平均と標準偏差を求めた．比較結果を表 2に
示す．
表 2より，初期クラスタの変動によるばらつきは小

さい．よって，初期クラスタの変動による影響は無視
できる範囲であると考えられる．また，k ≤ 20の範囲
では，kの値が与える影響は無視できる範囲であった．
しかし，k = 50の場合は，k ≤ 20の場合と比べて低い
識別率となった．これは，kの値が増えると実際に生成
されるクラスタ数も増え，学習系列におけるクラスタ
ID毎の出現回数が減るため，相対的に学習量が不足す
ることが原因である可能性がある．よって，50以上の
kが不適切であると結論付けることはできない．
次に，HMM状態数が識別率に与える影響を確認す

るシミュレーションを行った．kを 5に固定し，HMM

状態数を変化させて，識別問題 I及び識別問題 IIにつ
いて識別率を比較した．HMM状態数は 1から 15まで

表 2 k毎の識別率比較と乱数による影響

k 5 10 20 50

識別率の平均 0.8633 0.8344 0.8444 0.7789

標準偏差 0.0158 0.0303 0.0314 0.0302

図 4 HMM状態数-識別率グラフ

の 15種に変化させた．それぞれの HMM状態数に対
して，初期クラスタを変えて 10回の識別を行い，平均
を比較した．比較結果を図 4に示す．
識別問題 Iに関しては，HMM状態数が 1及び 2の

場合に識別率が低下した．そして，HMM状態数 3以
上では識別率に大きな変化は見られない．一方，識別
問題 IIに関しては，HMM状態数 6以下の場合には識
別率に変動が見られる．そして，HMM状態数 9以上
では識別率に大きな変化は見られない．以上の結果か
ら，HMM状態数は 9以上の値を用いればよいと考え
られる．

3.3.2 類似性評価能力の検証

前節より得られた結果から，k = 5，HMM状態数 10

とした．なお，評価能力の検証は，並行 k-means法に
おける初期クラスタを変えて，10回のテストを行って
得た識別率の平均によって行った．この結果，識別問
題 Iで 0.863，識別問題 IIで 0.737という識別率を得
た．この結果から，提案手法によって特殊時間帯と平
常時間帯とを識別することが可能であると考えられる．
また，朝の取引開始直後，即ち識別問題 Iにおける特
殊時間帯クラスの時間帯は，特に市場の動きが特殊で
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表 3 クラス別出来高平均

特殊時間帯クラス 平常時間帯クラス
識別問題 I 20599.0 9635.7

識別問題 II 16786.0 9246.7

表 4 識別に失敗した系列のクラス別出来高平均

特殊時間帯クラス 平常時間帯クラス
識別問題 I 7945.8 13791.3

識別問題 II 7823.0 15922.1

あると言われている．識別問題 Iでは識別問題 IIに比
べて高い識別率が得られており，提案手法はこの特殊
性を評価できたと考えられる．
本シミュレーションで特殊時間帯クラスとして定義

した時間帯は，一般に出来高が高いことが確認されて
いる．シミュレーションに使用した系列を観測した 30

分間の出来高を調べ，クラス別に平均を取った結果を
表 3に示す．
また，識別に失敗した系列を観測した 30分間の出来

高を調べ，クラス別に平均を取った結果を表 4に示す．
なお，表 4は，その系列が本来属しているクラス別の
平均を示している．
表 3では，特殊時間帯クラスの出来高平均の方が高

いという結果が確認された．これに対し，識別に失敗し
た系列のみで出来高平均を求めた表 4では，表 3とは
逆に平常時間帯クラスの方が高い値を示している．よっ
て，識別に失敗した系列を観測した時間帯は，別の日
の同じ時間帯と比べて特殊であったことがわかる．つ
まり，提案手法はこの特殊性を捉えることに成功した
と考えられる．
以上の結果から，提案手法は，市場の類似性評価に

有効であると考えられる．

4 提案手法を用いた市場変化の分析

4.1 目的

2008年 9月のサブプライムローン問題をきっかけと
する世界的不況に対し，日本の金融市場も少なからず
影響を受けた．そこで，本実験では，2008年 9月以前
と以後で市場の動きが変化している様子を，提案手法
を用いて分析する．

表 5 期間の意味付け

不況前 2006年 4月，5月
不況直後 2008年 10月，11月

不況の半年後 2009年 2月，3月

図 5 各期間における値動き

4.2 分析の設定

本実験に使用した板情報は，実市場から得たものであ
る1．銘柄は日経 225先物とした．また，板情報スナッ
プショットは 1秒ごとに記録したものを使用した．特
徴ベクトルを生成する際の注文の規模は，10未満を小
規模，10以上 100未満を中規模，100以上を大規模と
し，買い注文と売り注文合わせて 6つに分類した．
クラスタリングを行う際に用いる特徴ベクトル集合

は，特徴空間における広い範囲をカバーしていなけれ
ば，各クラスタの中心が偏ってしまい，正確な分析が
行えない．そこで本実験では，2006年 3月から 2006

年 10月，及び 2008年 10月から 2009年 5月の，計 16

か月間分のデータを用いて，k = 10としてクラスタリ
ングを行い，各クラスタの中心を決定した．
実際に比較を行う際には，各期間に表 5に示すよう

に意味付けをした．この 3期間について値動きを比較
した結果を図 5に示す．図 5は，1日ごとの終値を，各
期間の初日を 1として示したものである．不況直後に
関しては，他の 2期間と異なる値動きを示している．不
況前と不況の半年後については，値動きから明確な違
いは観測できない．
表 5に示す 6か月をそれぞれ 6つのクラスとして扱っ

た．HMMを作成する際には，前場と後場をそれぞれ
1系列，即ち 1日分のデータを 2系列とし，6つのクラ
スに対応する HMMを状態数 10として作成した．

12006年のデータは，「NEEDS（日経の総合経済データバンク）」
を使用した．
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表 6 市場変動の分析結果

比較月（年/月） 識別率 比較月（年/月） 識別率

不況前 - 不況直後比較
06/04 - 08/10 1.000 06/04 - 08/11 1.000

06/05 - 08/10 1.000 06/05 - 08/11 0.986

不況前 - 不況の半年後比較
06/04 - 09/02 0.974 06/04 - 09/03 0.958

06/05 - 09/02 0.949 06/05 - 09/03 0.903

不況直後 - 不況の半年後比較
08/10 - 09/02 0.941 08/10 - 09/03 0.935

08/11 - 09/02 0.806 08/11 - 09/03 0.909

同一分類間比較
06/04 - 06/05 0.613 08/10 - 08/11 0.781

09/02 - 09/03 0.543

分析は，6クラスから 2クラスの組を抽出し，2クラ
ス識別問題を解く形式で行った．Leave-one-out法を用
いて 2クラス識別問題の識別率を求めた．

4.3 分析結果と考察

実験の結果得られた，全ての 2クラス識別問題に対
する識別率を表 6に示す．表 6は，表 5に示した各ク
ラスの意味付けに基づいて整理してある．
ここに示した識別率は，比較月間の識別の成功率で

あるので，比較月の市場の動きが異なるほど，高い値
となると考えられる．
不況前と不況後（不況直後，不況の半年後）との比

較では，いずれも 90%近い識別率が得られた．これに
対し，不況前同士，不況直後同士，不況の半年後同士
の比較では，80%を下回る低い識別率となった．この
結果から，不況前と不況後では，市場の動きが異なっ
ていることが確認された．
また，図 5と分析結果との比較を行う．不況直後に

ついては，他の期間とは異なる値動きを示しており，本
分析においても，この差を正しく分析できたと考えら
れる．不況前と不況の半年後については，値動きの様
子にあまり違いは見られない．しかし，本分析におい
ては，この 2期間においても高い識別率を示しており，
値動きからは判断できない違いを捉えることに成功し
ていると考えられる．

5 結論

本研究では，人工市場と実市場とがどの程度類似し
ているかを評価するために，市場から板情報を観測し，

これを分析することによって，複数の観測データ間の
類似性を評価する手法を提案した．
提案手法の有効性を評価するために，特殊時間帯と

平常時間帯との識別問題を 2種定義し，識別テストを
行ったところ，それぞれ約 86%，約 74%という識別率
を得た．また，識別結果を分析した結果，識別に失敗
した系列は，出来高について特殊性を備えている系列
であることが発見された．これらの結果から，提案手
法は，市場の類似性を評価する方法として，有効であ
ることが確認された．
提案手法を用いて，2008年 9月に端を発する世界的

不況の前後，及び，不況の直後と半年経過した時期と
で，市場の動きに変化が起きていることが確認された．
今後の課題として，まず，注文の規模の境界を自動

的に，かつ妥当な値に決定する手法の模索が挙げられ
る．本シミュレーションでは，主観的に境界を決定し
た．しかし，特に異なる銘柄の取引を比較する場合な
どにおいては，注文数スケールの差異を吸収できるよ
う，注文の規模の境界を観測値から自動的に決定する
手法が必要であると考えられる．
また，本研究の目的である人工市場と実市場の類似

性評価を行う場合においても，提案手法が有効である
ことを確認する必要がある．
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