
文脈を考慮した決算短信からの業績要因抽出
Extraction of corporate performance factors from summaries of

financial statements considering context

加藤悠太 1 酒井浩之 1∗

Yuta Kato1 Hiroyuki Sakai1

1 成蹊大学 理工学研究科 理工学専攻
1 Department of Computer and Information Science, Faculty of Science and Technology,

Seikei University

Abstract: In this paper, we proposed a method for automatically extracting sentences containing

corporate performance factors from summaries of financial statements at high accuracy. More

specifically, only sentences that can be determined to be corporate performance factors in the

summaries of financial statements with high probability are extracted, and those sentences are

used as training data. We trained the neural network by using the word representation of the

training data. Furthermore, by using the appearance tendency of the corporate performance

factor sentence specific to summaries of financial statements as a bias of model output, it became

possible to extract with a higher f-measure than related work that performs filtering processing

using corporate keywords .

1 はじめに

近年，証券市場における個人投資家の比重が増加し
ており個人投資家への投資判断を支援する技術の必要
性が高まっている．そのため，人工知能分野における
手法を金融市場の様々な場面に応用することが期待さ
れている．例として，日本銀行が毎月発行している「金
融経済月報」や経済新聞記事を解析し，経済市場を分
析する研究などが盛んに行われている [1][2]．
投資家にとって，企業の業績情報を収集することは
重要であり，その中でも業績の要因となる情報が重要
である [3][4]．しかしながら，証券市場における上場企
業は膨大な数存在し，その企業が四半期に 1回，決算
発表を行う．そのため，人手により多くの企業の業績
要因を把握することは困難である．決算短信の文にお
いて，この業績の要因が含まれている文を，本研究で
は「業績要因文」と定義する．
決算短信から業績要因文を抽出する手法とし，既存
手法では特定の文を見つける上で手がかりとなる表現
である「手がかり表現」を拡張した「拡張手がかり表
現」と，企業の重要なキーワード「企業キーワード」に
よる重みを用いて業績要因文を抽出する．その手法は
適合率のみは非常に高い結果で抽出することが可能な
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ため，その抽出した業績要因文を学習データの正例と
して深層学習を行う．この学習モデルによる業績要因文
の抽出を行い，その抽出された文に対し企業キーワー
ドによるフィルタリングをする手法が提案されている
[5]．
しかしながら，既提案手法は深層学習による文の抽
出後，企業キーワードによるフィルタリング処理を行う
ことによって適合率を向上させているため，新規事業の
ような過去の決算短信で出現していなかったキーワー
ドが含まれる業績要因文を抽出することができない．
そのため，本手法では企業の重要なキーワードによ
るフィルタリング処理を行わず，業績要因文の文脈や
前後関係を考慮した手法によって既提案手法と同程度
の適合率，再現率で業績要因文の抽出をすることを目
的とする．

2 関連研究

既存手法 [6]を用い，決算短信から業績要因文，手が
かり表現，企業キーワードを抽出する．そしてさらに
手法 [5] により手がかり表現から拡張手がかり表現を
獲得し，抽出された業績要因文に対し企業キーワード
を用いてスコアを付与する．そのスコアと拡張手がか
り表現により学習データの自動生成を行う．生成され
た学習データを用い，深層学習（多層パーセプトロン）
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にて決算短信から業績要因文を抽出する．既存手法の
概要を図 1に示す．

図 1: 既存手法 [5]の概要図

2.1 学習データの自動生成

獲得された拡張手がかり表現と企業キーワードを用
い，以下の手順により学習データの自動生成を行う．

Step1: 決算短信から手法 [6] により業績要因文を抽出
する．

Step2: 抽出した業績要因文に対し，企業キーワードを含
みかつ拡張手がかり表現を含む文を抽出する．

Step3: 業績要因文に含まれている企業キーワードのス
コアの合計をその業績抽出文のスコアとして付与
する．

Step4: 業績要因文に付与したスコアの企業ごとの平均値
を算出し，平均値より大きいスコアをもつ業績要
因文を学習データの正例データとする．

Step5: 企業の決算短信から企業キーワードと手がかり表
現のどちらも含まない文を抽出する．

Step6: Step5で抽出した文のうち文字数が一定以上の文
を学習データの負例データとする．

2.2 特徴量選択

自動生成した学習データを用い，業績要因文を抽出
する．学習データにおいて正例の業績要因文に含まれ
る内容語（名詞，動詞，形容詞）に対し，以下の式に
て重みを計算する．

Wp(t, Sp) = TF (t, Sp)H(t, Sp) (1)

Sp: 正例に属する業績要因文の集合．

TF (t, Sp): 文集合 Sp において語 tが出現する頻度．

H(t, Sp): 文集合 Spにおける各業績要因文に含まれる
語 tの出現確率に基づくエントロピー．

H(t, Sp) = −
∑
s∈Sp

P (t, Sp) log2 P (t, Sp) (2)

P (t, Sp) =
tf(t, s)∑

s∈Sp
tf(t, s)

(3)

ここで，P (t, s)は業績要因文 sにおける語 tの出現確
率を表し，tf(t, s)は文 sにおいて語 tが出現する頻度
を表す．
次に，負例の文に含まれる内容後（名詞，動詞，形
容詞）に対しても同様に重みを計算する．

Wn(t, Sn) = TF (t, Sn)H(t, Sn) (4)

ここで，Snは学習データにおいて負例に属する文の集
合を表す．
以下の条件どちらかが成り立つ語 tを特徴量として

選択する．

Wp(t, Sp) > 2Wn(t, Sn)orWn(t, Sn) > 2Wp(t, Sp) (5)

2.3 業績要因文の抽出

多層パーセプトロンで学習されたモデルにより決算
短信から業績要因文を抽出する．その後，精度を高め
るために，抽出された文に含まれている企業キーワー
ドのスコアの合計をその文のスコアとして付与し，ス
コアが高いかつ文末が「た」文のみを業績要因文とし
て抽出する．．

3 分散表現

3.1 単語の分散表現

既存手法 [5] では単語の重みを計算し特徴量選択を
行っていたが，本手法では新規事業のような未知の単
語が出現する文や業績要因文の中でも判定が曖昧な文
に対し分類を行うことを可能にするため，単語の分散表
現を用いることにより精度向上を図る．具体的には，分
散表現獲得の基礎的な手法として，word2vec[7][8]と，
より単語の文脈的な解釈を表すことが可能な ELMo[9]

を使用した．　本手法では，word2vecの学習は Skip-

gramにより行った．
ELMoのモデル構造は双方向の LSTMから構成され

ており，単語の文脈情報を獲得することができる．例
えば「増加」といった単語のベクトルを得たい場合，
word2vecでは「増加」という単語の周辺単語の出現確
率から学習を行い，その結果「増加」という単語の分
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散表現を一意で持つことになる．しかし ELMoでは単
語のコンテキストを考慮することにより，その単語が
文脈的にどう扱われるのかという情報を分散表現とし
て表すことが可能となる．そのため，「増加」という単
語の文中での意味を表現することが可能となる．

3.2 文の分散表現

単語以外では文に対する分散表現の研究もされてい
る．比較対象としてトピックを考慮した SCDV[10]を
用いた．SCDVは単語がトピッククラスタに属する確
率をGMMによる分類から算出し，その確率と単語の
idf値から文の分散表現を生成し，その要素をスパース
する手法である．

4 ELMoを用いたLSTMによる業
績要因文の抽出

ELMoは双方向 LSTMによって単語のコンテキスト
を学習した分散表現を獲得することが可能であり，そ
れをword2vecのようなベクトルに連結することによっ
て精度を上げることが可能とされている．また，一般
的にはELMo自体がコンテキストを学習しているため，
獲得した分散表現に対して時系列性を考慮したモデル
によって学習する必要はないとされている．しかしな
がら ELMoの学習は非常にコストが高いため，短期間
でモデルの学習をすることは難しい．そのため，予め
wikipediaの一般的なコーパスによって学習されたモデ
ル [11][12]を用い，そのモデルの出力する分散表現を
一般的な日本語におけるコンテキストと考え，さらに
そのモデルの出力である決算短信の分散表現を LSTM

によって学習を行う．これにより ELMoにより決算短
信を学習することに近づくと考えた．
本来 ELMoは双方向 LSTMによって学習を行うが，

ELMoにおける決算短信の分散表現をさらに学習する
際には，ある程度日本語としてのコンテキストは学習
されていると判断し，図 2のような順方向 LSTMのみ
で学習を行い，その出力を多層パーセプトロン（MLP）
の入力として用いる．

5 業績要因文の出現傾向におけるバ
イアス値

決算短信の文集合において，業績要因が出現する頻
度や傾向を分析した．その結果，図 3のように業績要
因文は連続して出現することが多いと分かった．この
傾向は一度業績の要因について言及し始めると，それ

図 2: ELMoの分散表現を入力としたモデルの概要図

に関連する業績の要因をまとまった形で記すからであ
ると考えられる．これを利用し業績要因が含まれてい

図 3: 業績要因文の出現傾向

ると判断された文の前後には業績要因が含まれている
可能性が高いという仮説のもと，ある文の判定に対し
その前後のモデルの出力をバイアスとしてかけること
により，決算短信における業績要因文の出現傾向の特
徴を考慮した判定結果を得ることとした．これにより，
決算短信に含まれる業績要因文の位置関係に基づく特
徴をバイアス値として表現することができ，より決算
短信に特化した分類結果を得ることが可能になる．こ
のため，決算短信から業績要因文の抽出における精度
向上が期待できる．
連続した決算短信の文 s1, s2,…, si, sI があったとき，
以下の式にて前後の文のバイアスをかけた判定結果 o′i
を得る．

o′i =
oi + bi

2
(6)

bi =

∑
−c≤j≤c,j ̸=0 2

|c|−|j|oi+j∑
−c≤j≤c,j ̸=0 2

|c|−|j| (7)

このとき，

oi: 文 si をモデルの入力とした時の出力結果．

bi: 文 si に対し，前後の出力結果を加重平均したバイ
アス値．
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c: コンテキストウィンドウ．決算短信の前後何文まで
をバイアスとして含めるか表すパラメータ．

これにより，業績要因文が集合している場合には業績
要因文である可能性が高いというバイアスがかかり，ま
た，業績要因が含まれていない文が集合している場合
には業績要因が含まれていない可能性が高いというバ
イアスがかかることになり，決算短信における業績要
因文の出現傾向の特徴を考慮した判定が可能となる．

6 実験

既存手法 [5]と本手法で結果を比較するため，自動生
成された学習データを用い，word2vec，ELMoによる
単語の分散表現を特徴量とした MLP，LSTM[13][14]

による業績要因文の抽出を行った．また，文の分散表
現として SCDVを用いたMLPで業績要因文の抽出を
行った．
word2vec，SCDVによる分散表現を用いたモデルで

はハイパーパラメータ探索として k-fold法を用いた 3分
割交差検証を行い，ベイズ最適化 [15]により探索を行っ
た．ELMoに関しては計算コストが高いため，少量の
汎用的なパラメータによってグリッドサーチを行った．

7 評価

7.1 分散表現を用いた業績要因抽出の評価

分散表現を用いた場合の業績要因の抽出結果につい
て評価を行った．その評価結果を表 1に示す．既存手
法と比較し，ELMoを特徴量として LSTMとMLPに
より判定を行なった結果は，企業キーワードによるフィ
ルタリング処理を行わなくとも，既存手法と同等の F

値を得ることができた．また，word2vecを特徴量とし
て LSTMとMLPにより判定を行なった結果に関して
も既存手法には劣るが比較的良好な結果が得られた．

7.2 業績要因文の出現傾向をバイアスとし
た業績要因文の抽出

分散表現を用いた場合の業績要因抽出のモデルの出
力に対し，決算短信の業績要因文出現傾向をバイアス
とした実験について評価を行った．その評価結果を表
2に示す．ELMoの分散表現を用いたモデルの出力に
バイアスをかけた結果，コンテキストウィンドウ cを
1，2に設定した場合，適合率，再現率共に向上する結
果となった．
この結果から判定する前後の文との関係を考慮し，モ
デルの出力に対しバイアスとしてかけることにより精
度が向上することがわかった．

表 1: 分散表現を用いた業績要因抽出の評価結果
適合率 再現率 F値

既存手法
MLP

企業キーワードフィルタ 0.827 0.724 0.772

特徴量: SCDV

モデル: MLP 0.358 0.724 0.523

特徴量: word2vec

モデル: MLP 0.462 0.859 0.601

特徴量: word2vec

モデル: LSTM,MLP 0.609 0.834 0.704

特徴量: ELMo

モデル: MLP 0.376 0.945 0.538

特徴量: ELMo

モデル: LSTM,MLP 0.723 0.847 0.780

表 2: 出現傾向をバイアスとした抽出結果
c 適合率 再現率 F値

特徴量: ELMo

モデル: MLP

0 0.376 0.945 0.538

1 0.406 0.945 0.568

2 0.413 0.949 0.575

特徴量: ELMo

モデル: LSTM,MLP

0 0.723 0.847 0.780

1 0.787 0.859 0.821

2 0.796 0.876 0.835

8 考察

実験結果から，単語の文脈を考慮した分散表現を用
いることにより，既存手法を上回る F値を得ることが
できた．これは決算短信の 1文における語彙数の分散
が大きく，文の長さが 2倍以上になる文も多く存在す
る．このため，tf値やエントロピーなどの単語数によ
る影響を受けやすい特徴量から分散表現にすることで，
文の長さの影響を軽くすることが可能になったと考え
られる．また，文脈による単語の扱われ方を考慮した
表現に変えることで，業績の要因について書かれてい
る文の単語のコンテキストを特徴として学習すること
が可能になったことも精度向上につながったと考える．
決算短信から業績要因文の抽出後，企業キーワード
によるフィルタリング処理を行わなくすることで，学習
データに存在しない企業キーワードになりうる単語が
出現する文を決算短信から抽出することが可能になっ
た．このため，企業が新規事業に対する業績要因とし
て発表している文についてもフィルタリングによって
除外されることはなくなった．また，新規事業の場合
は新規で出現する単語が多く，重みの算出に影響があ
る．それを単語のコンテキストを考慮した分散表現に
変えることや，新規事業に関する単語であっても，単
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図 4: バイアスを用いた場合の判定結果の比較

語の分散表現を得るために使用した wikipediaには含
まれていることは多いので，より新規事業に関する文
を抽出することが可能になった一因と考えられる．
今回，文脈的解釈を含んだ分散表現が有用であると
判断できたため，ELMoに SCDVのトピックのような
観点を加えることでより精度が上がる可能性もある．そ
のため，トピックとコンテキストの双方を組み込むこ
とが可能な分散表現についても決算短信の分析におい
て有用であるか判断が必要である．
ELMo の分散表現については 1024 次元で行なった
が，ベクトルの圧縮や学習データのサンプリングを行
い，サンプリングしたデータで最適な学習パラメータ
を探索することも必要であると考えられる．
業績要因文であるかどうか判定する文の前後の判定
結果を利用し，モデルの出力にバイアスをかける手法
では有用な適合率，再現率が得られた．これは業績要因
文であると誤判定してしまうことを前後の出力をバイ
アスとして用いた場合には抑制することが可能になっ
たためである．図 4からも前後の文の出力結果に偏り，
誤判定が抑制していることが読み取れる．
前後の文が判定結果に依存するのであれば，単語や
文字で使われる n-gramを文単位での文 n-gramとして
扱うことで判定結果が変わることになり，この結果を見
ることで前後の文が判定文に対しどのように作用して
いるかを分析することが可能になると考えられる．近
年では，bert[15]のような隣接文判定をタスクの一つ
として解いているモデルもあるため，この検証も必要
である．

9 むすび

本研究では，決算短信から業績要因を抽出する手法
を企業の重要なキーワードや手がかり表現によるフィ
ルタリングを行わず，文脈を考慮した手法によって既
提案手法と同等の適合率，再現率で業績要因文の抽出
を行った．具体的には，単語の頻度に基づく特徴量か
ら単語の周辺確率やコンテキストを分散表現として表
したものを利用し，ニューラルネットにより学習，判
定を行うことで F値 0.78と既提案手法と同等の精度で
抽出することが可能となった．さらに，決算短信にお
ける業績要因文の出現傾向の特徴として，業績要因が
含まれる文は文章内で固まった状態で出現する性質を
利用し，モデルの出力に対し，さらに前後のモデルの
出力をバイアスとしてかけることで高い精度で抽出す
ることができた．評価の結果，F値が 0.83と良好な結
果を得ることができた．
今後の課題として，学習データと評価データの乖離
を減らすことや，企業や決算短信ごとでの業績要因文
の書き方を特徴として捉えることでバイアス値の調整
や，学習するときの特徴量自体により前後の文の特徴
を含ませることがあげられる．
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