
Financial TextとTransformerを用いた転換点検出手法の提案
Proposal for Turning Point Detection Method using Financial Text

and Transformer

田口　怜 1∗ 渡邊　光 2 坂地 泰紀 1 和泉　潔 1 平松　賢士 3

Rei Taguchi1 Hikaru Watanabe2 Hiroki Sakaji1 Kiyoshi Izumi1 Kenji Hiramatsu3

1 東京大学大学院工学系研究科
1 Graduate School of Engineering, The University of Tokyo

2 東京大学工学部
2 Faculty of Engineering, The University of Tokyo

3 株式会社アイフィスジャパン
3 IFIS Japan Limited.

Abstract: 本研究では, アナリストの個別銘柄に対するセンチメントが, 株式市場分析に役立つかを
実証する. これはアナリストレポートに自然言語処理を使用して極性指標を作成することで実現可能と
なる. 本研究では, 作成した極性指標に対し, 異常検知アルゴリズムを用いて異常スコアを算出した. 結
果, 本研究で提案した手法が極性指標の転換点検出において有効であることが分かった.

1 はじめに
近年, 人工知能の爆発的な発展により, オルタナティ

ブデータの活用が世界的に注目されている. 特に金融・
経済分野での普及が顕著であり, 伝統的な財務データに
加えて, 景気予測や投資戦略など幅広く活用され始めて
いる. 日本においては, オルタナティブデータ推進協議
会 (JADAA)*1等の業種間を超えた団体が発足し, オル
タナティブデータの積極的な普及を推進している. その
なかでも特にテキストデータは汎用性が高く, 筆者の書
きぶりや内容の偏向から予測や分類などの抽出が可能で
あることがわかっている [1, 2]. また, テキストデータの
中でもアナリストレポートの情報価値は非常に高いと考
えられている [5]. アナリストレポートから作成した極
性指標が為替や普通国債等発行額などのマクロ経済指標
に対し先行性を持つことがわかっており [12], 市場分析
への応用が期待されている. 本研究では, アナリストレ
ポートを使用し, 個別銘柄の将来に対するセンチメント
が市場分析に役立つことを実証する. 期待される成果は,

本研究で提案した手法が極性指標の転換点検出において
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有効であると示すことである. 本研究の貢献は, アナリ
ストレポートから作成した極性指標を使用して, 新たな
市場分析フレームワークにおける基盤技術を開発したこ
とである.

2 先行研究
機械学習による極性指標作成の研究として, 次のよう

な研究がある. 余野ら [3] では, 金融経済月報を Long

Short Term Memory(LSTM)で学習し, Latent Dirich-

let Allocation(LDA)を用いて個人消費, 設備投資, 在庫
などのトピックごとの指標を作成した. また, 各トピッ
クのセンチメントが全体に対してどの程度寄与している
かを求めることで, どのマクロファクターの影響力が高
いかを分析している. 山本ら [6]では, 景気ウォッチャー
調査を LSTMで学習し, 極性指標を作成し, 指数間の相
関係数を算出している.

上記の研究では, 金融経済月報や景気ウォッチャー調
査といった内容が類似したテキストを用いているのに対
し, 我々は, アナリストレポートを用いて, その個別銘
柄のセンチメントを総計して指標とした点で異なる. ア
ナリストレポートを用いたテキストマイニングの研究事
例として, 次のような研究がある. 平松ら [5]では, 株価
はレポートのセンチメントに強く反応しているのみな
らず, レポート発行後に株価のドリフトも観測しており,

人工知能学会研究会資料 
SIG-FIN-028

177



資産運用実務においてもアナリストレポートのテキス
ト情報が有益であることが示唆された. Suzuki et al.[6]

では, LSTM等を使用しアナリストレポートから意見文
と非意見文を抽出し, 純利益と株価の予測を行っている.

加えて, 小林ら [7] は, 独自の深層学習モデルを用いて
アナリストレポートからアナリスト予想根拠文の抽出を
行っている.

一方で, 我々が, BERT を用いてアナリストレポート
を学習させている点も他の研究と異なる. BERT を使
用した研究事例として, Hiew et al.[8] がある. Hiew et

al.[8]では, テキストデータに中国の SNSである weibo

を利用し, BERTで極性を付与し, LSTMを用いて株価
予測を行っている.

加えて,我々が,フレームワークの一端にTransformer

と異常検知アルゴリズムを使用した点も他の研究と異な
る. 金融分野で Transformer を使用した研究例として,

Ding et al.[9]がある. Ding et al.[9]では, Transformer

とマルチスケールガウシアン事前分布を導入し, 株価予
測を行った.また, 金融分野で異常検知アルゴリズムを使
用した研究例として, Ahmed et al.[10]がある. Ahmed

et al.[10]では, オーストラリア証券取引所に上場してい
る株式に対し, Local Outlier Factor などのアルゴリズ
ムを使用し, 転換点検出を行った.

3 提案手法
本研究では, 以下の 3 ステップにおいて, 実証分析を

行う.

Step1: BERT を用いてアナリストレポートの文章を
学習し,「ポジティブ」「ネガティブ」「ニュートラル」の
三値に極性分類を行う.

Step2 : 作成した極性指標（全業種・業種別）に対し,

Time2Vec+Transformerを用いて学習を行う.

Step3 : Step2 のアウトプットに対し, ホテリングの
T 2 法を用いて異常スコアを作成する. 加えて, 本実験で
得られた結果を集計する.

また, 本研究におけるアーキテクチャーは図 1のよう
に記述できる.

3.1 Bidirectional Encoder Representations

from Transformers (BERT) を使用した極
性分類手法

本セクションの内容は, セクション 3 の Step1 に対
応する. BERTは, Devlin et al. [11]により提案された
Transformer ベースの言語モデルである. BERT では,

図 1 本研究のアーキテクチャー

入力内のいくつかのトークンをマスキングし, マスキン
グされた単語を予測することで, うまく双方向の学習を
可能にしている. 本研究では, 日本語 BERTの学習済み
モデルとして，東北大学の乾・鈴木研究室が公開してい
るモデル*2を利用した. 本研究では, Taguchi et al.[12]

の方法を用いて, BERT を用いて二種類のモデル (UP

Model, DOWN Model)作成する. Taguchi et al.[12]の
手法では, レーティングが「買い」に変化したレポート
を 1, 変化のないレポートを 0, 「売り」に変化したレ
ポートを-1 とする. 最終判定の方法は, 表 1 を参照. 本
手法の詳細は Taguchi et al.[12]を参照. また, 本アーク
テクチャーは Sakaji et al.[13] のモデルを BERT に置
き換えたものである. 算出結果についてはセクション 5

を参照.

表 1 極性判定手法
UP Model 判定 DOWN Model 判定 最終判定

0: Neutral -1: Negative -1: Negative

1: Positive 0: Neutral 1: Positive

1: Positive -1: Negative 尤度が高い方
0: Neutral 0: Neutral 0: Neutral

3.2 Transformer+Time2Vec

本セクションの内容は, セクション 3 の Step2 に対
応する. 本セクションでは, Transformer+Time2Vecを
使用した学習手法について述べる. 本手法では, セク
ション 3.1 で作成された極性指標を, Time2Vec でベク
トル化し, その Outputを Transformerの Inputとして
いる.

まず, Transformerに時間の概念を Encodeするため,

Time2Vec を用いる. Time2Vec は, Kazemi et al.[14]

*2 https://github.com/cl-tohoku/bert-japanese
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によって提案された. Time2Vec は, 以下で定式化さ
れる.

t2v(τ)[i] =

{
ωiτ + φi, if i = 0 (1a)

F(ωiτ + φi) if 1 ≤ i ≤ k (1b)

時間スカラー τ に対する Time2Vecは, t2vと定義さ
れる. t2v[i]は, iにおける t2vの要素である. F は, 周
期性を持つ活性関数である. ωi と φi は学習可能なパラ
メータである.

次に, 学習部分に Transformer を利用する. Trans-

former は Encoder-Decoder Model をベースとしてお
り, Self-Attention と Feed Forward Neural Networks

が組み込まれている. Transformer は, Vaswani et

al.[15] によって提案された. また, Transformer の系列
データへの応用はWu et al.[16]で提案されている.

図 2 Transformerのアーキテクチャー

時系列を扱う Transformer のアーキテクチャーは図
2で表現できる. Transformer及び比較手法の評価には,

MAE (Mean Absolute Error), MSE (Mean Squared

Error), RMSE (Root Mean Squared Error), MSLE

(Mean Squared Logarithmic Error) を用いる. 提案手
法に Transformer を選択した理由についてはセクショ
ン 5を参照. 各評価指標の定義は付録 Aを参照.

3.3 ホテリングの T 2 法
本セクションの内容は, セクション 3の Step3に対応

する. 異常検知における異常スコアの算出には, ホテリ
ングの T 2 法を用いる. セクション 3.2 の Output にホ
テリングの T 2 法を当てはめることで異常スコアを算出
する. 転換点検出部分に, ホテリング理論を用いた理由
は, 平均・分散などデータの基本的な分布情報を用るた
め, ChangeFinder[17] をはじめとする変化点検知アル
ゴリズムで発生するパラメータの経験的決定問題を一定
程度回避できると考えたからだ. T 2 法は, Hotelling[18]

により提案された異常検知アルゴリズムである. データ
が D = {x1, ..., xn}で与えられ, 正規分布に従うとする.

これよりデータ D の標本平均 µ̂, 分散共分散行列 Σ̂ が
推定できる. この場合, 観測値 x′ に対する異常スコア
a(x′)は以下で定義される.

a(x′) = (x′ − µ̂)TΣ̂
−1

(x′ − µ̂) (2)

本研究における閾値は, 検証データの最大値をもとに
設定する. 加えて異常検知の性能評価には ROC (Re-

ceiver Operating Characteristic) Curve を用いた. 曲
線下の AUC (Area Under the Curve) は 0から 1の範
囲をとり, 0.7 以上であればモデルの性能が高いとされ
ている. なお, ROC Curve による評価に必要な正解ラ
ベルの付与は著者が手動で行った *3.

4 実験
BERT極性指標作成には, アナリストレポートデータ

(373,050 件) を用いる. データクレンジングには IFIS

社の技術を使用した. データの期間はいずれも 2010/1

～2020/12 とする. 実験では, 全業種極性指標と業種別
極性指標をそれぞれ作成する. 極性指標の作成方法につ
いてはセクション 3.1 を参照. 全業種極性指標は, 業種
別極性指標の出力 (1, 0, -1)をすべて足し合わせたもの
とする. 時系列深層学習モデルの選択には 5つのモデル
を用いた. 1つ目は, Transformer+Time2Vecである. 2

つ目は, Bi-directional LSTM (BiLSTM) である. 3 つ
目は, LSTM である. 4 つ目は, GRU である. 5 つ目
は, Bi-directional GRU (BiGRU) である. データの前
処理として, 全業種・業種別極性指標に対し三か月移動
平均を取る. 各モデルにおける train:valid:test の割合
は, 3:1:1である. また, 各モデルのエポック数は 200と
する.

5 結果
まず, セクション 4 の通り, 全業種極性指標と業種別

極性指標をそれぞれ作成する.

全業種極性指標について, 時系列順に並べて三か月
移動平均を取った結果は, 図 3 のようになる. 次に,

Transformer+Time2Vec と比較モデルにおける実験の
結果を示す.

比較実験の結果は表 2 の通りである. 本研究では,

MAE, MSE, RMSE, MSLE が五つの中で一番小さい
Transformer+Time2Vecを選択した.

*3 正解を 1, 不正解を 0, としてラベル付けを行った.
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図 3 3か月移動平均を取った全業種極性指標

表 2 Model Comparison

Model MAE MSE RMSE MSLE

Transformer+Time2Vec 0.1186 0.0221 0.1485 0.0071

BiLSTM 0.2355 0.0684 0.2616 0.0299

LSTM 0.2243 0.0663 0.2574 0.0296

BiGRU 0.2302 0.0688 0.2622 0.0301

GRU 0.2278 0.0684 0.2616 0.0304

図 4 Learning Curve of Transformer+Time2Vec

また, 全業種極性指標 Transformer+Time2Vec の学
習曲線は図 4で示される. 図 4から過学習等もなく, 100

エポックあたりから Loss が大幅に変化していないこと
がわかる. 業種別極性指標についても同じ傾向がみら
れた.

図 5 Turning Point Detection for All-Industry Po-

larity Index

図 5は全業種極性指標の異常スコアである. 業種別の
結果については付録 Bを参照.

図 6 ROC Curve for All-Industry Polarity Index

図 6はセクション 3の提案手法における ROC Curve

である. AUCの値は 0.82となっている.

6 考察
本研究では, BERTを用いて作成した極性指標を作成

し, Transformer ＋ Time2Vec 及びホテリングの T 2 理
論で転換点検出を実施することで, 市場分析のための新
しい基盤技術を作成した. 第一に, 表 2 については, 5

つのうち Transformer ＋ Time2Vec が一番高い結果と
なった. 本研究では, inputの特徴量を 1（株式と対応す
る業種別極性指標のみ）としたが, 特徴量を 2以上に増
やした場合にも各評価指標の精度改善考えられる. 今後
は inputの特徴量を増やした場合の検証もいたい. 第二
に, 図 6より, AUCの値が 0.82であるため, 本研究で提
案した転換点検出手法が極性指標に対し, ある程度有効
であることが分かった. 今後は, 本手法が市場分析に対
してどの程度有効であるのか, 実際の株価データを用い
て検証を行いたい. 第三に, 閾値の設定について, 検証
データを用いる方法の他に, 分位点やカイ二乗分布を用
いる方法もあるので, 比較検証なども行いたい.

7 まとめ
本研究では, BERTを用いて作成した極性指標を作成

し, 極性指標を Transformer＋ Time2Vecで学習し, そ
の Outputについてホテリングの T 2 理論で転換点検出
を行った. 結果, 本研究で提案した手法が極性指標の転
換点検出においてある程度有効であることがわかった.

また, 本手法をさらに拡張し, 多変量解析を利用した市
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場分析フレームワークの開発などを行いたい.
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Techniques of statistical analysis.

付録 A 時系列深層学習モデルの評価
指標

本セクションでは, 比較実験に用いた比較指標につい
て定義を記す.

MAE =
1

N

N∑
i=1

|yi − ŷi| (3)

MSE =
1

N

N∑
i=1

(yi − ŷi)
2 (4)

RMSE =

√√√√ 1

N

N∑
i=1

(yi − ŷi)2 (5)

MSLE =
1

N

N∑
i=1

(log(yi + 1)− log(ŷi + 1))2 (6)

ŷi は iにおける予測値, ŷi は iにおける実測値を表す.

各評価指標は 0に近いほど良いとされる.

付録 B 業種別極性指標における実証
結果

本付録は業種別極性指標の異常スコアである. 業種の
選択は 33業種の中からランダムに行われた.

図 7 Turning Point Detection for Industry-

Specific Polarity Index
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