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Abstract: Analysis of transaction data between corporations has strong future growth potential in finance 

since financial institutions have the large amount of the data. However, since it is difficult for each 

institution to get such data except the main customers’ one, the data is partial and the application would be 

also limited. We set a similar environment artificially from the only observed data by removing some 

observed transaction links, and evaluate if we could predict the removed links. We show that graph 

embedding could lead to a solution of this problem. 

 

１．はじめに 

金融機関の主要な業務として顧客である企業の与

信がある．この与信業務は，各企業の財務情報に基

づいてしばしば行われるが，企業ごとのそれぞれの

情報だけでなく，その企業がどのような企業と取引

があるか，さらにその取引先企業はどのような企業

と取引があるかといった取引関係データを活用する

ことにより，従来の与信業務を高度化が出来る可能

性がある．例えば，現状の与信判断における精度向

上，システムによる自動化，また与信判断材料が不

足している企業群に対する与信業務の適用拡大とい

ったことなどが考えられる．取引関係と企業成長に

関しても研究が行われており[1]，取引関係データの

活用は大きく期待される． 

しかし，取引関係データを活用する際の大きな課

題として，全ての企業間の取引関係を把握すること

が出来ないことが挙げられる．例えば，1 つの金融機

関では，その機関をメインバンクとしない企業の主

要な取引関係を把握することは出来ないため，得ら

れている取引関係のデータ量は多い一方で，多くの

取引関係が未観測で欠損した状態になっている．そ

のため，取引関係データの活用範囲は限定的なもの

になってしまう． 

上記のような課題に対して，観測出来ていないが

実際には存在している取引関係（以下、潜在取引関

係と記す）を予測することが出来れば，取引関係デ

ータの活用の幅を大きく広げることが可能となる．

そこで本研究では，潜在取引関係を擬似的に設定す

ることにより，その潜在関係を予測する問題を考え

る．そして，そのような予測問題に対して，グラフ

エンベディング[2]と呼ばれる関係性データ（グラフ

データ）から特徴を抽出する手法が有効であること

を示す． 

２．課題に対するアプローチ方法 

問題設定 

ここでのタスクは，潜在取引関係の予測を行うこと

であるが，潜在取引関係に当たるデータは入手が困

難なため，実際にそのような関係を予測して評価を

行うことは出来ない．そこで，次のように擬似的に

潜在取引関係を設定することで，その関係を予測す

る問題に置き換える：  

- ある企業に着目し，その企業が持つ取引関係

をある割合（マスク率）でマスクする 

- マスクされた取引関係を，潜在取引関係と見

なし，それらの予測問題とする 

これにより，未観測の取引関係を予測する問題を，

現状保有するデータにおけるマスクされた取引関係

を予測する問題と見なして考える．実際の課題と照

らし合わせた場合，他の金融機関をメインバンクと

するような企業ならば，マスク率が高い場合に相当

すると考えられる． 
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グラフ分析としてのタスク 

今回扱う取引関係データは，いわゆるグラフデータ

と呼ばれるデータ形式に対応する．グラフデータと

は，ノードの集合  𝑉 と，リンクの集合  𝐸 の組

 (𝑉, 𝐸) からなる．各企業がノード，企業間取引がリ

ンクに対応するグラフと見なすことが出来る．特に，

今回の取引関係の予測は，グラフ分析におけるリン

ク予測の問題に対応する． 

３．グラフ分析手法 

３−１．リンク予測における指標 

 リンク予測とは，あるグラフデータが与えられた

時に，それを手がかりにして，まだ知られていない

リンクが存在するどうかを予測する問題である[3]．

ノード 𝑢 の隣接ノード集合を Γ(𝑢)，隣接ノード数

を |Γ(𝑢)| とする．ノードペア (𝑢, 𝑣) に対して，リ

ンクが存在するかどうかを表す指標として，下記の

ようなものが提案されている： 

 共通隣接ノード指標[4] 

|Γ(𝑢) ∩ Γ(𝑣)| 

2 つのノードの間における共通の隣接ノード数を

表したものである．つまり，共通の隣接ノードが

多いノード同士はつながる可能性が高いことを

表す． 

 Jaccard係数[5,6] 

|Γ(u) ∩ Γ(𝑣)|

|Γ(u) ∪ Γ(𝑣)|
 

共通隣接ノード指標を，ノード 𝑢 とノード 𝑣 の

隣接ノード全体で正規化したものである．つまり，

2 つのノードの隣接ノードの全体の内，大半が重

なるなら，つながる可能性が高いことを表す． 

 Adamic/Adar 指標[7] 

∑
1

log |Γ(w)|
𝑤∈ Γ(u)∩Γ(𝑣)

 

共通隣接ノードの各ノードごとに異なる重みを

設定し，足し合わせた指標である．例えば，どの

ノードともつながるようなノードとの共通リン

クは，めったにリンクを持たないノードのリンク

に比べて情報は多くないと考えられる．この指標

は，そのような重みを考慮して設計された指標と

なっている． 

 優先的選択指標[8] 

|Γ(u)| ∙ |Γ(𝑣)| 

この指標は，共通しているかどうかは関係なく，

そもそも隣接ノード数が多ければ，リンクが存在

しやすいとする指標である．例えば，どのノード

ともつながりやすいノードとは，そもそもつなが

る可能性が高いことを表す． 

３−２．グラフエンベディング 

 上記で挙げたリンク予測の指標は，基本的に各ノ

ードの隣接ノードの情報しか用いていない．一方で，

今回の課題においては，隣接ノードの多くがマスク

されて見えていないような状況であるため,このよ

うな指標は有効ではないように考えられる.そのた

め，隣接ノードの情報だけでなく，さらにそれより

先の隣接関係性まで考慮することが必要である．そ

こで，そのような高次の隣接関係性まで考慮できる

グラフエンベディングと呼ばれる手法をここでは考

える. 

 

 
図 1：グラフエンベディングのイメージ 

 

グラフエンベディングとは，グラフ上の性質を反

映させるように，ノードごとに数値ベクトルを割り

当てるものである．保ちたい性質に依存して，様々

な手法が存在する．代表的な例としては，隣接ノー

ドの関係性を保つために，以下のような最適化問題

を解くことで，𝑑 次元のエンベディング 𝑓 ∶  𝑉 →

ℝ𝑑を求める Laplacian Eigenmaps[9]がある： 

min
𝑓

∑ |𝑓(𝑢) − 𝑓(𝑣)|2

(𝑢,𝑣)∈𝐸

. 

 近年，隣接ノード関係だけでなく，より高次の隣

接関係性を保つようなグラフエンベディングの手法

が複数提案されている[2,10-16]．ここでは特に，計

算コストが少なく，柔軟にグラフの関係性を捉える

ことが可能な node2vec[2]と呼ばれるグラフエンベ

ディング手法を用いる.node2vec は,ランダムウォ

ークによるグラフ上の探索と，その探索された範囲

における（広い意味での）隣接関係を保つようなエ

ンベディングの学習からなる： 
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I. ランダムウォークによるグラフ上の探索 

グラフ上での性質を捉えるために，グラフ上でラ

ンダムウォークを行い，グラフデータをノードの系

列データの集合に変換する．これにより，グラフ上

での隣接関係性は，系列データにおける隣接関係性

として置き換えられる． 

 この系列データにおける隣接関係性は，ランダム

ウォークに大きく依存する．node2vecでは，ノード

位置 𝑢𝑡−1 から 𝑢𝑡  に移動した時，元の位置 𝑢𝑡−1 

からの距離に基づいて，次に移動可能なノード 𝑥 に

対して，次のようなバイアスを設定する： 

𝛼𝑝𝑞(𝑡, 𝑥) =

{
 
 

 
 
1

𝑝
 (𝑖𝑓 𝑑(𝑢𝑡−1, 𝑥) = 0)

1 (𝑖𝑓 𝑑(𝑢𝑡−1, 𝑥) = 1)

1

𝑞
 (𝑖𝑓 𝑑(𝑢𝑡−1, 𝑥) = 2)

 

ここで，𝑑(𝑢, 𝑣) はノード u と 𝑣 の距離を表す．パ

ラメータ (𝑝, 𝑞) がバイアスパラメータであり，例え

ば，𝑝 が q (かつ1)に比べて小さい場合，元いた位

置に戻りやすくなる．逆に，大きい場合は，遠方に

行きやすくなる． 

このような探索により，単純な隣接ノードの関係

性でなく，より広い意味でのグラフ上での隣接関係

性を捉えられると期待できる．今回は，近傍，遠方

に特に偏りがないように探索したいため，𝑝 = 𝑞 =

1 に設定する． 

 

図 2：バイアスランダムウォーク 

 

II. 探索範囲におけるエンベディングの学習 

系列データからエンベディングを学習する手法と

して word2vec[17]を用いる．word2vecでは，似たよ

うな文脈で出現する単語の表現は似ているとする分

布仮説に基づき，単語列の前後で現れる単語を予測

するモデル（Skip-gramモデル）を学習することで，

エンベディングを得る1．この時の前後のコンテキス

                                                           
1 word2vec は，Skip-gram と Continuous Bag of Words

（CBOW）の 2 つの定式化があるが，node2vec では前者

トはウィンドウサイズを設定することにより柔軟に

設定が可能である． 

今回の場合は，ランダムウォークで得られた隣接

関係性に基づいて，似たような関係性を持つノード

が似たような表現になるようにグラフエンベディン

グが学習されることになる．これにより，3-1に記載

した隣接ノード関係だけを考慮した指標では捉えら

れないようなノード間の関係性が捉えられると期待

できる． 

４．実験 

４−１．実験設定 

 ここでは，ある金融機関の 1年間の企業間取引関

係データを用いる．年間で送金、もしくは着金があ

る一定金額以上ある場合に、2 つの企業間に取引が

あるとして重みなし無向リンクを引く．このように

して作成した企業間取引関係グラフを今回の実験対

象とする.企業数約 100万社，約 1,000 万取引関係を

含むグラフとなっている． 

学習データ 

企業を 1 社ランダムに選択し，その企業が持つ取引

関係をあるマスク率でマスクする．ここでマスクさ

れた取引関係が，正解となるテストデータに対応す

る．それに加えて，教師あり機械学習用の訓練デー

タとして，ランダムに 10,000 個の取引関係を選択

し，それらもマスクする.このようにして，マスクさ

れたグラフデータが学習データに対応する． 

評価データ 

評価方法としては，上述でランダムに選ばれた 1 社

に対して，正例（リンクが存在するノードペア）と

負例（リンクが存在しないノードペア）の集合を与

えた場合に，正例をいかに多く当てることが出来る

かどうかの 2値分類問題として評価を行う．正例は，

上述のマスクした取引関係である．負例は，取引関

係を持たない企業からランダムにサンプリングした

ものに加えて，取引関係を持たない取引社数が多い

企業からサンプリングしたものを同じ割合で用意し

て，それらを負例とする． 

今回の対象企業は，図 3 のように取引社数が多い

企業が指数関数的に減少するような分布となってい

る．そのため，ランダムにサンプリングすると，取

引社数が少ない企業が多く抽出される．一方で，取

引社数が多い企業とはリンクがつながりやすい傾向

を用いたモデルが採用されている． 
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があるため，正例の多くは取引社数が多い企業とな

りやすい． 

 

 
図 3：取引社数ごとの頻度分布（次数分布） 

 

つまり，ランダムサンプリングを行うと，取引社数

の大小によって，正例と負例が分かれる傾向となっ

てしまう2．今回は，そのような傾向の違いを捉えら

れるかどうかを検証したいわけでないため，取引社

数が多い企業から抽出した負例を加えたものを評価

データとする． 

評価方法 

上述した評価は，1つの企業に対する評価であり，サ

ンプリングされた企業によって結果は大きく依存す

る．そのため，上述の評価をランダムにサンプリン

グした 20社に対して独立に行い，その平均 ROC-AUC

スコアで評価を行う． 

具体的な評価としては，取引社数ごとに，100-300

社，300-600 社，600-1000 社の 3 つのカテゴリに分

けて，それぞれで実施する．そして，それぞれの評

価において，取引関係のマスク率を，20%，50%，80%

とそれぞれ変えて評価を行う． 

グラフエンベディング（node2vec）の学習 

実装は，Stanford Network Analysis Project（SNAP）

による C++実装を用いる3．上述したように，重みな

し無向グラフとし，ランダムウォークのバイアスパ

ラメータは，𝑝 = 𝑞 = 1．探索は，各ノードを始点と

した 80 長さのウォークを 10 セット実施．エンベデ

ィングのベクトル次元は 128，系列データの隣接ウ

ィンドウサイズは 10として学習を実施した． 

４−２．比較手法 

 グラフエンベディング手法 node2vec を用いた場

合と，3-1 に記載した 4 つの指標（以下，ベースラ

イン指標と記す）との比較を行う．node2vecに関し

ては，2 つのノードから得られるそれぞれのエンベ

ディングベクトル 𝑓(𝑢), 𝑓(𝑣) から，cos 類似度， 

𝑓(𝑢) ∙ 𝑓(𝑣)

|𝑓(𝑢)| |𝑓(𝑣)|
 

を算出することで指標として用いる． 

 また，教師あり機械学習の評価として， 

- ベースライン指標を特徴量としたモデル 

- ノードペアそれぞれの node2vecで得られるエ

ンベディングの要素積を取り，各次元をそれ

ぞれ特徴としたモデル4 

の 2 つを評価する．教師あり機械学習モデルとして

は，勾配ブースティングモデルを使用する．学習用

の正例データは，4-1 の学習データ作成の際に除去

した 10,000 取引関係，負例データは，取引関係がな

い企業ペアからランダムにサンプリングした

10,000取引関係を用いる． 

４−３．実験結果と考察 

表 1 に実験結果を記載した．ベースライン指標に

比べて，高い精度で予測出来ていることが分かる5．

特筆すべきは，マスク率を上げた場合の，精度の減

少度合いである．ベースライン指標では，およそ

0.05程度減少している一方で，グラフエンベディン

グを用いた場合，その半分程度である．これは，保

有している取引データが部分的なものである場合で

も，グラフエンベディングを用いることで取引関係

を予測出来ることを示唆している6． 

ベースライン指標は，隣接ノードの関係性しか見

ていないため，マスク率が高くなるに従って，その

予測精度は急激に減少してしまっていると考えられ

る．一方で，グラフエンベディング（node2vec）は，

マスク率が高い状況でも，その先の隣接関係性まで

捉えていると考えられるため，減少度合いが少なく，

有効に機能すると考えられる．

 

                                                           
2 この場合，リンク数が多いほど高い確率とする優先的

選択指標が最も有効となる． 
3 https://github.com/snap-

stanford/snap/tree/master/examples/node2vec 
4 node2vec を用いたリンク予測の特徴量としては，要素

積を取る以外の方法もあるが，[2]におけるリンク予測の

実験で要素積による特徴が最も精度が高い結果であった

ことから，今回は要素積を選択する． 
5 優先的選択指標に関しては，相手先の企業の取引数に

しか依存しないため，マスク率よる影響はほとんど受け

ない結果となる． 
6 今回の結果は，ランダムに選択された 20社の平均精度

である．1つ 1つの結果で見た場合，ベースライン指標

の方が高いケースもいくつか存在する． 
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取引社

数範囲 

マスク

率 

教師なし学習 教師あり学習 

ベースライン指標 
グラフエン

ベディング 

cos類似度 

ベース 

ライン指標 

グラフエン

ベディング 

共通隣接 

ノード 

指標 

Jaccard

係数 

Adamic/ 

Adar 

指標 

優先的 

選択 

指標 

100-300

社 

20% 0.662 0.679 0.671 0.565 0.796 0.684 0.843 

50% 0.657 0.663 0.665 0.563 0.794 0.666 0.844 

80% 0.613 0.601 0.620 0.565 0.773 0.617 0.815 

300-600

社 

20% 0.657 0.695 0.673 0.523 0.782 0.690 0.838 

50% 0.639 0.673 0.651 0.526 0.770 0.656 0.824 

80% 0.606 0.622 0.614 0.525 0.760 0.594 0.816 

600-

1000社 

20% 0.644 0.671 0.652 0.518 0.765 0.679 0.802 

50% 0.635 0.670 0.642 0.514 0.750 0.655 0.798 

80% 0.588 0.616 0.592 0.512 0.742 0.577 0.783 

表 1：実験結果（20社の平均 ROC-AUCスコア） 

 

残された課題 

今回の評価方法は，着目した企業に対して，取引

関係をあるマスク率でマスクするというような特定

の状況を考えたが，現実的には，ある金融機関をメ

インバンクとしない企業は複数存在するため，マス

クの取り方をより複雑にした設定における評価が必

要になると考えられる．また，リンク予測の性質上，

取引社数が少なすぎると，うまく機能しない．また，

多すぎる場合も問題が困難になると考えられるため，

適用可能範囲を明確にすることも求められる． 

 また，今回は企業ごとのつながりの情報しか使っ

ていないが，企業が持つ属性情報も活用することで，

より高度な予測につなげられると考えられる．例え

ば，今回の分析では，口座を持たない企業，つまり

グラフ内にノードが存在していないものは自動的に

対象外とするが，属性情報用いることで企業間の類

似度の算出が可能となり，全く関係性を持たないよ

うな企業に対してもアプローチが可能となるといっ

た方向性も期待出来る． 

５．結論 

本研究では，取引関係データが部分的にしか得ら

れないという課題に対して，観測出来ていないが実

際には存在する取引関係（潜在取引関係）を保有し

ている取引関係データだけから疑似的に設定するこ

とにより，それらを予測する問題として定式化し，

その問題に対し，グラフエンベディングと呼ばれる

手法が有効であることを示した．これにより，現状

保有しているデータ量だけでは見えない部分の補完

が可能となることから，取引関係データの活用の幅

を大きく広げることが出来ると考えられる． 
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