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Abstract: 金融資産の実証分析において、ボラティリティは金融資産のリスクを表す重要な量で

ある。ボラティリティの推定において、よく利用される手法は、資産価格の収益率時系列をモデ

ル化し、ボラティリティを推定する方法である。このとき、モデルのパラメータは収益率時系列

に合うように推定される。本研究では、金融時系列モデルの１つである GARCH モデルのパラメ

ータ推定に機械学習の手法を用い、パラメータの推定が正しく行えることを示す。また、学習率

の違いによる収束率についても述べる。 

 

 

１．はじめに 

金融における実証分析では、日々変動する金融資

産のリスクを見積もり、そして将来のリスクを予測

することは保有する金融資産を安全に管理するため

に必要不可欠である。リスクを見積もる代表的な指

標としては価格変動の大きさを表すボラティリティ

がある。ボラティリティの変動を予測するための手

法としては、価格時系列の性質を捉えたモデルを構

築し、そのモデルから将来のボラティリティを予測

する方法がある。金融資産価格の時系列の統計的性

質は精力的に調べられており、その結果、多くの金

融資産価格に共通に現れる性質があることが知られ

ている。それらの性質は“Stylized facts”と呼ばれて

いる[1]。Stylized facts として特に重要な性質は次で

ある。 

（１）収益率分布は裾野の厚いファットテイル分

布である。 

（２）収益率の自己相関は短期の相関である。 

（３）絶対値収益率の自己相関は長期相関である。 

（４）ボラティリティクラスタリングを示す。 

 

実証分析では、多くの Stylized facts を再現でき、

かつ予測精度の高いモデルが有用とされる。そのよ

うなモデルの例として GARCH モデル[2-6]があり、

実証分析でよく利用されている。その他に確率的ボ

ラティリティ変動モデルもよく利用されるモデルで

ある。 

モデルを利用する場合、モデルのパラメータを時

系列データにもっとも合うように推定する必要があ

る。そして、推定されたパラメータの下で将来のボ

ラティリティ変動を予測する。 

推定方法としては、最尤法やベイズ推定等が存在

する。確率的ボラティリティ変動モデルのように、

ベイズ推定が有効な推定法とされているモデルもあ

る。ベイズ推定の実行には、マルコフ連鎖モンテカ

ルロ法が良く利用される。そのため、有効なマルコ

フ連鎖モンテカルロ法の開発も重要な課題として研

究がなされている。 

本研究では、GARCH モデルのパラメータ推定を

機械学習によって実行し、パラメータが正しく決定

できるかどうかを調べる。 

 

２．GARCHモデル 

本研究では、GARCH モデルの中で最もシンプル

な３つのパラメータを持つ GARCH(1,1)モデル[2]を

用いる。価格時系列を tr {t=1,…,N}とすると、

GARCH(1,1)モデルは以下で記述される。 

tttr                 （１） 

2

1

2

1

2

  ttt r        （２） 
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ここで、 2

t は分散、 t は正規乱数を表している。

このモデルにおいて、パラメータは  , ,の３

つである。これらのパラメータを時系列データに

もっとも合うように推定する。 

 

３．ベイズ推定 

ベイズの定理を利用することによって、時系列

tr が与えられたもとでパラメータ ),,(  

の従う確率分布 )|( trp  が以下のように与えられ

る。 
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ここで、 )|( trL は尤度関数、 )( はパラメータ

の事前分布である。 )( trf は規格化定数にあたる

が、ベイズ推定をマルコフ連鎖モンテカルロ法で

実行するときには、重要ではない。 

GARCH モデルの )|( trL は、以下で与えられる。 
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ベイズ推定において、パラメータの推定値は確

率分布 )|( trp  のもとでのパラメータの期待値

i として与えられる。ここで、(𝜃1, 𝜃2, 𝜃3) =

(𝛼, 𝛽,𝜔)と置いた。 

  drp tii )|(       （５） 

一般には、上記の積分は解析的には行えないので、

マルコフ連鎖モンテカルロ法によって期待値

i を見積もる。機械学習による結果との比較のた

めに、ベイズ推定よるパラメータ推定も実行する。

マルコフ連鎖モンテカルロ法には様々な手法が

あり、GARCH モデルにもいくつかの手法が試さ

れている[7,8]が、本研究では多変量スチューデン

ト分布を提案分布に用いた Metropolis-Hastings 法

を用いた[9-14]。 

 

４．機械学習による推定 

 機械学習によるパラメータ推定が正しく行えるか

ど うかを 見 るた めに、 まずパ ラメー タ を

)05.0,6.0,3.0(,,  に設定した人工の時系列デー

タを生成し、そのデータを利用して正しいパラメー

タ推定ができるかどうかを決定する。 

図１：人工時系列データ )05.0,6.0,3.0(,,   

 

図１は )05.0,6.0,3.0(,,  に設定し、（１）及び

（２）式によって生成した時系列長 N=2000 のデー

タである。このデータから逆に生成に使ったパラメ

ータを推定する。 

モデルの対数尤度から損失関数を以下のよう

に定義し、機械学習によって最適化を行う。 
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最適化には Adam optimizer[15]を利用した。実行

に際し利用した計算機環境は表１である。 

 

表 1: 計算機環境 

CPU  Intel Core i7-8700  

3.20GHz 

Memory 16GB 

OS Windows 10 

TensorFlow[16] Version 1.9.0 

Python Version 3.6.6 

 

パラメータの初期値は )1.0,8.0,1.0(,,  に設

定し、Adam optimizer の学習率(LR)は様々な値

を用いてパラメータの収束を調べた。その結果、

LR=0.0001～0.005 の値においては正しい値に収

束することを確認した。そして、LR=0.005 を超
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えるあたりから不安定となり収束しない結果と

なった。 

 

図 2：パラメータα 

 

図 3：パラメータβ 

 

図 4：パラメータω 

 

図 2～4 は様々な LR に対するパラメータ

 , ,の収束の様子を表している。LR=0.005ま

で、LR が大きいほど速く正しい値に収束してい

る。 

機械学習とベイズ推定による実行結果は、表２

にまとめてある。機械学習によって求められた値

と設定値は非常に似た結果となっており、機械学

習によって正しい結果が求められている。 

 

表２：推定結果 

   β   

設定値（真値） 0.1 0.80 0.1 

機械学習 0.0967 0.802 0.0991 

ベイズ推定 0.103 0.779 0.115 

 

次に、学習率による収束の速さについて調べる。

学習率ごとの収束の速さ（収束率）を以下のよう

に測定した。まず、真値に収束した後の損失関数

の値を最小値として、誤差を損失関数の最小値か

らの乖離として定義する。 

Error=損失関数（iteration）―損失関数の最小値 

 
図 5：学習率の違いによる誤差減少の違い  

 

図５はこのように定義した誤差がどのように

減少していくかを表している。収束は LR が大き

いほど早く、誤差の小さい領域では指数関数的に

減少しているように見える。そこで、誤差の小さ

い領域で誤差を )exp( xa  の関数でフィット

する。ここで、a とμはフィッテイングパラメー

タ、xは iterationである。フィッテイングによっ

て求めたμの値をプロットしたのが図６である。

μが大きいほど収束が速いことを意味するので、

学習率が大きいほど収束が速くなることを示し
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ている。但し、学習率が 0.005を超えると不安定

となり収束しない。 

 

図 6：μと学習率(LR)の関係 

 

５．まとめ 

本研究では、金融時系列モデルの１つである

GARCH モデルのパラメータ推定を機械学習の手法

（Adam optimizer）によって実行した。予め、パラメ

ータ値の分かっている時系列を利用し、機械学習に

よるパラメータ推定を行った結果、正しい結果が得

られることを確認した。また、Adam optimizer の学

習率を変えて実行し、学習率が大きいほど正しい値

への収束が速いことが分かった。但し、学習率があ

る値を超えると、収束が不安定となることも分かっ

た。 
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