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Abstract: 本研究では，ニューラルネットワークを使用した時系列データの生成手法を提案する．株
価のような現実の金融市場における時系列データは不規則にサンプリングされる場合が多く，更にそ
のノイズ構造は独立同分布や Brown運動（正規分布）よりも複雑であると言われている．このような
特性を持つ時系列データを生成するために，Brown運動をベースとした Neural Stochastic Differential
Equation（SDE）モデルを拡張・一般化し，長期記憶特性を示すHurst指数が半分より大きい非整数階
Brown運動に基づくNeural Fractional SDE-Net（fSDE-Net）を提案する．また，理論的には fSDE-Net
の数値解析手法を確立し，fSDE-Netの解の存在と一意性を示す．更に，人工データと実データを用
いた実証分析を行い，fSDE-Netモデルが時系列データの Hurst指数などの分布特性をうまく複製で
きることを示す．

1 はじめに
時系列データは様々な分野で現れ，そのモデリング
は，時間発展の背後にある現象をより深く理解したり
将来のシナリオを予測するための基本的な道具である．
近年，深層学習（DNN）を用いた時系列データに特化
した生成モデルが注目されている．特に，画像生成分野
での [1]による Generative adversarial network（GAN）
の成功（[2]）によって時系列データの生成においても
GANが利用されている（[3, 4, 5, 6]）．一般に，時系
列データは，時刻でインデックスが付けられ，時間的
に等間隔に連続した時点でサンプリングされた一連の
データである．しかし，時系列データが不規則にサン
プリングされることも考えられる．実際例えば，金融
データ（典型的には株価）は通常は営業日のみサンプ
リングされる．このように入力データのサンプリング
が不規則な場合，時系列モデルが DNNのように十分
な表現力を持っていても，ダイナミクスの学習は困難
であると考えられる．このような課題を克服するアプ
ローチとして，DNNと微分方程式（ordinary diffferential
equation, ODE）の数値解法を組み合わせたNeural ODE
モデル（[7]）が時系列データ生成の新しい方向性を示
す手法として提案された．[8]は，ResNet（[7]）の時
間的極限操作によって，ODEとして解釈できることを
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指摘した．その後 [9]は，ODE-Netの応用として不規
則にサンプリングされた時系列データを生成した．一
般に，ResNetの代わりに Neural ODEを用いることで
パラメータの数が大幅に削減され，メモリを大幅に節
約することができる．また，損失関数の勾配を計算す
る際に双対法を利用することができ，微分方程式を効
率的に計算できる．Neural ODEが提案された後，いく
つかの論文で，Brown運動によって駆動される確率微
分方程式（stochastic differential equation, SDE）を利用
して攪乱項をODEに導入されており，これらはNeural
SDEと総称される．観測データのノイズ項をモデル化
するとき，ノイズが独立かつ同一分布に従っていれば，
Brown運動は最も自然な選択である．しかし，実際の
時系列データには，金融データのようにノイズの増分
が時間的に相関を持つ場合など，Brown運動よりも複
雑なノイズ構造をもつ場合がある．また，Neural ODE
のように ResNetから時間極限をとって Neural SDEを
導出する場合にも，ノイズ項は必ずしも Brown運動に
限定されない．実際，例えばドロップアウトやランダ
ム初期化によってノイズ項を独立同分布として与えて
も，学習の進行やバッチ由来のランダム性を考慮する
ことで層を跨いだ相関を持つことがある．
これらの観点から，より現実的な方法でノイズをモデ
ル化する候補として，非整数階Brown運動（[10]）が挙
げられる．非整数階Brown運動（fBm）は，0から 1の
間の値をとる Hurst指数と呼ばれる実数H でパラメー

人工知能学会研究会資料 
SIG-FIN-028

78



タ付けられた連続値確率過程である．fBmはH = 1/2

のとき標準Brown運動に一致することが知られており，
標準Brown運動の一般化になっている．また，Hurst指
数が大きくなると，fBmは時間的に長期の相関を示し，
サンプルパスの正則性が改善し、解析が容易になる．

fBmは気象，通信，経済，ファイナンスなど多くの
応用分野で重要なモデルである [11]．特に数理ファイ
ナンスの分野では，fBmを用いたモデルが複数提案さ
れ，現実の市場を適切に記述するためのアプローチと
して多くの成果を上げている [12]．例えば [13]は，一
般的な株式リターンに長期記憶性があることを指摘し
た．一方で，市場のボラティリティは短期的に観察する
とパスの正則性が低いことが報告されている．前述の
fBmの性質により，この 2つの視点はそれぞれHurst指
数H > 1/2、H < 1/2の fBmによって再現できる．一
方，fBmを用いたモデルでは，裁定機会の存在がしば
しば証明されるが，同時に取引にコストがかかると裁
定取引が不可能になることも示されており，より自然
な現実のマーケットの記述として注目されている．すな
わち，このような実際の金融市場における時系列デー
タ性質は，fBmをノイズとして用いる強い動機付けと
なる．そこで，本論文では既存のNeural SDEを一般化
し，特に H > 1/2の場合の非整数階 Brown運動を用
いて時系列の長期記憶性を反映させる新たなな時系列
生成モデルを提案する．
本研究の貢献は以下の通りである．

• まず SDE-Netを fBmを用いて拡張した fSDE-Net
を提案した．理論的解析として，fSDE-Netの解
の存在と一意性および Euler法による数値解の収
束性を証明した．

• 次に fSDE-Netの応用として，株式市場の時系列
データに対する生成モデルを構築した．数値実験
により，複数の生成モデルと比較することで元の
時系列の分布特性，特に長期記憶性を再現するこ
とができることを示した．

2 先行研究
Neural SDE: Neural ODEにノイズ項を加え拡張し，SDE
を考えるのには次の 2つの動機がある．第一の動機は，
入力データ自体のランダム性を考慮することである．
[14]と [15]では，[16]で導入した離散版である深層潜
在Gaussモデルの連続的な拡張として SDEが考えられ
ている．一方，[17]はDNNの変換を力学系の確率的な
状態変化と見なしすことで不確実性をモデル化するた
めに SDEを検討し，特に分布外検出タスクに適用して
いる．また，[18]は時系列の生成モデルとして Neural
SDEを用いた．SDEを考慮する第二の動機は，ニュー

ラルネットワークのパラメータのランダム化である．こ
の点に関して，[19]はノイズ項を例えばドロップアウ
ト正則化効果として与え SDEを考えることにより汎化
性能と敵対的頑健性が改善されることを示した．一方，
[20]は正則化効果に限定せず，重みとバイアスがランダ
ムに与えられると仮定し，より一般的な設定で Neural
SDEを導出した．
他の Neural Differential Equationモデルの拡張: Neural
ODEの拡張は SDE以外にもいくつか存在する．例え
ば，[21, 22]では観測データにジャンプがある場合を考
え，どちらのモデルもランダムな時間にジャンプがある
Neural ODEで記述されている．また [21]は，時間的な
発展は連続的で，確率的な事象の発生により中断され
る可能性があるシステムを考察している．これに対し
て，[22]は 2つの観測値間の条件付き期待値を Neural
ODEを用いてモデル化し，新しい観測が行われるたび
にジャンプするモデル化を行っている．一方，[23]は
Controlled ODE（CDE）によってNeural ODEモデルを
拡張できることを示し，RNNの連続表現としてNeural
CEDを提案した．

3 準備
3.1 非整数階 Brown運動
ここでは，非整数階ブラウン運動の定義と基本的な
性質について概説する．H ∈ (0, 1)を定数とする．平
均 0の実数値Gauss過程BH = {BH

t }t≥0がHurst指数
H の非整数階 Brown運動（fractional Brownian motion,
fBm）であるとは，ほとんど確実に BH

0 = 0かつ，任
意の s, t ≥ 0に対して次を満たすときをいう．

Cov(BH
s , BH

t ) =
1

2
(|t|2H + |s|2H − |t− s|2H). (1)

fBm は H = 1/2 のとき，標準 Brown 運動と一致す
る．また，fBm から {BH

t+1 − BH
t : t = 0, 1, . . .} と

いう新たな離散確率過程を考えることができ，これを
非整数階 Gaussノイズ（fractional Gaussian noise, fGn）
という．fBm の増分は H > 1/2 (H < 1/2) のとき
正 （負）の相関をもつことは定義から明らかである．
また，BH

t −BH
s ∼ N (0, |t−s|2H)なので，fBmは定常増

分である．特に，Kolmogorov-Chentsov連続性定理によ
り，Hurst指数Hの fBmのほとんど全てのパスは，任意
の ε > 0に対して (H−ε)-Hölder正則性を持つ．すなわ
ち，任意の s, t ≥ 0に対して，|BH

t −BH
s | ≤ C|t−s|H−ε

を満たす C > 0が存在する．換言すれば，fBmのサン
プルパスは Hurst指数が大きくなるほどパスの正則性
が向上する．（図 1参照．）
次に，確率過程の長期記憶性を定義する．X = {Xt}t≥0

を確率過程とし，その増分を Xs,t = Xt −Xs と書く．
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(a) H = 0.1 (b) H = 0.25 (c) H = 0.5 (d) H = 0.75 (e) H = 0.9

図 1: 種々の Hurst指数に対する非整数階 Brown運動のサンプルパス．

このとき，確率過程Xの増分が長期記憶性を持つとは，
任意の h > 0に対して

∞∑
n=1

|Cov(X0,h, X(n−1)h,nh)| =∞

が成立することをいう．(1)式から，fBmの増分に対し
ては H > 1/2のときのみ長期依存性を持つことがわ
かる．

3.2 Hurst指数の推定
ここでは [24] に倣い，時系列データに長距離依存
性があるかを検定するための R/S 統計量を定義する．
X = {Xt : t = 0, 1, . . . , T}を離散時系列とし，X の時
刻 T における RT を次で定義する．

RT = max
0≤k≤T

k∑
t=0

(Xt −XT )− min
0≤k≤T

k∑
t=0

(Xt −XT )

ここで，XT = (1/T )
∑

0≤t≤T Xt は標本平均である．
更に，標本標準偏差 ST を次で定義する．

ST =

(
1

T

T∑
t=0

(Xt −XT )2
)1/2

.

このとき，RT /ST を R/S 統計量という．[24]におい
て，fGnの T−H(RT /ST )が T →∞のとき定数に確率
収束することが示されている．このとき特に，R/S 統
計量は漸近的に次の関係を満たす．

log(RT /ST ) = H log T + const. + op(1) (2)

ここで，op(1)は T → ∞のとき 0に収束する項であ
る．この等式を用いて，Hurst指数は (2)式の線形回帰
式によって求めることができる．

3.3 非整数階 Brown運動で駆動される確率
微分方程式

提案手法である fSDE-Net を実装するため，Brown
運動を fBmに置き換えた SDEを考察する．以下，簡

単のためにドリフトとボラティリティが時間的に一様
であると仮定し，以下のような fBmによって駆動され
る SDEを考える．

Xt = X0 +

∫ t

0

b(Xs)ds +

∫ t

0

σ(Xs)dB
H
s . (3)

SDE(3)式の解を定義するためには，fBmに関する確
率積分を定義する必要がある．しかし，Hurst指数 H

を持つ fBmは H 6= 1/2のときセミマルチンゲールで
ないことが知られているため，通常の Itô積分の意味で
は定義できない．しかし，前述の通り非整数階 Brown
運動のパスは Hurst指数が大きいほど高い Hölder正則
性をもつ．H > 1/2 の場合には、このようなパスの
正則性を利用して fBmに関する積分を以下のように定
義することができる．以下，[0, T ] 上のすべての実数
値 α-Hölder連続関数の集合を Cα([0, T ])と表記する．
f ∈ Cα([0, T ])及び g ∈ Cβ([0, T ])を実数値関数とす
る．このとき，α + β > 1ならば次の積分は収束する
ことが [25]で知られている．∫ T

0

f(t)dg(t) = lim
|∆|→0

n−1∑
i=1

f(ti)(g(ti+1)− g(ti)).

ここで，∆ = {0 = t0 ≤ t1 ≤ · · · ≤ tn−1 ≤ tn = T}は
[0, T ]の分割であり，|∆| = max0≤i≤n−1 |ti+1 − ti|と
定義した．この積分は Young積分と呼ばれる．以上の
結果をもとに，X = {Xt : t ∈ [0, T ]}が (3)式の SDE
の解であるとは，fBmに対する積分が Young積分で定
義されるX のほとんどすべてのパスが (3)式を満たす
ことと定義する．
次に，(3)式の SDEの well-posednessについて述べ
る．輸送項 bと拡散項 σが十分滑らかな関数であれば，
(3)式の解は fBmと同じ正則性を持ち，H > 1/2のと
き fBmに関する積分が well-definedとなると期待され
る．実際，次のように (3)式の解の一意解の存在が保証
されている．Cm

b (R)を，次数 mまでの導関数が有界
であるようなm階連続微分可能な実数値関数の集合と
する．

Proposition 3.1. H > 1/2かつ b, σ ∈ C2
b (R)を仮定す

る，このとき，(3)式は唯一の解をもつ．
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4 提案手法:fSDE-Net
ここでは提案手法である fSDE-Net と先行研究であ

るNeural ODE（SDE）との対応を述べる．残差マップ
f(ht, θt)をもつ多層 ResNetのブロックを次のように表
現する．

ht+1 = ht + f(ht, θt). (4)

ここで，t ∈ {0, . . . , T}かつ htは i番目の ResNet層の
入力であり，ht+1は次の層への出力である．ResNetの
パラメータを θt と書く．(4)式において，層数を追加
し時間無限小の極限をとると，隠れ層の連続表現は次
の微分方程式（ODE）として書ける．

dht

dt
= f(t, ht, θ).

この関係式を利用したネットワークが Neural ODEで
ある．この式に Brown運動 B = {Bt : t ∈ [0, T ]}で駆
動されるノイズ項を追加すると，

dht = f(t, ht, θ)dt + g(t, ht, θ)dBt.

となり，これがNeural SDEに対応する．Neural SDEで
は，時系列のトレンド部分は輸送項ネットワーク f で
学習し，ノイズの影響は拡散項 gで学習する．我々の
提案する fSDE-Netは，Neural SDEにおいて Brown運
動でモデル化されたノイズを fBm BH に次のように一
般化するものである．

dht = f(t, ht, θ)dt + g(t, ht, θ)dBH
s .

4.1 数値計算スキーム
提案手法である fSDE-Netを実装するためには，SDE(3)

を数値的に解く必要がある．Hurst指数が H > 1/2よ
り大きい場合は古典的な Euler法が有効である．ここ
では離散化解の収束を保証する結果を述べる．Xn =

{Xn
i/n : i = 0, . . . , bnT c}を Xn

0 = X0 及び次の漸化式
により定まる離散系列とする．

Xn
(i+1)/n = Xn

i/n + b(Xn
i/n)

1

n

+ σ(Xn
i/n)(BH

(i+1)/n −BH
i/n).

Xn を単関数を用いて [0, T ] 上の連続時間過程に拡張
し，同じ記号を用いて Xn

t = Xn
⌊nt⌋/n と表す．このと

き，離散化した解 Xn の連続解への収束について，次
の命題が成立する．（証明は [26]を参照．）
Proposition 4.1. H > 1/2とし，輸送項および拡散項が
b ∈ C2

b (R)と σ ∈ C3
b (R)を満たすとする．X = {Xt :

t ∈ [0, T ]} を (3) 式の唯一解とし，Xn = {Xn
t : t ∈

[0, T ]}を上のように定義する．このとき，n → ∞で
n2H−1‖Xn

· − X·‖L∞([0,T ]) はほとんど確実にある確率
変数に収束する．

上の命題により，離散化された解は精度 O(n1−2H)

で (3)の解に収束することが保証される．

4.2 誤差逆伝播法
ODE-Netに実装された高速な数値解法である双対法
を fSDE-Netに対しても実現するために，ここでは fSDE
の解のパラメータ微分ついて述べる．ある空間Θにパ
ラメータを持ち，各 θ ∈ Θ に対して次の Hurst 指数
H > 1/2の次の SDEに従う系列を考える．

dXt = b(θ,Xt)dt + σ(θ,Xt)dB
H
t . (5)

ここでは簡単のため，パラメータ空間 Θはユークリッ
ド空間の開集合であると仮定する．L : C([0, T ]) → R
を作用素とする．fSDE-Netにおいては，作用素Lは損
失汎関数で，ニューラルネットのパラメータ θに対する
勾配を計算する必要がある．このとき，損失汎関数が
ある良い性質を満たしていれば，合成関数の微分に関
する連鎖率により，∂θL(X·)(θ) = DL(X·)◦∂θX·(θ)が
各 θ ∈ Θに対して成り立つ．ここで，DLは C([0, T ])

の各要素をC([0, T ])上の線形汎関数の空間へ移す汎関
数 Lの Fréchet微分である．上記のように fSDEの解
をパスごとに与えれば，(5)式はODEとして解釈でき，
次の結果が容易に証明できる．

Theorem 4.2. 各 θ ∈ Θに対して，Xt = Xθ
t を (5)式

の唯一の解とする．b, σ : Θ× R→ Rは θ ∈ Θおよび
x ∈ Rで微分可能であり，各 θに対して，
bθ(θ, ·), bx(θ, ·), σθ(θ, ·), σx(θ, ·) ∈ C2

b (R) を仮定する．
このとき，各 θ ∈ Θに対して，Yt = ∂θXt は次の確率
微分方程式を満たす．

dYt = (bθ(θ,Xt) + bx(θ,Xt)Yt)dt

+ (σθ(θ,Xt) + σx(θ,Xt)Yt)dB
H
t .

(6)

Proof. (5)式を積分表記すれば，仮定より積分記号下で
の微分を適用することで (6)を導出できる．またこのと
き，(6)式のwell-posednessは仮定より保証される．

5 fSDE-Netによる金融時系列生成モ
デル

5.1 fBmによる金融時系列モデル
数理ファイナンスでは，時系列は通常，標準 Brown
運動で駆動される SDE を用いてモデル化される．一
方，より現実的な市場を表現するために，fBmを用い
たモデルも複数提案されている．例えば，株価過程S =

{St : t ≥ 0}に対しては，非整数階 Black-Scholesモデ
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Algorithm 1 Optimization of fSDE-Net generator

Input: {S0, . . . , ST } - the stock price process until time
horizon T , sample size M , learning rate η, number of
optimization steps k

Output: (θb, θσ) - the optimized parameter for fSDE-Net
generator with some Hurst index H

while not converged do
for k steps do

Let {Ŝ(i)
0 , . . . Ŝ

(i)
T }Mi=1 be the realization of gen-

erated paths of size M and let pθ(t, ·) be the pdf of r̂t.
Compute the gradient of loss function

L(θ) = − 1

T

T∑
t=0

log pθ(t, logSt).

Descent parameters: θ ← θ − η∇θL(θ).
end for

end while

ル（[27]）や長期記憶確率ボラティリティモデル（[28]）
などが知られている．

• H 6= 1/2である非整数階 Black-Scholesモデルは
次のように記述される．{

drt = rdt

dSt = rtStdt + σtStdB
H
t

• H > 1/2でありW = {Wt : t ≥ 0}をWiener過
程として長期記憶確率ボラティリティモデルは次
のように記述される．{

dSt = rStdt + σtStdWt

dσt = ασtdt + βdBH
t

株価の時間発展が上記のモデルで記述されるとき，裁
定取引の機会が存在することが知られている．一方，取
引コストが存在する場合には裁定取引の機会が実現され
ないことも同時に証明されている．このことから，金融
時系列を fBmでモデル化することは合理的であり，同
時にパスの長期記憶性を考慮することが可能になる．以
下では，対数価格過程の時間発展 logStが以下の SDE
で記述されると仮定する．

d(logSt) = b(θ, logSt)dt + σ(θ, logSt)dB
H
t (7)

輸送項 bと拡散項 σをニューラルネットワーク（NN）
により定め，それらを NNパラメータ θについて最適
化する．

5.2 ニューラルネットワークの構成
ニューラルネットワークによって (7) 式の輸送項と
拡散項を近似するために，以下の L-層の多層パーセプ
トロン（MLP）をニューラルネットワークとして使用
する．

hℓ
i =

Nℓ−1∑
j=1

wℓ−1
ij xℓ−1

j + bℓ−1
i , xℓ

i = φ(hℓ
i)

ℓ = 1, . . . , Lかつ i = 1, . . . , Nℓ である．このとき，x0

と xLをそれぞれ入力データと出力データとし，NN関
数は xL = fθ(x0)を満たし，θ = {wℓ

ij , b
ℓ
i}i,j,ℓ とする．

以降，Θを θが値をとる NNパラメータの空間とする．
このとき，fSDE-Netの解の存在と一意性が成り立ち，
更に数値解法の精度保証が成立する．
Theorem 5.1 (Informal). H > 1/2とする．ニューラル
ネットワーク構造が MLP で与えられ，活性化関数が
tanhの (7)式の fSDE-Netの生成器は一意解を持ち，更
に陽的 Euler法を用いて数値的に解くことができる．
Proof. 活性化関数 tanh は滑らかであり，任意の次数
の導関数が有界であることに注意する．従って，関数
の合成が正則性と有界性を遺伝することに注目すると，
ニューラルネットワーク関数 fθ は，任意の θ ∈ Θ に
対して命題3.1および4.1の仮定を満たすことがわかり，
証明が完了する．

5.3 アルゴリズム
以下では，S0, . . . , ST を過去の株価とする．数値計
算の都合上，元データを対数リターン過程 {r0, . . . , rT }
に変換し標準化することで，rt = log(St+1/St)が平均
0、分散 1になるようにする．この前処理の後，輸送項
と拡散項がMLPで与えられる fSDE(7)式を，パラメー
タ θ ∈ Θについて解き，その連続解を入力データの離
散観測点に射影することで系列 Ŝ0, . . . , ŜT を生成する
ことができる．このように，fSDE-Netは不規則にサン
プリングされた入力系列から元の経路と同じタイムス
タンプを持つ合成パスを生成することが可能である．
この方法によりM 個のサンプルパスを作成し，i番
目の実現を {Ŝ(i)

0 , . . . , Ŝ
(i)
T }で表す．次に，最尤推定法

を適用して NNのパラメータを最適化し，より現実的
なパスを生成することが可能になる．各タイムスタン
プ t ∈ 0, 1, . . . , T に対して，pt(θ, ·) を対数リターン
rt = log(Ŝt+1/Ŝt)の確率密度関数とし，次の対数尤度
を最大化する．

L(θ) =
1

T

T∑
t=0

log pθ(t, logSt).
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表 1: 非整数階 OU過程（fOU）と SP500（SPX）の各パフォーマンス指標．太字は最も良いものを表す．

データ 手法 Hurst指数 周辺分布 ACF 加重 ACF R2

fOU

元系列 0.9（真値） - - - -
RNN 0.490 ± 0.105 1.070 ± 0.026 1.582 0.985 -17.470 ± 2.217
SDE 0.495 ± 0.119 1.619 ± 0.065 1.709 1.123 -204.401 ± 56.750
fSDE 0.866 ± 0.120 0.233 ± 0.143 3.487 1.805 -1.934 ± 1.855

SPX

元系列 0.591 - - - -
RNN 0.479 ± 0.094 0.473 ± 0.012 2.715 1.404 -3.185 ± 0.401
SDE 0.513 ± 0.115 0.232 ± 0.067 3.052 1.720 -2.844 ± 1.282
fSDE 0.529 ± 0.121 0.383 ± 0.062 2.785 1.469 -4.036 ± 1.132

(a)元系列 (b)生成したパス

図 2: (a)S&P500 の対数価格と (b)fSDE-Net で生成した対数
価格のパスの比較．

あるいは，同様に NNのパラメータ θ ∈ Θについて，
L(θ) = −L(θ)という損失関数を最小化する．
ここで，対数リターン分布は正規分布に従うと仮定し，
時刻 tにおける各尤度は平均と分散を {r̂(1)t , . . . , r̂

(M)
t }

として計算した正規分布の確率密度関数を用いて近似
している．ここで，r̂

(i)
t は時間 tにおける i番目の生成

されたパスの対数リターンである．fSDE-Netの正確な
ステップはアルゴリズム 1に記載されている．パラメー
タ θに対する損失の勾配を計算するために，効率的な
計算と省メモリを実現するために，定理4.2が役立つ．

6 実験
6.1 実験設定
本研究では次のデータ群を利用する．

人工データ: 人口データとして，次の確率微分方程式
で記述される非整数階Ornstein-Uhlenbeck (OU)過程を
用いる．

dXt = αXtdt + βdBH
t .

ここで，α = −0.05，β = 0.1，H = 0.9 とした．特
に α < 0の場合，定常性が成り立つことが知られてい
る．非整数階 OU過程の実現値は，区間 [0, 1]を 1000
個に分割することにより生成した．そのうち最初の 900
サンプルを訓練に使用し，残り 100個をテストに使用
する．

マーケットデータ: 実データとしては，Bloombergから
取得した 2000年 1月から 2021年 11月までの S&P500
指数（SPX）の終値を使用する．訓練には 2020年 12月
までのデータを使用し，残りをテストに使用する．SPX
のR/S統計量による推定Hurst指数は先行研究 [29]で
得られている値に近い 0.591であり，この観測区間に
おける長期記憶性を示している．

fSDEの数値解法を使用することで，fSDE-Netによる
時系列データを生成できる．図 2は，SPXの原系列と
fSDE-Netによって生成された SPXの対数リターンの
サンプルパスの比較を示している．次に，いくつかの
基準に基づいて fSDE-Net から生成された時系列デー
タを定量的に評価する．比較のため，既存の時系列生
成モデルとして再帰的ニューラルネットワーク（RNN）
及び SDE-Netを使用する．ネットワーク構造としては，
SDE-Net及び fSDE-Netは 20個の隠れユニットをもつ
2層MLPを使用し，RNNに対しては 40個のユニット
を使用する．

6.2 評価指標
生成された時系列データが長期記憶性を持つかどう
かをHurst指数を用いて確認するほか，生成されたパス
を元のパスと比較するために，ここでは周辺分布，依
存性，予測スコアという基準を用いて評価する．

Hurst指数: Hurst指数 H を前述 [24]の方法で推定す
る．具体的には，R/S 統計量が (2)式を満たすことを
利用し最初の 100データを除去した後に線形回帰によ
り Hurst指数を推定する．Hurst指数の値を比較するこ
とで，H > 1/2かどうか，すなわち長期記憶性をもつ
かどうかを確認する．

周辺分布: 元の時系列データと生成されたデータの経
験分布を比較する．ρと ρ̂を、それぞれ元のデータと
生成データのパスの経験確率密度関数とする．このと
き，B = {B1, . . . , BK}に対して，

1

2

∑
B∈B
|ρ(B)− ρ̂(B)|

人工知能学会研究会資料 
SIG-FIN-028

83



図 3: 対数リターン過程のヒストグラム（左列）とコレログラ
ム（右列）について，生成したパスと元データの S&P500指数
で比較したもの．RNN（上段），SDE-Net（中段），fSDE-Net
（下段）．

を元データと生成されたデータの分布間距離とする．こ
こで，B ∈ Bに対して ρ(B) = |B|−1

∫
B
ρ(x)dxと定義

した．ρ̂についても同様に定義される．また，上記距
離は [0, 1]に値を取る．

依存性: 以下，r0:T = (r0, . . . , rT )と書く．また，γ(τ) =

Corr(|rt|, |rt+τ |)をラグ τ の絶対値対数リターンの相関
係数とし，C : RT → [−1, 1]S : r0:T 7→ (γ(1), . . . , γ(S))

をラグ S ≤ T − 1までの自己相関係数とする．このと
き，[5]に基づき次を ACFスコアとして使用する．

ACF =

∥∥∥∥C(r0:T )− 1

M

∑
1≤i≤M

C(r̂
(i)
0:T )

∥∥∥∥
2

ここで，‖ · ‖2はユークリッド距離である．更に，次の
ような加重ACFスコアを用いて，自己相関がラグが大
きいときに減衰するかどうか（すなわち裾が重いか）を
検証する．

ACFw =

∥∥∥∥C(r0:T ) ◦ w − 1

M

∑
1≤i≤M

C(r̂
(i)
0:T ) ◦ w

∥∥∥∥
2

.

ここで，◦はHadamard積であり，w = (2i/(S+1))i=1,...,S

を重みとして使用する．

予測力: 最後に，将来の時間発展を予測できるかどう
かを評価するために，テストデータで計算された決定
係数 R2 を比較する．

6.3 結果
表 1は，学習率 0.04のAdamを最適化ソルバーとして
使用し，100ステップの計算を行った場合の性能指標を示
したものである．表中のHurst指数を見ると，fSDE-Net
は他の手法に比べて高い値を示している．特に，fSDE-
Netで生成されたサンプルパスは長記憶性を示してい
る．また，非整数階 OU過程においては，fSDE-Netは
より良い周辺分布を生成することができる．一方，SPX
に対する値を見ると，fSDE-Netは他の手法と比較して
優位性がないように見える．（図 3を参照．）また，R2

スコアは全て負の値を取っており，これは実世界の時
系列に対するモデル化及び予測の難しさを示している
といえる．

7 結論
本論文では，Hurst指数が 1/2以上の非整数階Brown
運動を用いたNeural ODEモデルの新しい枠組みである
fSDE-Netを提案した．さらに，Euler法による fSDEの
数値解法を構築し，長距離依存性を持ち，更に不規則
にサンプリングされた時系列データの生成に fSDE-Net
を応用した．数値シミュレーションの結果，fSDE-Net
は既存の RNNや SDE-Netよりも長期記憶性を持つパ
スを生成する能力が高いことがわかった．更なる研究
の発展として，時系列のパスのラフさを考慮するため
に，正則性の低いノイズを含む SDEの解の理論とその
数値解法を構築することで，Hurst指数が 1/2以下の場
合への拡張がある．

今後の展望
本研究で提案した fSDE-Net のような金融時系列に
特化した生成モデルの応用例として，オプション取引
戦略やトレーディング戦略の評価がある．その裏付け
として，GANを用いた DNNが古典的な DNNよりも
現実的な時系列を生成することが実証されている．ま
た，fBmによって駆動されるモデルは実データの当て
はまりの良さを動機として提案されており，我々の生
成手法がヘッジ戦略の評価や構築にうまく適用できる
と期待される．
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