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Abstract: Deep Hedging [1] は、深層学習を用いて、不完全市場でのオプションの最適ヘッジ戦
略を計算する汎用的な枠組みである。しかし、最適ヘッジ戦略は過去のヘッジ行動に依存するため、
訓練が難しい。この課題を解決するため、我々は、No-Transaction Band 戦略のアイデアを活用す
る。No-Transaction Band 戦略は、指数型効用関数のもとでヨーロピアン・オプションをヘッジする
最適戦略として知られる。我々は、この戦略がより一般の効用関数・エキゾチックを含む幅広いオ
プションに対しても最適ヘッジであることを証明する。この結果に基づき、我々は No-Transaction

Band ネットワークを提案する。このネットワークは、過去のヘッジ行動をニューラルネットのイン
プットに使用せず、No-Transaction Band を出力する。そのため、高速な訓練が可能となり、かつ
理論的結果により最適ヘッジ戦略をより正確に求めることが期待できる。数値実験の結果、ヨーロ
ピアン・オプションおよびルックバック・オプションに対し、我々のネットワークが通常の順伝播型
ニューラルネットより高速に、より優れたヘッジ戦略を実現することを示した。

1 はじめに
オプションのヘッジは、数兆ドル規模といわれるデリ
バティブ産業において不可欠な取引である。完全市場
（つまり、取引コストなどの摩擦のない市場）において
は、ブラック・ショールズの複製ポートフォリオ [2] を
構築することで最適ヘッジができる。しかし、完全市場
ではオプション価格の「Catch-22」として知られる逆
説的な状況が生まれる [3]。これは、ブラック・ショー
ルズモデルの前提が満たされるならオプションは冗長
であり、前提が満たさないなら価格付けが正しくでき
ないという、ブラック・ショールズモデルのジレンマを
指す。実際の市場は常に摩擦、とりわけ取引コストの
存在によってこのジレンマが解消される一方で、これ
によって最適ヘッジ戦略の構成がはるかに困難になる。
取引コストの存在下でのオプションの研究は [4] に
さかのぼる。[4] は、ブラック・ショールズの複製ポー
トフォリオを離散的にリバランスするポートフォリオ
に拡張し、その後 [5] は、平均分散の意味で最適ヘッジ
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を求めた。「最適」ヘッジの概念は、無差別効用価格付
けの枠組みにより明確になった [6, 7]。この枠組みに基
づき、多くの研究が最適ヘッジを追求してきた [8, 9]。
そのなかでも、[1] は、深層学習を用いて不完全市場
でのオプションの最適ヘッジ戦略を計算する汎用的な
枠組みである Deep Hedging を提案した。これは深層
学習の高い表現力 [10] および最適化アルゴリズム [11]

によって、最適ヘッジを達成することを狙いとする。実
際、取引コストの存在下でのヨーロピアン・オプショ
ンのヘッジ戦略に関する数値実験は、この枠組みの効
率性とスケーラビリティを示している。
このように Deep Hedging は有効であるものの、最
適ヘッジ戦略は過去のヘッジ行動に依存するため、訓
練が困難であるという問題がある。つまり、次時刻の
最適なヘッジ行動が現在以前のヘッジ行動に依存する
ため、ニューラルネットの訓練が難しい。実際、我々
が数値実験で示すように、ナイーブに設計したニュー
ラルネットでは、大量の訓練を経ても収束しないこと
が確認できる（図 4, 6)。
そこで、本研究では、Deep Hedgingよりも効率的に
訓練でき、かつより広い設定で最適ヘッジ戦略を達成
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する方法論を開発すべく、No-Transaction Band 戦略
に着目する。この戦略は、ヘッジ比率の許容幅 （No-

Transaction Band）内では取引を控えることで、不要
な取引を抑え、取引コストを節約する。また、この戦
略は指数型効用関数のもとでヨーロピアン・オプショ
ンをヘッジする最適戦略としても知られる [3]。
本研究は、これを利用した効率的な Deep Hedging

のための No-Transaction Band ネットワークを提案す
る。このネットワーク構造は、Deep Hedging と比べて
二つの特徴がある。第一に、No-Transaction Bandネッ
トワークは、人間のトレーダーが用いるであろう様々な
情報を用いることができる一方で、現在までのヘッジ
行動をインプットに使用しない。これにより、前述の訓
練の困難を回避し、効率的にヘッジ戦略を求めること
ができる。第二に、No-Transaction Band ネットワー
クは No-Transaction Band 戦略を出力する。我々はこ
の戦略が、指数型効用関数のもとでのヨーロピアン・オ
プションだけでなく、より一般の効用関数や、エキゾ
チックを含む幅広いオプションに対しても最適ヘッジ
であることを証明する。この結果は、No-Transaction

Bandを出力するニューラルネットを用いることで、最
適ヘッジを達成できることを示唆する。No-Transaction
Band ネットワークは、図 2 のように、任意のニュー
ラルネットにある層を一層加えるだけで実装できる。
さらに、数値実験により、No-Transaction Bandネッ
トワークが、エキゾチックを含むオプションに対し、通
常のネットワーク構造に比べてより早くより優れたヘッ
ジ戦略を実現することを示す。
本論文の構成は次の通りである。まず、第 2 章でオ
プションのヘッジ最適化問題を定式化する。次に、第 3

章では、Deep Hedgingがどのように深層学習でヘッジ
戦略を最適化するか説明し、訓練の難しさを指摘する。
第 4 章で No-Transaction Band ネットワークを提案
し、これが Deep Hedgingにおける訓練の難しさを軽減
する理由を説明する。第 5章では、エキゾチックを含む
オプションに対して数値実験を行い、No-Transaction

Band ネットワークが高速に優れたヘッジ戦略を実現
することを示す。最後に結論を述べる。

2 オプションのヘッジ最適化問題
本章では、市場の取引コストおよびオプションを説
明し、オプションのヘッジ最適化問題を定式化する。
離散時間 t ∈ {t0 = 0, t1, . . . , tn = T} に取引可能な

資産 S = {Sti |Sti > 0}0≤ti≤T からなる市場を考える。
本研究では、資産価格ダイナミクスとして幾何ブラウ
ン運動を仮定する。

∆Sti = σSti∆Wti (1)

ここで ∆Sti ≡ Sti+1
−Sti であり、∆Wti は i.i.d.の標

準正規分布である。エージェントの各時刻における資
産の保有単位を δ = {δti |δti ∈ R}0≤ti≤T で表す。ただ
し、δti は時刻 ti より過去に入手できる情報から決定
する。また、無リスク利子はゼロとする。
取引には、取引額に対し割合 c の取引コストがかか
るとする。つまり、時刻 ti までに支払う累積コスト
Cti(S, δ) は C0 = 0 および ∆Cti = cSti |∆δti | をみ
たす。
資産 S のオプション Z は、満期 t = T に、資産価
格の経路に依存するペイオフ Z(S) を払い出す。のち
の数値実験では、ヨーロピアン・オプション Z(S) =

max(ST−K, 0)およびルックバック・オプション Z(S) =

max(max(S)−K, 0) を扱う。
オプションのディーラーは、顧客にオプションを販
売し、ペイオフを支払う義務を負う。ディーラーは原資
産を売買してこのリスクをヘッジする。その結果、満
期におけるディーラーのポートフォリオは次の確率変
数でかける。

P (−Z, S, δ) = −Z(S) + (δ · S)T − CT (S, δ) (2)

(δ · S)T ≡
n−1∑
i=0

δti∆Sti

各項は、顧客へのペイオフの支払い、原資産の価格変
動による損益、取引コストを表す。ディーラーは、確
率的なポートフォリオ (2) を効用関数 u について最適
化する。すなわち、ヘッジ戦略 δ により、期待効用の
マイナスで与えられる次の損失関数の最小化を目指す。

ℓ(δ) = −E[u(P (−Z, S, δ))] (3)

のちの数値実験では、リスク回避度 1の指数型効用関
数 u(x) = − exp(−x) を扱う。

3 Deep Hedging

本章では、Deep Hedging [1] がいかに深層学習を用
いて最適ヘッジ戦略を追求するか説明し、最適ヘッジ
戦略の訓練が難しい原因を指摘する。
Deep Hedgingの着想は、ヘッジ戦略 δ をニューラ
ルネットで表現することである。[1] の提案するネット
ワークは、現在のヘッジ行動をインプットに用いる。

δti+1
= NN(Iti , δti) (4)

模式図を図 1 に示す。ここで NN は順伝播型ニューラ
ルネット、Iti は時刻 ti 以前に入手できるヘッジに有
用な情報の集合を表す。たとえば、価格が幾何ブラウ
ン運動に従う資産のヨーロピアン・オプションの場合、
Iti = {Sti , ti} などが該当する。ニューラルネットの普
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図 1: 順伝播型ニューラルネット
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図 2: No-Transaction Bandネットワーク

遍近似定理 [10] は、十分な数のパラメタをもつニュー
ラルネット表現 (4)が最適ヘッジ戦略をよく近似できる
ことを示唆する。それゆえ、資産価格のシミュレーショ
ンを多数回行い、損失関数 (3) を最小化すべくニュー
ラルネットのパラメタを調整すれば、最適に近いヘッ
ジ戦略が得られると期待できる。
ところが、実際には、Deep Hedging におけるニュー
ラルネットの訓練は難しい。なぜなら、ニューラルネッ
ト (4) のインプットが現在のヘッジ行動 δti を含むた
めである。実際、第 5 章の数値実験で、ナイーブに実
装したニューラルネットは、大量の訓練を経ても収束
しないことが確認できる。

4 提案手法
本章では、No-Transaction Band ネットワークを提
案し、この構造が訓練を効率化する理由を説明する。さ
らに、広いクラスの効用関数・エキゾチックを含むオ
プションに対して、No-Transaction Band 戦略が最適
ヘッジとなることを証明する。

4.1 ネットワーク構造
No-Transaction Band ネットワークの構造は単純で

ある。ニューラルネットは区間 [bl, bu] を出力し、現在
のヘッジ比率をこの区間に収めることで次時刻のヘッ
ジ比率を得る。

(bl, bu) = NN(Iti)

δti+1
= clamp(δti , bl, bu)

(5)

模式図を図 2に示す。ここで、clampは次の関数である。

clamp(δti , bl, bu) ≡


bl if δti < bl

δti if bl ≤ δti ≤ bu

bu if δti > bu

(6)

この戦略では、ヘッジ比率は常に区間 [bl, bu] 内に保た
れる一方、この区間内では取引を行わない。
No-Transaction Band ネットワークには二つの利点
がある。第一に、ニューラルネット (5) のインプット
が現在のヘッジ比率を含まないため、前述の訓練の難
しさを回避できる。第二に、この構造はヘッジ最適化
のための適切な推論バイアスを組み込んでいる。なぜ
なら、No-Transaction Band を用いる戦略は、十分滑
らかな効用関数のもとでペイオフが十分滑らかなオプ
ションをヘッジする最適戦略だからである。最適性の
証明は次に与えるが、次のような直感的な理解を述べ
る。仮に原資産価格が少々変動しても、次の時刻にも
との価格に戻りヘッジが不要になるかもしれないので、
ヘッジ比率の許容幅内では取引を控え、取引コストを
節約すべきである。従って、No-Transaction Band 戦
略が取引コストの存在下で最適戦略となる。

4.2 No-Transaction Band戦略の最適性
No-Transaction Band 戦略の効率性を正当化するた
め、[3]の設定（指数型効用関数の元でのヨーロピアン・
オプション）における No-Transaction Band 戦略の最
適性を、より広いクラスの効用関数とオプションに対
して拡張する。
そのために、次のような損失関数を定義する。

ℓti(−Z; {Stj}tj≤ti , δti , Cti)

= inf
{∆δtj }tj≥ti

E
[
−u(P (−Z, S, δ))

∣∣{Stj}tj≤ti , δti , Cti

]
,

(7)

ここで、uは十分に滑らかな効用関数とする。関数 (7)

を最小化する戦略 δ は、損失関数 (7) を最小化するこ
とがわかる。この関数 (7) について、次の主張が成り
立つ。証明は補遺 A に譲る。
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Proposition 4.1 (No-Transaction Band 戦略の最適
性). u を十分に滑らかな効用関数、Z を十分に滑らか
なペイオフをもつオプションとする1。すると、損失関
数 (7) は St に関して 2 階微分可能である。このとき、
Z の最適ヘッジは No-Transaction Band 戦略によって
達成される。つまり、損失関数 (7) を最小化する δ∗ は
δ∗ti+1

= clamp(δ∗ti , bl, bu) によって与えられる。ここで、
bl と bu は bl ≤ bu を満たす t, {St′}t′≤t の関数である。

5 数値実験
本章では、No-Transaction Band ネットワークが、
通常の順伝播型ニューラルネットに比べ、より早くよ
り優れたヘッジ戦略を与えることを、数値実験で実証
する。
ヘッジ対象として、最も単純なオプションであるヨー
ロピアン・オプション（第 5.1節）および、エキゾチック
オプションの例であるルックバック・オプション（第 5.2

節）の二つを扱う。原資産価格は初期値 S0 = 1、ボ
ラティリティ σ = 0.2 の幾何ブラウン運動 (1) に従
う。オプションの満期は T = 30/365、時間ステップは
t = 0, 1/365, . . . , 30/365 である。取引コスト率 c = 0

および c = ek（k = −10.00,−9.75, . . . ,−5.00）のそれ
ぞれに対してヘッジ戦略を求め、達成される期待効用
を計算した。
ヘッジ方法として、次の三つを比較する。
(i) No-Transaction Band ネットワーク（図 2）：
ニューラルネットは 32 ノードの隠れ層 4 層から
なり、活性化関数は ReLU 関数である。ニューラ
ルネットの二つの出力それぞれに LeakyReLU 関
数を適用し、ブラック・ショールズのデルタに足
す・引くことでNo-Transaction Bandの上限・下
限を得る。インプット Iti はオプションにより異
なるので、のちに説明する。

(ii) 順伝播型ニューラルネット（図 1）：ニューラル
ネットは (i) と同様に 4× 32 ノードからなり、活
性化関数は ReLU 関数である。ニューラルネット
の出力に tanh関数を適用し、ブラック・ショール
ズのデルタに足して次時刻のヘッジ比率を得る。

(iii) 取引コストが小さい極限での最適解：取引コスト
が小さい極限で最適ヘッジとなる No-Transaction

Band の値が [9] で解析的に求められている。こ
の値を用いた No-Transaction Band 戦略である。

ニューラルネットの訓練は次のように行う。各モンテ
カルロシミュレーションで、原資産価格の経路を 50,000

通り生成し、各経路についてヘッジしポートフォリオ (2)

1具体的には、有限のデルタとガンマを持つことを仮定する。

を計算する。そして、損失関数 (3) を最小化すべく
Adam アルゴリズム [11] でパラメタを最適化する。各
オプション・取引コスト率・ヘッジ方法のそれぞれに
ついて、1,000 回のシミュレーションを行う。実験にあ
たって作成した PyTorch に基づくライブラリは、オー
プンソースで公開することを予定している2。

5.1 ヨーロピアン・オプション
まず、ヨーロピアン・オプションを扱う。行使価格は

K = 1 とし、特徴量として対数 Moneyness、満期まで
の時間、ボラティリティ Iti = {log(Sti/K), T − ti, σ}
を用いる。
図 3 に示すように、No-Transaction Band ネット

ワークは、幅広いコスト率にわたり最も高い期待効用
を達成する。また、コストがある閾値を超えると期待効
用が下げ止まる。これは、No-Transaction Band ネッ
トワークが取引コストが高すぎる場合にヘッジしない
ことを学習するためであり、この利点は他の手法では
みられない。また、取引コストが小さい領域における
No-Transaction Band ネットワークの期待効用は (iii)

の解に漸近しており、この領域で最適に近いヘッジ戦
略を実現していることが推察できる。
さらに、図 4の学習曲線が示すように、No-Transaction

Bandネットワークの訓練は高速である。通常の順伝播
型ニューラルネットが 1,000 回のシミュレーションを
経ても収束しない一方、No-Transaction Band ネット
ワークは 100 回未満のシミュレーションで収束する。

5.2 ルックバック・オプション
次に、ルックバック・オプションを扱う。行使価格は

K = 1.03 とし、特徴量として対数 Moneyness、満期
までの時間、ボラティリティおよび対数Moneynessの
累積最大値 Mti ≡ max[{log(Stj/K)}tj≤ti ] を用いる。
図 5 に示すように、No-Transaction Band ネット
ワークは最も高い期待効用を達成する。また、前節 5.1

と同様、No-Transaction Band ネットワークはコスト
が高すぎる場合はヘッジしないことを学習し、期待効
用の減少を抑える。
さらに、図 6 が示すように、No-Transaction-Band

ネットワークの訓練は高速である。ルックバック・オ
プションは、経路依存性がありより多くの特徴量を要
する点でヨーロピアン・オプションよりも複雑である
にもかかわらず、同程度の時間で収束することは特筆
に値する。このことは、我々の手法が、より多くの特
徴量を要する複雑なエキゾチックオプションにも適用
できることを示唆する。

2GitHub: pfnet-research/pfhedge
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図 3: ヨーロピアン・オプションに対する期待効用。20

回のシミュレーションで得た期待効用の平均値を示す。
誤差は異なる乱数シードの五回の実験から算出した。
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図 4: ヨーロピアン・オプションに対する学習曲線。横
軸はシミュレーション回数、縦軸は 20 回のシミュレー
ションで得た損失関数 (3) の平均値を表す。
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図 5: ルックバック・オプションに対する期待効用。20

回のシミュレーションで得た期待効用の平均値を示す。
誤差は異なる乱数シードの五回の実験から算出した。
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図 6: ルックバック・オプションに対する学習曲線。横
軸はシミュレーション回数、縦軸は 20 回のシミュレー
ションで得た損失関数 (3) の平均値を表す。

6 おわりに
本研究では、シンプルなニューラルネットワークに
よる効率的なヘッジ戦略のための枠組みである、No-

Transaction Band ネットワークを提案した。このネッ
トワークは、インプットに現在までのヘッジ行動を必
要とせず、No-Transaction Band を出力するという特
徴がある。また、この戦略がより一般の効用関数・エキ
ゾチックを含む幅広いオプションに対しても最適ヘッ
ジであることを証明した。数値実験の結果、ヨーロピ
アン・オプションおよびルックバック・オプションに対
し、我々のネットワークが通常の順伝播型ネットワー
クよりも高速により優れたヘッジ戦略を実現すること
を示した。
本研究では資産価格ダイナミクスは幾何ブラウン運
動としたが、実用のため、ボラティリティ・スマイル
や期間構造、確率ボラティリティなどへの拡張が必要
である。また、価格が確率ボラティリティに従う資産
のオプションのヘッジのため、複数のヘッジ手段を組
み込む必要がある。これらは今後の重要な研究課題と
したい。
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A 最適性の証明
Proposition 4.1を証明する。時点 ti での原資産の購

入単位・売却単位をそれぞれ ybuyti ∆ti ≥ 0、ysellti ∆ti ≥
0 で表す。すると、最小化問題 (7) の ∆ti に関する
Hamilton-Jacobi-Bellman方程式は次のように書ける。

inf
ybuy
t ,ysell

t

(
ASty

buy
t +BSty

sell
t

)
+

∂ℓt
∂t

+
1

2
σ2S2

t

∂2ℓt
∂S2

t

= 0 ,

(8)

A =
∂ℓt
∂δt

+ c
∂ℓt
∂Ct

, B = −∂ℓt
∂δt

+ c
∂ℓt
∂Ct

. (9)

ここで t = ti であり、∆t の高次の項を無視した。最
適なヘッジ比率 δ∗ は式 (9) の最小化問題から得られ
る。いま、ybuyt , ysellt ≤ k < ∞ と制限する。[3] と同様
の議論から、A+ B > 0 であるため、係数 A,B の符
号によって次の三つの場合に分けられる。
1. A < 0, B > 0: このとき、最小は ybuyt = k, ysellt =

0 で得られる。すなわち、可能な限り原資産を購
入するのが最適である。

2. A > 0, B < 0: このとき、最小は ybuyt = 0, ysellt =

k で得られる。すなわち、可能な限り原資産を売
却するのが最適である。

3. A ≥ 0, B ≥ 0: このとき、最小は ybuyt = 0, ysellt =

0 で得られる。すなわち、何も取引しない（No

Transaction）のが最適である。

ここで、Aと B がそれぞれ δt に関して単調増加、単調
減少であると仮定する。これは損失関数が δt に関して
凸であるため、小さな cに対しては正当化される。する
と方程式 ±∂ℓt/∂δ+ c∂ℓt/∂C = 0 はそれぞれ一つの解
を持ち、それを δt = bl, bu, bl ≤ buとかく。極限 k → ∞
を考えることにより、δt+∆t = δt + ybuyt ∆t− ysellt ∆t =

clamp(δt, bl, bu)、つまり δti+1
= clamp(δti , bl, bu) が

成立し、No-Transaction Band が最適であることがわ
かる。
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