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Abstract: 近年では株価データと他のデータを組み合わせたマルチモーダル学習が頻繁に行われている．しかし，複数
の情報源からそれぞれ特徴量ベクトルを作成した後，それらを単純に連結させたベクトルを用いて予測するのでは，情報源間
の共起関係が十分に考慮されないという問題があった．このような問題に対して，高次元テンソルを用いて対処しようとする
研究がされている．本研究はそれらの研究を発展させることで，複数の情報源を使ったときに，株式価格の変動をより精度よ
く予測するためのテンソルを用いたマルチモーダル学習フレームワークを提案する．そして，３種類の情報源としてトムソ
ン・ロイター社が発信した記事，トムソン・ロイター市場心理指数（TRMI）のセンチメントデータ，ニューヨーク証券取引
所の株価データを用いて評価実験を行った．その結果，一日後の株価の予測・残差リターンの正負を予測する実験において，
提案手法により予測性能の有意な改善が見られた．

1 はじめに
今日ではビックデータを用いた研究が注目されており，様々

な研究や開発に適用されている．株式市場予測の分野でもイ
ンターネット上で取得することができる SNSやニュース記事
などのオルタナティブデータを用いる研究がされてきた．一
般的に複数の情報源を用いた機械学習のことをマルチモーダ
ル学習といい，近年では株価データと他のデータを組み合わ
せたマルチモーダル学習による株価予測（回帰問題）や株価
の変動方向予測（二値分類問題）が頻繁に行われている．し
かし従来の手法は複数の情報源から特徴量ベクトルを作成し
た後，それらを一つのベクトルとして連結させて処理するこ
とがほとんどであり，そのような連結させたベクトルを用い
た予測では，情報源間の共起関係が十分に考慮されないとい
う問題があった．このような問題に対して，特徴量の組み合
わせに高次元テンソルを用いて対処しようとする研究がさま
ざまな分野でされており，株式市場予測の分野では Liら [6]
が「テンソルを用いたマルチモーダル学習フレームワーク」
という手法を提案した（図 1）．
本研究では複数の情報源を使ったときに株式価格の変動を

より精度よく予測するための，「改良したテンソルを用いたマ
ルチモーダル学習フレームワーク」を提案する．提案手法は
既存手法と比べて，補助行列の作成と予測手法に工夫を加え
たフレームワークになっている．具体的に予測手法に関して，
学習時間が短い予測・二値分類問題を考慮した予測を行うた
めに，画像・動画分析の分野で提案された２種類のテンソル
予測モデル（リッジ回帰ベースのテンソル回帰モデル [3]，ロ
ジスティック回帰ベースのテンソル分類モデル [11]）を導入
し，アルゴリズムの終了条件に改良を行った．フレームワー
ク中の処理に関して，補助行列を作成するために解く必要の
ある最小化問題において，新たに特殊な正則化項を加えた最
小化問題を定式化した．
実験では株式データ，ニュースデータ，センチメントデー

タを用いた株価予測と株価の変動方向予測の実験を行った．
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その結果それぞれの情報源から作成した特徴量を１つのベク
トルとして連結して予測を行うのではなく，提案したテンソ
ルを用いたマルチモーダル学習のフレームワークを用いるこ
とによって，より精度良く予測できることを示した．

2 関連研究
機械学習を用いた株式価格の変動予測において，さまざま

なデータや機械学習手法が使われてきた．Liu ら [8] は株式
データとニュースデータの２つを用いて，それぞれから特徴
量を作成し LSTMモデルで，Apple社の株価の変動方向予
測を行った．Bollenら [1]は株式データと Twitterの投稿で
表現された国民感情をDJIA指数の変動方向予測に利用した．
Suwaら [10]はヤフー株式掲示板のデータのトピック分析を
行い，トピック分析から得られた特徴量と株式データを用い
て，VI指数の変動方向予測を行った．また Liら [7]は株式
データ，ニュースデータ，掲示板データの３つを組み合わせ
て個別銘柄の株価予測を行った．このようにさまざまなデー
タを用いた将来の株式価格やインデック指標，またその変動
方向予測が行われている．
一般的に複数の情報源を用いた機械学習のことをマルチ

モーダル学習といい，近年では株式データと他のデータを組
み合わせたマルチモーダル学習が頻繁に行われている．しか
し従来の手法は複数の情報源から特徴量ベクトルを作成した
後，それらを一つのベクトルとして連結させて処理すること
がほとんどであった．そのような連結させたベクトルを用い
た予測では，情報源間の共起関係が十分に考慮されないとい
う問題がある．
この複数の情報源間の組み合わせ方の問題に着目し，特徴

量の組み合わせに高次元テンソルを用いた研究が様々な分野
でされている．特に株式市場予測の分野では，Liら [6]が株
価データ，ニュースデータ，掲示板データから作成した特徴
量を 3次元テンソルを用いて組み合わせ予測を行う「テンソ
ルを用いたマルチモーダル学習フレームワーク」を提案し，
個別銘柄の株価予測で高次元テンソルによる組み合わせの有
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図 1: 「テンソルを用いたマルチモーダル学習フレームワーク」の概要図

効性を示した．さらに Huangら [4]はこのモデルをさらに改
良し，他の企業の情報も加味した手法を提案した．
しかし Liら [6]と Huangら [4]のモデルには，大きく分

けて２つの問題点がある．１つ目は予測手法に関して，従来
のモデルではサポートベクトル回帰をベースにしたモデルを
用いており学習時間が遅いこと，また回帰問題しか想定して
おらず二値分類問題が考えられていないことである．２つ目
はフレームワークを実行する中で解く必要のある最小化問題
において，求める最適解が一意に定まらず不安定なモデルで
あること，また制約条件が強すぎるためうまく学習できない
場合があることである．

3 改良したテンソルを用いたマルチ
モーダル学習フレームワーク

本章では提案する「改良したテンソルを用いたマルチモー
ダル学習フレームワーク」について説明する（図 2）．この
手法は Liら [6]の手法を発展させたフレームワークであり，
大きく分けて「テンソル作成」，「テンソル変換」，「テンソル
予測」の３つの部分から構成されている．

3.1 テンソル作成
テンソルを用いたマルチモーダル学習フレームワークでは，

企業 s，日付 t毎に情報源からテンソル Xs,t を作成する．テ
ンソルの階数は扱う情報源の数に対応している．本研究にお
いては，企業データ，ニュースデータ，センチメントデータ
の３つの情報源を用いるため 3階テンソルを用いており，以
降３階のテンソルとして考える．テンソルは以下のような手
順で作成する．
まず初めに企業データ，ニュースデータ，センチメント

データから企業 s，日付 t における特徴量ベクトル fs,t
1 ∈

RI1 ,fs,t
2 ∈ RI2 ,fs,t

3 ∈ RI3 を作成する．テンソル Xs,t ∈
RI1×I2×I3 の各要素を xs,t

i,j,k とすると，各情報源の特徴量を
次のようにテンソルに格納する．

• xs,t
i,1,1 , 1 ≤ i ≤ I1 : 株価データの特徴量 fs,t

1

• xs,t
2,j,2 , 1 ≤ j ≤ I2 : ニュースデータの特徴量 fs,t

2

• xs,t
3,3,k

, 1 ≤ k ≤ I3 : センチメントデータの特徴量 fs,t
3

• それ以外は 0

このようなテンソル Xs,t を，各企業・日付毎に作成する．

3.2 テンソル変換
作成した企業 s，日付 t のテンソル Xs,t から 1○タッカー

分解， 2○補助行列作成， 3○テンソル再構築の３つの手順を介
して，情報源間の共起関係の増強・ノイズが除去された新し
いテンソル X̃s,t ∈ RI1×I2×I3 を作成する．具体的には，類
似した結果になる２つのテンソルについて，それらのテンソ
ルを分解して得られる因子行列同士が類似するような処理を
行う．
まずはじめに，タッカー分解 [5]をもちいてテンソル Xs,t

を次のように分解する．
Xs,t = Cs,t ×1 U

s,t
1 ×2 U

s,t
2 ×3 U

s,t
3 (1)

ここで Us,t
k ∈ RIk×Dk (Dk ≤ Ik, k = 1, 2, 3)は企業データ，

ニュースデータ，センチメントデータそれぞれを表現する因
子行列になっており，Cs,t ∈ RD1×D2×D3 はそれぞれの情報
源間の関係の強さを表すコアテンソルである．
続いて情報源間の共起関係の増強・ノイズを減少させるよ

うな，各因子に対応する補助行列 Vs,k ∈ RIk×Ik (k = 1, 2, 3)
を導入する．Liら [6]はこの補助行列 Vs,k を求めるために次
のような最小問題を定式化した．

min
Vs,k

J(Vs,k) =

N∑
i=1

N∑
j=i

||V T
s,kU

s,i
k − V T

s,kU
s,j
k ||2ws,i,j (2)

s.t.

N∑
i=1

N∑
j=i

||V T
s,kU

s,i
k ||2ws,i,j = 1 (3)

ws,i,j =
{

1　 if i ≤ j and |ys,i − ys,j |/ys,j ≤ 5%
0　 otherwise

(4)

ここでの目的は，モード kの因子行列 Us,i
k |Ni=1 の本来の性質

を保持しつつ，終値が類似している日付 i, j 同士の２つの行
列 V T

s,kU
s,i
k , V T

s,kU
s,j
k の値の差を小さくすることである．式

(2)で時刻間の類似性を考慮しており，解の個数を制限させ
Vs,k のオーバーフィッティングを避けるために式 (3)のよう
な制約式を設けている．
本研究ではこの最小化問題に２つの問題があることを数式

的に示すことができた．詳しい証明は割愛するが具体的に１
つ目は，最小化問題の解が集合の形で与えられ，一意の解に
定まらず不安定なもでるであること．２つ目は，制約式 (3)
がデータ数N や ws,i,j の密度によって変化しないため，デー
タ数 N が多い場合や ws,i,j が密な行列の場合，Vs,k が非常
に小さい数値になることである．
そこで本研究ではこの補助行列 Vs,k を求めるために，次

のような制約なしの凸関数最小化問題を新たに定式化した．
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図 2: 「改良したテンソルを用いたマルチモーダル学習フレームワーク」の概要図

minVs,k J(Vs,k) =

µ
sumWs

∑N

i=1

∑N

j=1
||V T

s,kU
s,i
k − V T

s,kU
s,j
k ||2ws,i,j

+ γ
sumEs

∑N

t=1

∑C

c=1
||V T

s,kU
s,t
k − V T

s,kU
c,t
k ||2zs,cet,s,c

+ 1
sumWs

∑N

i=1

∑N

j=1
||V T

s,kU
s,i
k − Is,kU

s,i
k ||2ws,i,j (5)

ws,i,j =

{
1　 if i ≤ j and |ys,i − ys,j |/ys,j ≤ 5%
1　 if i > j and |ys,i − ys,j |/ys,i ≤ 5%
0　 otherwise

(6)

または二値分類問題の場合，予測する二値数 y∗
s,i = {+1,−1}

に対して

ws,i,j =
{

1　 if y∗
s,i = +1 and y∗

s,j = +1
0　 otherwise

(7)

zs,c :企業 s, cの類似度 (8)

es,t,c =
{

1　時刻 tの銘柄 s, cのデータが存在
0　 otherwise

(9)

式 (5)の第 1,2項目で時刻間・企業間の類似性を考慮してお
り，第 3 項目で Vs,k が単位行列に近くなるという正則化項
を加えている．さらに式 (5)は制約なしの凸関数最小化問題
になっているため，(Ds,k −Gs,k), Gs,k, Qs,k のいずれかが
正定値行列という仮定をおけば,以下のように解析的に一意
の解を求めることができる．

Vs,k =
1

sumWs

{
2µ

sumWs
(Ds,k −Gs,k)

+
1

sumWs
Ds,k +

γ

sumEs
Qs,k

}−1

Ds,k (10)

Ds,k =

N∑
i=1

N∑
j=1

ws,i,jU
s,i
k Us,i

k

T

Gs,k =

N∑
i=1

N∑
j=1

ws,i,jU
s,i
k Us,j

k

T

Qs,k =

N∑
t=1

C∑
c=1

(
Us,t

k − Uc,t
k

) (
Us,t

k − Uc,t
k

)T
et,s,czs,c

最後に，タッカー分解で得られたコアテンソルと各情報源
の因子行列，補助行列を用いて，次のようにテンソルを再構
築する．
X̃s,t = Cs,t ×1 (V

T
s,1U

s,t
1 )×2 (V

T
s,2U

s,t
2 )×3 (V

T
s,3U

s,t
3 ) (11)

このように各企業 s，各日付 tについて新しいテンソル X̃s,t

を作成する．新しく作られたテンソル X̃s,t ∈ RI1×I2×I3 は，
補助行列 Vs,k によって，元のテンソル Xs,t よりも情報源間
の共起関係の増強・ノイズ除去されたテンソルとなる．

3.3 テンソル予測
提案する「改良したテンソルを用いたマルチモーダル学習

フレームワーク」ではテンソルを共変量とする回帰問題と二
値分類問題を扱う．各企業 s，各観測値 t = 1, . . . , N ごとに
終値である実数 ys,tと共変量 X̃s,tが与えられているとし，次
のような回帰問題を考える．

ŷs,t = ⟨X̃s,t, Ws⟩+ bs (12)

= X̃s,t ×1 w
(1)
s ×2 w

(2)
s ×3 w

(3)
s + bs (13)

また二値分類問題であれば，日次収益率の正負である二値数
y∗
s,t ∈ {+1,−1}と共変量 X̃s,t が与えられているとし，次の
ような二値数の条件つき確率を考える．

Pr(y∗
s,t = +1|X̃s,t) =

1

1 + exp
(
−⟨Ws, X̃s,t⟩ − bs

) (14)

=
1

1 + exp
(
−X̃s,t ×1 w

(1)
s ×2 w

(2)
s ×3 w

(3)
s − bs

) (15)

ここでの目的は，回帰係数テンソル Ws ∈ RI1×I2×I3，切
片 bs ∈ R を推定し，新しい入力 X̃ に対して y, Pr(y∗

s,t =

+1|X̃s,t)を予測することである.
従来の「テンソルを用いたマルチモーダル学習フレーム

ワーク」ではこのサポートベクトル回帰をベースとした予測
モデルしか考えられていなかった．本研究では学習時間が短
いリッジ回帰をベースにしたテンソル回帰モデル [3]と，二
値分類問題を考慮するためのロジスティック回帰をベースに
したテンソル分類モデル [11] をこのフレームワークに導入
する．これらのテンソル予測モデルは，画像・動画分析の分
野で提案された手法である．回帰式は式 (12)，(14)であり，
リッジ回帰ベースの手法では損失関数式 (16)，ロジスティッ
ク回帰ベースの手法では損失関数式 (17) を用いて，最適な
Ws, bs を求める．
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L =
1

2

N∑
t=1

(
ys,t − X̃s,t ×1 w

(1)
s ×2 w

(2)
s ×3 w

(3)
s − bs

)2

+
λ

2

(
||w(1)

s ||2 + ||w(2)
s ||2 + ||w(3)

s ||2 + ||bs||2
)

(16)

L =

N∑
t=1

log
[
1 + exp

{
−y

∗
s,t

(
X̃s,t ×1 w

(1)
s ×2 w

(2)
s ×3 w

(3)
s + bs

)}]

+
λ

2

(
||w(1)

s ||2 + ||w(2)
s ||2 + ||w(3)

s ||2 + ||bs||2
)

(17)

これらの損失関数は変数が多いため，変数w
(1)
s ,w

(2)
s ,w

(3)
s

のうち２つを固定し通常のリッジ回帰・ロジスティック回帰
の問題に帰着させ，交互に最適なws, bs を求めていく．また
今回２つの予測モデルをフレームワークに導入するにあたっ
て，終了条件の改良を行った．具体的には従来の終了条件は
「Ws の収束または，一定回数以上の反復」であったが，「損
失関数の値の収束または，一定回数以上の反復」という終了
条件にすることで，過学習が起きづらい学習モデルにするこ
とができた．

4 数値実験
4.1 使用データ
今回使用するデータは企業データ，ニュースデータ，セン

チメントデータの３種類である．
「企業データ」：米国のニューヨーク証券取引所に上場し

ている 10業界 82社のデータ．取引日・企業ごとに「終値」，
「出来高」が記録されており，この二つとテクニカル指標指
標の「ストキャスティクス%K」，”RSI”の４種類の特徴量を
用いる．またインデックス指標として S&P500の「終値」を
用いる．
「ニュースデータ」：トムソン・ロイター社が提供してい

るニュースデータを用いる．「記事 ID」，「タイトル」，「記事本
文」，「公開日時」，「更新日時」，「企業 ID」などが１セットと
なったデータである．これらのデータから Zhangら [12]の
手法を参考に，タイトルから動詞を抽出し，それを学習済み
の word2vec[9]と主成分分析を用いて 20次元の分散表現を
得る．
「センチメントデータ」：トムソン・ロイターマーケットサ

イク指数 (TRMI)を用いる．トムソン・ロイター社が世界中
のニュースや公開情報，ソーシャルメディアの掲示板，ツイッ
ターから情報集め，各企業や各国通貨，資源などの資産クラ
スごとに様々な種類の TRMI 指数を算出している．今回は
ニュースデータと区別するために，TRMIの中でもニュース以
外のインターネット掲示板やツイッターをソースとして計算さ
れた TRMI指数を用いる．１日に一度 (ニューヨーク時間の
15:30)，各企業の過去 24時間に対してのセンチメントの値が
取得される．今回は”buzz”とTRMI指数である ”sentiment”,
”emotionVsFact”の３つの指標を用いる．”buzz”はその銘柄
のが「どれくらい話題になっているかの情報量を図る」指標
であり [2]，”sentiment”は「ポジティブセンチメントとネガ
ティブセンチメントの差」，”emotionVsFact”は「すべての
感情的なセンチメントとすべての事実や時事問題の差」を図
る指標である [13]．

4.2 実験概要
本研究はニューヨーク証券取引所に上場している 10業界

82社を対象に実験を行う．ニューヨーク証券取引所は現地時
間の 9:30-16:00が取引時間であり，また実験に用いるTRMI
データが NY時間の 15:30に過去 24時間のセンチメントの
値を算出しているため，「各企業ごとに前日の 15:30 から当
日の 15:30までのデータを用いて，当日の終値または残差リ
ターンの正負を予測する」というタスクを用いて手法の比較
を行う．二値分類の予測対象に残差リターンの正負を用いる
理由は，各銘柄は市場全体の流れで価格が変動することがあ
り，市場全体の影響を取り除いた残差リターンを考えること
で，今回実験に用いる３つのデータからその銘柄の予測しや
すくなると考えたからである．

図 3: 予測に用いるデータ期間と対象

4.3 結果

表 1: サポートベクトル回帰ベースの予測

表 1，表 2，表 3において，テンソル変換を行って予測精度が
向上したものを赤く塗っている．それぞれの表のµ, γ,(1),(2),(3)
はテンソル変換のハイパーパラメータを表しており，特に
(1)(2)(3)は類似度 zs,c の種類を表している．(1)は銘柄同士
の残差リターン正負の一致度，(2)は残差リターンの相関係
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表 2: リッジ回帰ベースの予測

表 3: ロジスティック回帰ベースの予測

表 4: 既存のサポートベクトル回帰ベースのテンソル
回帰モデルと提案したリッジ回帰ベースのテンソル回
帰モデルの比較

数，(3)は銘柄同士が同じ記事に共に出た割合を銘柄間の類
似度としてる．
これらの結果からまず，ただ単に特徴量を１つのベクトル

に連結することや３次テンソルに格納したデータで予測を行
うのではなく，テンソル変換を用いてテンソル再構築したデー
タで予測を行った時の方が精度よく学習できていることがわ
かる．これは提案した補助行列が時刻間・企業間の類似性を
考慮したテンソル変換を行い，情報源間の共起関係の増強・
ノイズ除去された新しいテンソルを作れたからだと考えられ
る．さらにハイパーパラメータごとの精度の違いを見ると，
µが小さく，γ が大きいほど精度よく予測できる傾向がある
ことがわかる．このことから同一銘柄の時刻間の類似性を考
慮するよりも，同一時刻の他企業の類似性を考慮したほうが
精度が良いテンソル変換が行えるということがわかる．企業
間の類似度については，終値予測タスク・残差リターンの正
負予測タスクの両方において (1)の「残差リターンの正負の
一致度」を用いたものが全体的に精度が良いことがわかる．
表 4は 82企業をトレーニングデータ数で分けて結果をま

とめたものである．この結果から全体の株価予測精度は，既
存手法のサポートベクトル回帰のテンソル回帰モデルの方が
優れていることがわかる．しかし学習時間を見ると，トレー
ニングデータ数が増えていくごとにサポートベクトル回帰
ベースの予測モデルの学習時間が増えていることがわかる．
これはサポートベクトル回帰の学習の遅さによるものであり，
実際にこれらのモデルを用いる際は予測精度と学習時間のト
レードオフでどちらのモデルを用いるかを検討すべきである．

5 おわりに
本研究の目的は，株式価格の変動予測のためのマルチモー

ダル学習において，複数の情報源の情報を十分に考慮しより
精度の高い予測を行うということであった．そこで本研究で
は「改良したテンソルを用いたマルチモーダル学習フレーム
ワーク」を提案し，株価データ，ニュースデータ，センチメ
ントを用いた株価予測 (回帰問題)と残差リターンの正負予測

人工知能学会研究会資料 
SIG-FIN-026

5



(二値分類問題)の実験を行った．新たに導入したリッジ回帰
ベースのテンソル回帰モデルは，既存のサポートベクトル回
帰ベースのテンソル回帰モデルよりも予測精度は劣るものの
学習時間を大幅に削減した予測モデルとなった．また株価予
測・残差リターンの正負予測の両方において，それぞれの情
報源から作成した特徴量を１つのベクトルとして連結して予
測を行うのではなく，提案したテンソルを用いたマルチモー
ダル学習のフレームワークを用いることによって，より精度
良く予測できることが示された．
今後の課題として次の２つが考えられる．１つ目の課題は

さらなる予測精度の向上である．今回の手法・実験ではわず
かな精度の向上しか確認できなかった．これは従来より株式
市場の予測は難しいタスクであるとともに，今回の問題設定
が１日間隔の予測を行っていたからだと考える．一日の間に
複数の出来事があり，相場のモメンタムが激しく変わる場合
などは予測が難しくなる．そこで実験の時間間隔をより短く
することで精度が向上の可能性があると考える．２つ目の課
題はテンソルの各軸の次数を削減できるようなテンソル変換
手法の考案である．従来の手法・今回提案した手法では高次
元テンソルを扱うため，学習・予測の際に利用するリソース
が必要になる．従来の「テンソルを用いたマルチモーダル学
習フレームワーク」ではテンソル変換の際に各軸の次元削減
が可能であったが，今回の提案手法では Vs,k が正方行列と
いう条件を追加したため，次元削減の要素を失ってしまった．
よって次元削減と予測精度向上の両立できるテンソル変換モ
デルを考案することが望ましい．
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