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Abstract: 有価証券報告書などの金融文書において，重要な情報はテーブル形式で記載されること
もあり，テーブル内の情報抽出は金融データの更なる利活用に向けて重要な役割を果たすと期待さ
れる．しかし，企業が共通して開示する文書であっても，企業によってテーブル形式が異なること
や，情報抽出の難しい PDF形式で開示される文書も存在することから，現状テーブル情報が抽出さ
れ，十分に活用されているとは言い難い．そこで本研究では，PDF形式で開示されている日本語金
融文書内のテーブルからの情報抽出を試みた．我々の手法では，PDF内の罫線情報を利用しテーブ
ル領域およびテーブル内セルを抽出した．その上でセル内での改行とセルの区切りを区別するため
に，セル内項目情報および数値情報に着目した BERTベースの分割判定モデルを構築した．実験で
は，2種類の PDF形式の金融文書に含まれるテーブルを対象とした性能評価実験を行い，我々の提
案手法が優れた性能を発揮することを確認した．

1 はじめに
上場企業は有価証券報告書や四半期報告書など様々

な文書を開示している．これらに加え近年では，SDGs
に対する社会的な意識の高まりなどもあり，従来とは異
なる情報開示の流れもある．金融庁は「ディスクロー
ジャーワーキング・グループ」1という審議会を開き，企
業情報の開示や提供のあり方を述べている．また，新し
い開示項目として，新型コロナウイルス感染症や ESG
に関する開示例を挙げた「記述情報の開示の好事例集
2020」2を発行している．このような官庁の動きもあり，
今後は企業による情報開示は更なる広がりをみせると
考えられる．
開示情報は，企業の評価や株式投資の意思決定にお

いて重要な情報源である．一方，情報開示の広がりに
伴い，多くの情報から必要な情報のみを読み取り，評
価することは時間やコストを多く必要とする．
この課題に対応するため，近年では機械学習や深層

学習を活用した金融文書のテキストマイニングの研究
がなされている (例えば [1])．また，企業によって文書
の形式は異なり，それらを一覧化，データベース化す
ることは，金融文書に対するテキストマイニング研究
分野の最終的な目標の一つともいえる．近年の研究傾
向として，金融文書内のテキスト情報に対しての研究
は多くなされている（例えば [2]）．一方で，金融文書に
はテーブル形式で記載された情報もあるが，金融文書
を対象としてテーブルからの情報抽出に重点をおいた
研究は少ない．
そこで本研究では金融文書内のテーブル情報を正確

∗連絡先: aono.yuka@jri.co.jp
1https://www.fsa.go.jp/singi/singi kinyu/tosin/20180628.html
2https://www.fsa.go.jp/news/r2/singi/20201106-3.html

に抽出することを目標とする．一般に有価証券報告書
などはXBRL形式での開示がなされているが，PDF形
式でのみ開示されている文書もある．そのため本研究
では特に，金融文書の中でも，有価証券報告書に添付
される「株主総会招集通知」などの，PDF形式の文書
を対象とする．

PDFからのテーブル情報の抽出には主に 2点の課
題がある．1つめの課題は，罫線やテキストの位置関
係のみから，適切にテーブルを検出し，構造を把握す
ることである．この課題に対して本研究では，PDF内
の線分情報と文字情報を用いて解決を試みた．

2つめの課題は，テーブルのセル内に複数の情報が
含まれている場合の分割である．この場合，罫線を区
切りとした単純なセル抽出では，これらが 1つの情報
として抽出される (図 1)．この状態では項目 (例えば科
目)と数値 (例えば期末残高)の関連が不明確であるた
め，分析を行う際に特定の科目に関する合計を算出する
ことや，項目のフィルタ検索をすることが難しい．そ
こで本研究では，BERT [3]を用いて，1セル内に複数
の情報を含むセルを，意味のある項目単位に分割する
ことを試みた．その際に，金融文書のテーブルでは「科
目」といった列 (項目列)に対して，「残高」列 (数値列)
などの数値情報が対応していることが多いことから，数
値情報の数を利用してラベル付きデータの構築や分割
数の制限を行った．
提案手法の評価には株主総会招集通知にある「関連

当事者との取引に関する注記」にあるテーブルと有価
証券報告書にある「大株主の状況」にあるテーブルを
対象とした3．その結果，我々の手法はそれぞれ F 値
0.995，0.981を達成し，既存のオープンソースのソフ

3「大株主の状況」は XBRL形式のデータが存在するが，実験の
ため PDF 形式に変換し評価を行った．

人工知能学会研究会資料 
SIG-FIN-027

19



会社等の名称 … 科⽬ 期末残⾼

〇〇(株) … 関係会社短期
借⼊⾦
未収⼊⾦
未払⾦
関係会社⻑期
借⼊⾦

740,000

15,000
1,400

300,000

科⽬ 期末残⾼

関係会社短期\n
借⼊⾦\n
未収⼊⾦\n
未払⾦\n
関係会社⻑期\n
借⼊⾦

740,000\n
15,000\n
1,400\n
300,000\n

⼀般的なツール

科⽬ 期末残⾼

関係会社短期借⼊⾦ 740,000

未収⼊⾦ 15,000

未払⾦ 1,400

関係会社⻑期借⼊⾦ 300,000

本研究⼿法

数値列項⽬列

セル

図 1: 本研究で対象とする抽出例

トウェアを利用した場合に比べてそれぞれ 0.35，0.38
ポイントの性能改善を確認した．
以下，2章では問題設定を述べ， 3章では提案手法

について，4章では実験，5章では結論，6章では今後
の課題を述べる．

2 問題設定
本研究では PDF形式で開示された文書内のテーブ

ルからの情報抽出を行う．具体的には，金融文書内の，
あるセクションに企業間で共通して記載されるテーブ
ルのうち，「項目」列とそれに紐づく同一テーブル内の
「数値」列を抽出し，項目-数値間が 1対 1対応した情
報を取得する．したがって，前提として以下の情報が
与えられることを想定する．

1. 抽出対象のテーブルのおおよその位置（セクショ
ン名など）

2. 「項目」列の列名
3. 「数値」列の列名

分かり易さのため，図 1を使って具体例を挙げると，「項
目」列の列名とは「科目」を指し，「数値」列の列名と
は「期末残高」を指す．なお，本問題設定は企業評価
等の実業務を想定して定めた．実業務では意味のある
数値を企業間で比較する場面が多くあり，テーブル全
体の情報よりも，一部の項目と対応する数値を抽出し
たいというケースが多いと想定する．この想定におい
て，本問題設定は有効と考える．

線分・⽂字情報
の抽出

PDFMiner

テーブル領域
の検出

セル要素の構成

セル内⽂字列
の分割

BERT

項⽬・数値列情報
の抽出

PDF

項⽬ 数値
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⼊⾦
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⾦
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＋数値列の利⽤

図 2: 提案手法の流れ

3 提案手法
提案手法では，図 2に示す手順に従いテーブル内情

報の抽出を行う．まず，PDF文書を入力として，PDF
文書の線分情報と文字情報からテーブル領域を検出す
る．その後，テーブル領域内のデータを抽出するため
に，セル・列の構成や，機械学習モデルを用いたセル
内文字列の分割を行う．最終的に，図 1で示したよう
な，入力として与えた「項目」列の列名および「数値」
列の列名をもつ，2列のテーブルデータを出力する．以
下で，処理の詳細を紹介する．

人工知能学会研究会資料 
SIG-FIN-027

20



3.1 線分・文字情報の抽出
第一ステップとして，PDF文書から，文書に含まれる

線分情報と文字情報の抽出を行う．本研究ではPDF構
成要素を PDFMiner4を用いて抽出し，抽出された線分
要素と文字要素をテーブル情報の抽出のために用いる．
この時，セクション名によるキーワードマッチングなど
により，抽出対象のテーブルが含まれるおおよそのペー
ジ範囲は特定できていることを想定とする．以下，線分
要素を，その線分がもつ 2端点の座標 (x1, y1), (x2, y2)
により

l = (x1, y1, x2, y2) (1)

で表す．また文字要素を，その文字要素が存在する領
域および文字により

c = (b, t) (2)

で表す．ただしここで b = (x1, y1, x2, y2)は文字が存在
する左下の点座標 (x1, y1)および右上の点座標 (x2, y2)
により形成される矩形領域を，また tは領域 b内に含
まれる文字を表す．抽出ツールにより，PDFの各ペー
ジごとに以下のような線分要素の集合 L，文字要素の
集合 C が得られるとする:

L = {l1, l2, . . . } , C = {c1, c2, . . . } . (3)

ただし，本研究では線分要素 lは水平あるいは垂直な
線分のみを対象とし，それ以外のものは無視する．ま
た要素に付随する文字フォントや線分の太さといった
スタイル情報は使用しない．

3.2 テーブル領域の検出
次に，上記の線分要素集合 Lを用いてテーブル領

域の抽出を行う．一般にテーブルの構造は縦横の線分
で構成されており，各線分は外枠または内罫線のいず
れかを表している．そこで，接点あるいは交点のある
線分同士を同一集合としたクラスターを作成し，これ
に基づきテーブル領域の検出を行う．この時，集合内
の少なくとも 1線分と接点あるいは交点が存在する線
分もまた同一集合とする．例えば，線分 l1 と線分 l2，
線分 l2 と線分 l3 で接点あるいは交点がある場合，線
分 l1, l2, l3 は同一クラスターとなる．この時，各クラ
スターごとにクラスター内の線分要素の座標の最小・
最大値を用いて (xmin, ymin), (xmax, ymax) をテーブル
が存在する矩形領域 btable の左下および右上の座標と
して検出する5．さらに，クラスターに含まれる線分の
数 nとクラスターが作る矩形領域 btable の縦横の長さ
についてそれぞれに下限

nlower ≤ n , (4)

wlower ≤ xmax − xmin , (5)

hlower ≤ ymax − ymin (6)

を設定し，よりテーブルらしい矩形領域のみを抽出す
る．ここで nlower, wlower, hlower は事前に定めた閾値で

4https://github.com/pdfminer/pdfminer.six
5PDF ではページの左下を起点とし，右上ほど x, y 座標の値が

大きくなる．

ある．この操作により，我々は各テーブル領域 btable内
の線分要素の集合

Ltable = {l|l ⊂ btable, l ∈ L} (7)

および，文字要素の集合
Ctable = {c|c ⊂ btable, c ∈ C} (8)

を得ることができる．ただしここで a ⊂ bは要素 aが
領域 b内に存在することを表している6．

3.3 セル要素の構成
次に，得られたテーブル領域内の線分要素集合Ltable

および文字要素集合 Ctable から，テーブルの各セル領
域の検出およびセルに内包される文字列を構成し，セ
ル要素を取得する．
まず，テーブル領域内の線分情報Ltableにより，テー

ブル中の線分によって囲われた矩形領域（セル領域）bcell
を検出する．これは文字集合 Ctable の各要素 cの矩形
領域 bの中心から最も距離の近い上下左右の線分を特
定することで行われる．すなわち，特定された上下左
右の線分の交点により形成される矩形領域をセル領域
bcell として検出する．この操作により，テーブル領域
btable内に存在するセル領域の集合 {bcell|bcell ⊂ btable}
および，各セル領域内の文字要素の集合 Ccell = {c|c ⊂
bcell, c ∈ Ctable} を得ることができる．
その後，セル領域内の文字列 tcellを Ccellを用いて

以下の手順により構成する: まず文字要素 c ∈ Ccell の
矩形領域中心の y座標 ycから，セル内に存在する行ご
との文字列を構成する．具体的には，2つの文字要素
c, c′ ∈ Ccellについて，|yc−yc′ | < δならば，c, c′を同一
行に存在する文字とみなす．ここで δはある閾値であ
る．そして，得られた同一行とみなされた文字要素の
集合に対しそれぞれ x座標の小さい順にソートし，1行
分の文字列とみなすことで，文字列の集合 {s1, s2, . . . }
を構成する．
最後に，各文字列をそれぞれの y座標の大きい順に

ソートし，文字列の間に [SEP]トークンを挿入した上
で結合し，これをセル要素内の文字列とする．この操
作により我々はセル要素

ecell = (bcell, tcell) (9)

を得る．ただしここでの文字列 tcell は
tcell = s1[SEP]s2[SEP]s3 . . . (10)

のように表される文字列である．

3.4 項目・数値列情報の抽出
次に，テーブル領域内のセル要素の集合 {ecell|ecell ⊂

btable}および線分要素の集合 Ltableを用いて，列成分
を構成する．これは集合 Ltable から，垂直な線分要素

6より厳密には，この包含関係 ⊂はある小さい範囲内でのはみ出
しを許容することにする．また，PDFによってはページ全体を囲う
不可視の線分が抽出されることがあり，上記のテーブル検出方法に
おいてしばしばページ全体がテーブル領域として取得される場合が
ある．これを取り除くため，実験では検出された 2 つのテーブル領
域が b ⊂ b′ となっている場合，b′ を除く処理を行っている．
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図 3: セル内文字列分割判定モデル概略図

の x座標を抽出することによって行われる．すなわち，
全ての垂直な線分要素 lvertical ∈ Ltableの x座標情報か
ら集合 Xtable = {x0, x1, . . . |x0 < x1 < . . . }を取得し
た後，xecell ⊂ (xi, xi+1)を満たす ecell を iカラム目の
要素とする．ただしここで xecell はセル要素 ecell が x
について占める領域を表す．この操作により，テーブ
ル中の列要素の集合

{COL1,COL2, . . . } (11)

を得る．ただしここで COLi は
COLi = {ecell|xecell ⊂ (xi, xi+1), ecell ⊂ btable} (12)

のように表されるセル要素の集合である．
「項目」列および「数値」列情報の抽出は以下のよ

うに行う: 上記の手法で得られたテーブル中の各列の
うち，列中のセル要素内文字列 tcellに ([SEP]トークン
を除いた後)設定したキーワードがマッチするものを
抽出する．本研究においては，我々は項目列名のキー
ワードおよび数値列名のキーワードにより，2つのカラ
ム COL項目と COL数値を取得する．また，ここで我々
は項目列と数値列が紐づいている状況を想定する．す
なわち，COL項目 と COL数値 に属するそれぞれのセル
要素について，その中心位置が同一の y座標をもつも
のが 1対 1対応している状況を想定する．この状況に
おいては，項目列中のあるセル要素内の文字列 tcell項目に
対して，数値列中の 1つのセル要素内の文字列 tcell数値を
1対 1で紐付けすることができる．これにより，各行
(tcell項目, t

cell
数値)を値にもつ 2列のテーブルを構成すること

ができる．

3.5 セル内文字列の分割
最後に，得られたテーブルの各行 (tcell項目, t

cell
数値)に対

して分割処理を行う．3.4節までの手法で抽出された文
字列のペア (tcell項目, t

cell
数値)には，罫線の省略 (すなわち，結

合セルの存在)により，本来複数の行に属すべき文字列
が結合した状態で抽出されている場合がある (図 1右上

参照)．正確な情報抽出のためにはこれを適切に分割す
る必要があるが，特に tcell項目においては，2つの理由によ
り分割を機械的に行うことが難しい．第一に，図 1に
示すように，抽出された文字列が折り返しを含んでい
る場合があることである．このような状況では，単純
な改行記号による分割は項目を過剰に出力してしまう
ことになる．第二に，行間のマージンが，PDFによっ
て異なりうる点である．例えばマージンサイズを基準
とした分割判定では，マージンの閾値を決める必要が
あるが，この数値を適切に決定することは難しい．ま
た特に，図 1に示すように折り返しによって生じるマー
ジンと行間のマージンが等しい場合も存在し，マージ
ンのみによってはこれを適切に分割することができな
い．上記の問題に対処するため，我々は項目の意味内
容，および項目に紐づく数値情報を使用した機械学習
ベースの分割手法を採用する．
項目セル内文字列の分割に取り組むにあたって，我々

は問題を以下のような [SEP]トークンの分類タスクと
みなす．すなわち，tcell項目を [SEP]トークン部分で区切っ
た系列を

X = (s1, [SEP], s2, [SEP], . . . , sn) (13)

と書いたとき，X 中の各 [SEP]トークンに対し分割・
結合のラベルを適切に割り当てることを目的とする．
上記の問題に対し，我々は機械学習ベースの分類モ

デルを構築することで解決を目指す．すなわち，各 siに
ついて tokenizerを通して得られるトークン ti1, ti2, . . .
と [SEP]トークンによる系列
S = (t11, t12, . . . , [SEP], t21, t22, . . . , [SEP], . . . ) (14)

を入力に，各 [SEP]トークンに対し結合・分割の 2値
分類を行うモデルを，教師付き学習により構築する7．
本研究ではこのセル内文字列の分割判定モデルに

図 3 に示すような BERT をベースとしたアーキテク
チャを使用する．すなわち，tokenizerにより得られた
系列 Sを BERTに入力し，各トークンの埋め込み表現
を得た後，この埋め込み表現を分類器を通し [SEP]トー
クンのラベル確率を出力する．このとき，モデルは人
手または後述する手法により自動でアノテーションさ
れたラベル付きデータを使用し fine-tuningを行う．

3.6 数値列の利用
多くの場合，項目列中の文字列 tcell項目の分割数は，そ

れに紐づいている数値列中の文字列 tcell数値から推察する
ことができる．なぜなら，この tcell数値内の数値情報は通
常 tcell項目内の各項目に 1対 1対応しており，また数値は
折り返しを含まないゆえに単純な不要語の除去と [SEP]
トークンのカウントによりその分割数 (および tcell数値 の
正確な分割)を得ることができるためである．すなわ
ち，我々は，期待されるX の分割数 n(X)を，X に紐
づく数値列中の文字列 tcell数値 により

n(X) = #[SEP](PROCESS(tcell数値)) (15)

7文字列 si を tokenize する際，[SEP] トークンの位置によって
は不適切な分割やモデルの語彙外のトークンが生じうるが，本研究
の実験においてこの影響は軽微であった．より厳密な取り扱いは将
来の研究課題とする．
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のように取得する．ただしここで#[SEP](t)は文字列 t

中の [SEP]トークンの数であり，PROCESS(t)は文字
列 tに対する不要語の除去などの簡単な処理を表す．
我々は，この分割数の情報を弱いラベル付きデータ

の構築および上記の分割判定モデルの分割数への制約
に利用し，アノテーションコストの削減および性能の
向上を目指す．

弱いラベル付きデータの自動構築
3.5節で導入したモデルではラベル付きデータによ

り fine-tuningを行う必要があるが，このようなラベル
付きデータを十分な量用意することが難しい場合もあ
る．そこで我々は数値情報 tcell数値より得られる分割数か
ら，自明にラベルが定まるサンプルを教師データとし
て利用する手法を提案する．すなわち，X を抽出され
た文字列，n(X)を tcell数値 より示唆される分割数とした
とき，自明にラベルが定まるサンプルとはX が以下の
2通りのどちらかを満たす場合である: (1) n(X) = 0,
(2) n(X) = #[SEP](X)．ここで (1)の場合は，X 中の
全ての [SEP]トークンに結合ラベルを，また，(2)の場
合は，X 中の全ての [SEP]トークンに分割ラベルを付
与することができる．

分割数への制約
上記の分割判定モデルでは，意味内容によるセル

の分割を行うことができるが，現れる文字列が出現頻
度の少ない場合や人間でも判断の難しいケースの場合
は誤った分割となりうる．また上記の弱いラベル付き
データにより fine-tuningを行った場合，モデルは与え
られた文字列に対し文字列内の全ての [SEP]トークン
に同一のラベルを付与する傾向が生じ，正確な分割が
得られにくい．さらに，モデルが予測した分割が tcell数値
の分割数と不一致である場合，出力された項目と数値
情報を 1対 1に対応づけることができない．
そこで，提案手法では数値列から得られる分割数

n(X)をX 内の合計分割数とみなし，この制限の元で
適切な分割ラベルを付与する．具体的には，モデルに
よる各 [SEP] ∈ X の分割ラベルへのスコアのうち上位
n(X)については分割ラベルを，その他は結合ラベルを
付与することでこれを実現する．これにより，より正
確なラベル付けや上述した同一ラベル出力の抑制に加
え，分割された項目文字列と数値文字列を 1対 1で対
応づけできるようになり，より正確なテーブル情報抽
出ができると期待される．

4 実験
4.1 データセット
本研究では，表 1に記載するように，開示されてい

る 2つの金融系 PDF文書内の項目を対象とし，デー
タセットを作成した (関係当事者データセット，大株主
データセット)．その際，2020年 1月 1日から 2020年
12月 31日までの期間に開示された文書をモデル学習
用データセット，2021年 1月 1日から 2021年 6月 30
日までの期間を評価用データセットの作成に使用した．
評価用データセットでは上記期間に開示されたPDF文

書の一部をサンプルし，文書内で，表 1記載のセクショ
ン中に存在する項目列および数値列中の値を人手で抽
出する形で Ground-truth を作成した．このアノテー
ションは著名 4名でそれぞれ別のPDF文書群に対して
行った．また，簡単のため，ページを跨ぐようなテー
ブルについては，項目名・数値名が存在するページ部
分のみを評価対象とした．
モデル学習用データセットは 3.6節 で述べた自動

構築手法に加え，人手で [SEP]トークンにラベルをア
ノテーションしたデータセットも用意した．人手アノ
テーションは上記期間内の PDFで関係当事者データ
セットとして 2000サンプル ([SEP]トークン数 4829)，
大株主データセットとして 800 サンプル ([SEP] トー
クン数 3180)について行った．また，同期間内の PDF
で自動構築したデータセットのサンプル数はそれぞれ
1483サンプル ([SEP]トークン数 2772)，3225サンプル
([SEP]トークン数 8606)であった．実験では，自動構築
したデータセットにより fine-tuningしたモデルと，人
手アノテーションしたデータセットにより fine-tuning
したモデルの性能をそれぞれ評価した．

4.2 評価指標
実験の評価指標として，(マイクロ)Precision， Re-

call，F1スコアを採用した．すなわち，あるPDF iに対
し，それがもつ真の項目-数値のペアの集合を Ti，また
手法により抽出された項目-数値のペアの集合を Pi と
したとき，Precision，Recallを以下のように定義した．

Precision =
|
∑

i Ti ∩ Pi|
|
∑

i Pi|
, (16)

Recall =
|
∑

i Ti ∩ Pi|
|
∑

i Ti|
. (17)

ここで |A|は集合 Aの要素数を，A∩Bは集合 Aおよ
び B の共通要素の集合を表す． 共通要素数では，T，
P の各要素に文字列正規化8を行った後，完全にペアが
等しくなったもののみを共通要素として数えた．

4.3 ベースライン
我々の手法との比較対象として，PDFテーブル抽出

を対象とした標準的なオープンソースである Tabula9

と Camelot10を採用した．実験では，それぞれが出力
するテーブルデータのうち，表 1で指定した項目列・数
値列名を列に含むテーブルを抽出し，そこに含まれる
項目列・数値列をもって手法の予測とした．本実験で
は両者ともデフォルトのパラメータ設定を採用した．

4.4 実験設定の詳細
分割判定モデルで使用するBERTとしては，東北大

学が公開している日本語Wikipediaによる事前学習済
みモデル (bert-base-japanese-whole-word-masking)11

を使用した．BERTにより得た各トークンごとの埋め
込みを，Dropout層および 1層の全結合層を通した後，

8Unicode 正規化 (NFKC)，大文字小文字の統一を行った．
9https://github.com/chezou/tabula-py

10https://github.com/camelot-dev/camelot
11https://github.com/cl-tohoku/bert-japanese
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表 1: データセット

データセット 文書 セクション 項目列名 数値列名 評価用
項目数

学習用データ数
(人手 / 自動)

関連当事者 株主総会招集通知 関連当事者との
取引に関する注記 科目 期末残高 1485 2000 / 1483

大株主 有価証券報告書 大株主の状況 氏名又は名称 所有株式数 1131 800 / 3225

表 2: 実験結果

手法 関連当事者 大株主
Precision Recall F1 Precision Recall F1

Tabula 0.540 0.115 0.190 0.410 0.682 0.512
Camelot 0.720 0.580 0.642 0.722 0.520 0.604

自動アノテーション 0.997 0.992 0.995 0.935 0.908 0.921
人手アノテーション 0.997 0.992 0.995 0.995 0.966 0.981

[SEP]トークンに対して softmax関数を適用し，[SEP]
トークンに対するラベル確率とした．学習はクロスエ
ントロピー損失の最小化によって行い，最適化アルゴ
リズムは AdamW[4] を採用した．実験では学習率を
2× 10−5 (学習率スケジューリングなし)，ドロップア
ウト率を 0.1，バッチサイズを 32，トークン最大長は
256にそれぞれ設定した．学習用データセットは訓練用
データセット，検証用データセットとして 8:2に分割し，
訓練用データセットを使用してモデル訓練を行った．ま
た学習のイテレーションは検証用データセットの分割・
結合ラベルに対する正解率に基づき，early-stoppingに
より打ち切った．

4.5 結果
表 2に実験の結果を示す．関連当事者データセット

では，人手アノテーションの場合，Precisionが 0.997(評
価用項目数:1481行/1485行)，Recallが 0.992(1481行
/1493 行)，F1 スコアは 0.995 となり，ベースライン
を F1スコアで 0.35ポイント程度上回る結果となった．
また，本データセットにおいては，自動アノテーショ
ンによるモデルにおいても，Precision が 0.997(1481
行/1485行)，Recallが 0.992(1481行/1493行)，F1ス
コアは 0.995となり，人手アノテーションと同性能の
結果が得られた．
大株主データセットでは，人手アノテーションの

場合，Precisionは 0.995 (1093行/1098行)，Recallは
0.966 (1093 行/1131 行)，F1 スコアは 0.981 となり，
ベースラインを F1スコアで 0.38ポイント程度上回る
結果となった．一方，自動アノテーションによるモデ
ルにおいても，Precisionが 0.935 (1027行/1098行)，
Recallが 0.908 (1027行/1131行)，F1スコアが 0.921
となり，人手アノテーションと遜色ない結果が得られた．

4.6 考察
実験結果より，Tabulaや Camelotなどの一般的な

PDFテーブル抽出ツールと比べて，数値-項目間の 1対
1対応を正解とした時の性能は大幅に改善された．こ
れは，従来のツールでは難しかった適切なセルの分割
がなされた結果と考えられ，金融系 PDF文書における
提案手法の有効性を示していると言える．

関連当事者データセットにおいて，適切な情報取得
ができなかったテーブルは，図 4aのように 1つの項目
に対して複数の数値が紐づくようなテーブルや，反対
に図 4bのように複数項目に対して 1つの数値が紐づく
ようなテーブルであった．本手法では，1項目に対し
て 1数値が紐づくことを前提としているため，上記の
ようなテーブルは対応できなかった．
大株主データセットにおいては，特に自動アノテー

ションによる結果が関連当事者データセットよりも劣
る性能となった．これは，自動アノテーションを行え
たデータ中，分割ラベルをもつデータが非常に少なかっ
たことが原因であると考えられる (3225サンプル中 85
サンプル)．実際，[SEP]トークンのラベルが自明でな
いサンプル (0 < n(X) < #[SEP](X)なもの)に対する
Precision，Recall はそれぞれ 0.736 (195 行/265 行)，
0.714 (195行/273行) と低く12，BERTがこの自動ア
ノテーションデータで十分に学習されているわけでは
ないことが示唆された．この改善に向けては，例えば
ランダムに抽出した 2つのサンプルを，分割ラベルを付
与した [SEP]トークンにより結合し，データ増強を行
うといった手法の導入が考えられる．このようなデー
タ増強手法のより詳細な検証については，今後の一つ
の発展の方向性としておく．
最後に，大株主データセットにおけるテーブル検出

の失敗例を図 4cに示す．大株主データセットではペー
ジ下部にまでテーブルが存在することが比較的多くあっ
たが，これが PDF中に存在するその他の線分 (多くは
不可視であり，ページを囲うように存在するもの．図 4c
ではオレンジ色の線分で表現)と交差した結果，不適切
なクラスターが作成される状況がしばしば生じた．こ
の抑制には，線分要素のフィルタリングや，より洗練
されたテーブル検出ルールの導入が必要であると考え
られる．

5 結論
本研究では，PDF形式のテーブルに対して，「項目」

列とそれに紐づく同一テーブル内の「数値」列の関係
を考慮した上で情報抽出を行った．これは，PDFの文

12人手アノテーションの場合，それぞれ 0.985 (261 行/265 行)，
0.956 (261 行/273 行) であった．
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図 4: 本手法で抽出できなかった例

書内から抽出した線分情報や文字情報を用いてテーブ
ル領域を検出し，領域内のセル及び列の構成やセル内
文字列の分割を行うことで実現した．セル内文字列の
分割にはBERTを用い，「数値」列を利用した分割数の
制約を課すことでより正確な分割を行った．我々は以
上の手法を 2つの日本語金融文書により作成したデー
タセットにより評価し，結果，一般的な PDFテーブル
抽出ツールと比べ大幅な性能の改善を確認した．

6 今後の課題
本研究のテーブル領域検出では，PDF内の線分要

素の交点や接点を利用しているため，罫線が大きく省
略されているとき，検出に失敗する場合がある．今回
使用した日本語金融文書データセットにおいては，こ
のような大きな罫線の省略があるテーブルはほとんど
なく，今回の手法でも高い精度でテーブル検出を行う
ことができた．しかし，文書によっては，罫線が大き
く省略されたテーブルが割合の多くを占める場合もあ
りうる．特に英語圏のテーブルはしばしば罫線が大き
く省略されるため，検出できない状況が多く存在する
と予想される．このような状況に対応するためには罫
線に依らない表検出手法 (例えば Schreiber ら [5]のよ
うな画像からの検出手法)を実施することが必要であ
ろう．
また，我々の手法で項目-数値間の 1対 1対応した

一覧化を実現することができたが，会社間での比較は
項目における表記ゆれや数値の単位の統一化をする必
要がある．例えば，金融文書の場合，数値の単位は「百
万円」や「千円」などと企業間で異なり，このままで
は企業間で数値の合計を算出することはできない．こ

れについては，今回のテーブル内の情報抽出に併せて，
テーブル周辺の情報も抽出し，単位らしい文字列をキー
ワードマッチングすることで実現できると考えられる．
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