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Abstract: BERTを始めとする事前学習言語モデルは，様々な自然言語処理のタスクにおいて成
果を上げている．これらのモデルの多くはWikipediaやニュース記事などの一般的なコーパスを用
いているため，専門的な単語が使用される金融分野においては十分な効果が得られない．本研究では
決算短信や有価証券報告書から事前学習言語モデルを構築する．また金融ドメインのタスクによって
汎用モデルとの性能を比較する．

1 はじめに
近年，決算短信や有価証券報告書，ニュース記事や
証券レポートなど，インターネットで閲覧可能な金融
文書が豊富に存在する．金融関連のテキストの分析は
投資やマーケット分析に役立つ一方で，毎日大量に作
成されるテキストを人手によって全て分析することは
難しい．そのため，近年盛んにおこなわれているのが，
金融文書に自然言語処理 (NLP)を適用する金融テキス
トマイニングである．機械学習を用いた金融関連のツ
イートのセンチメント分析 [1][2]をはじめとして，金融
分野における自然言語処理に，機械学習を適用する研
究が多く存在する [3][4]．
本研究では，日本語金融コーパスによって事前学習
を行った BERTモデルと ELECTRAモデルを提案す
る．Word2vec[5] や GloVe[6] などによる分散表現は，
教師なしのデータから知識を抽出し，テキストマイニ
ングにおける重要な手法となっている．しかし金融ド
メインにおいては特殊な単語が使用されるため，これ
らの単純な分散表現によるアプローチでは十分な効果
が得られない．BERT[7]は事前学習によって各言語タ
スクの精度を大幅に改善した．BERTは Attention機
構をベースとした Transformer[8]によって主に構成さ
れる．まず大規模言語コーパスから事前学習し，その後
出力に近いレイヤーのみを学習させるファインチュー
ニングを組み合わせる．また ELECTRA[9]は BERT

にGAN[10]のアイデアを加え，さらにGeneratorにお
いて最尤法 [11] を適用した．その結果 GLUE におい
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て，BERTより少ない計算量で高い精度を示した．日
本語においてもWikipediaの記事から事前学習された
BERTモデルが提案されている [12]1．しかし金融コー
パスと一般的なコーパスとの間で語彙や表現の違いが
大きいため，一般的なコーパスのみで学習したモデル
は金融テキストマイニングのタスクに最適とは言えな
い．また英語では FinBERT[13]として，Wikipediaや
金融に関するニュース記事などを組み合わせたコーパ
スから構築した事前学習モデルが提案されている．し
かしこれらはニュース記事にとどまり，金融の専門用
語が多く用いられているわけではない．またファイン
チューニングや再事前学習 [14]を行うことも考えられ
るが，これらはネットワークの重みを変更するのみで，
入力文をトークン化する時に必要なトークンの語彙を
変更することはできない．本研究では，金融コーパスと
Wikipediaを組み合わせたコーパスから Smallサイズ
の事前学習 BERTモデルと ELECTRAモデルを構築
する．また比較対象としてWikipediaのみからも Small

サイズの事前学習モデルをそれぞれ構築する．これら
の事前学習モデルを用い，金融ドメインのテキストを
対象とした 2つの評価実験を行い性能を評価する．
本研究の貢献は以下の通りである．

• 金融ドメインの文書とWikipediaからなるコー
パスを組み合わせ，金融特有の専門単語を反映し
た金融BERTモデル・金融 ELECTRAモデルを
構築した．

• 構築した金融モデルを，金融ドメインで研究され
ているタスクを対象に実験を行い，一般的なコー

1https://github.com/cl-tohoku/bert-japanese
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図 1: ELECTRAの概要図．GeneratorではMaskingの対象となったトークンの予測を行う．Discriminatorでは
Generatorから出力されたトークンが元のトークンと置き換えられているかを判別する．例では「景気」「厳しい」
「状況」の 3単語がMaskingの対象となり，そのうち「景気」「厳しい」の 2単語が [MASK]に置換されGenerator

に入力される．「状況」は [MASK]に置換されずにそのまま入力される．Generatorによって 3単語がそれぞれ「経
済」「厳しい」「段階」と予測される．「景気」「状況」の 2単語がそれぞれ Generatorによって「経済」「段階」に
置換されたため，Discriminatorでは”replaced”のラベルが付与される．それ以外の単語は元のトークンから置換
されなかったため”original”のラベルが付与される．

パスであるWikipediaのみから作成したモデル
よりも高い性能を持つことを示した．

2 モデルの構築
BERT や ELECTRA といった言語モデルでは，大

規模なコーパスに対してタスクを与えて事前学習 (pre-

training)し，各タスクでファインチューニングすると
いう 2段階から構成される．

2.1 BERTの事前学習タスク
BERT の事前学習は，単語の穴埋め (Masked LM)

と 2 文の接続性の判定 (Next sentence prediction) の
2つのタスクの学習によって行われる．Masked LMで
は，各入力のトークンのうち 15%がMaskingの対象と
なり，事前学習ではこの対象となったトークンを予測
する．Maskingの対象となったこれらのトークンのう
ちさらにそのうち 80%のトークンが [MASK]トークン
に置換され，10%がランダムに別のトークンに置換さ
れる．残った 10%のトークンは元のトークンのまま入
力される．Next sentence predictionでは，入力のうち
50%は実際に存在する連続した 2文を [SEP]トークン
でつなぐ．残りの 50%はランダムにサンプリングした
ドキュメントから抽出し，実際には連続しない 2文を
[SEP]トークンでつなぐ．各入力について [SEP]トー
クンの前後の 2文が実際に連続しているかを学習する．
BERTの論文 [7]では 2文を [SEP]トークンで接続し
て入力したとのみ記載があるが，本研究では計算の効

率化のため，入力上限である 128トークンになるまで
サンプルの先頭と後尾にトークンを追加する．

2.2 ELECTRAの事前学習タスク
ELECTRAの事前学習は，入力文の一部のトークン
を置き換え，置き換えたトークンを検知するタスク (Re-

placed Token Detection) によって行われる．ELEC-

TRAは図 1のように Generatorと Discriminatorの 2

つのアーキテクチャによって構成され，それぞれに与え
られたタスクを同時に学習するマルチタスクによって
事前学習を行う．GeneratorとDiscriminatorのどちら
も，BERTと同様にTransformerの Encoderを重ねた
ものである．ファインチューニングで使用されるのは
Discriminator部分のみである．GeneratorはDiscrim-

inatorが学習しやすいように，Discriminatorの 1/4か
ら 1/3のサイズ (ELECTRA+はDiscriminatorと同じ
サイズ)に設定する．入力トークンの 15%をMaskingの
対象とする．そのうち 85%のトークンを [MASK]トー
クンに置換し，残りの 15%は元のトークンのままGen-

eratorに入力する．GeneratorはMaskingの対象となっ
たトークンが元々どのトークンであったかを予測する．
このタスクは BERTにおけるMasked LMと似たタス
クである．Discriminatorには，Generatorが予測した
トークンを入力する．Discriminatorでは，入力された
トークンが Generatorによって置き換えられたかを判
別する 2値分類タスクを行う．その際，Generatorに
よって正しく予測されたトークンはGeneratorによって
置換されていないものとラベリングする．ELECTRA
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表 1: 各コーパスによって構築された語彙から，「デリバティブ取引には，先物取引やスワップ取引がある」とい
う文をトークン化する例．[CLS]は文頭を，[SEP]は文末などを表す．”##”はサブワードに分割された語のうち，
先頭でないものに付与される．

コーパス トークン

金融 [CLS] / デリバティブ / 取引 / に / は / ， / 先物 / 取引 / や /

スワップ / 取引 / 等 / が / ある / ．/ [SEP]

Wikipedia
[CLS] / デリ / ##バ / ##ティブ / 取引 / に / は / ， / 先 / ##物 / 取引 / や /

スワ / ##ップ / 取引 / 等 / が / ある / ．/ [SEP]

における損失関数は式 (1)によって計算される．

LELECTRA = LMLM + 50LDisc (1)

ここで LMLM,LDisc はそれぞれ Generator，Discrimi-

natorにおけるタスクの Lossである．BERTと同様，
計算の効率化のため入力上限である 128トークンにな
るまでサンプルの先頭と後尾にトークンを追加する．

2.3 日本語における事前学習
BERTやELECTRAでは英語のコーパスを用いてお
り，入力文をトークン化する際に半角スペースで分割し，
その後WordPiece[15]によるサブワード分割を行う．し
かし，日本語の文章は半角スペースで分割することがで
きない．そのため，本研究ではまずMeCab[16]によって
形態素解析を行い，その後WordPieceによるサブワー
ド分割を行う．金融コーパスとWikipediaのそれぞれ
によって構築された語彙によって，表 1のように文を
トークンに分割することが可能になる．表 1の場合，金
融コーパスによる語彙では「デリバティブ」や「先物」，
「スワップ」を 1語とし扱うのに対し，Wikipediaによ
る語彙ではサブワードを用いて「デリ/##バ/ ##ティ
ブ」「先/##物」「スワ/##ップ」のように分割して扱
う．このように，Wikipediaによる汎用的語彙には含
まれないものの，金融文書においては登場する単語を，
金融コーパスからモデルを作成することで扱うことが
できる．

2.4 使用データ
事前学習に用いる金融コーパスのテキストデータと
して，3種類のデータを用いる．1つ目は 2012年 10月
9日から 2020年 12月 31日にかけて開示された決算短
信等のデータである．2 つ目は EDINET2にて，2018

年 2月 8日から 2020年 12月 31日にかけて開示され
た有価証券報告書等の 2種類データを用いる．3つ目

2https://disclosure.edinet-fsa.go.jp/

表 2: 事前学習のハイパーパラメータ．Generator Size

は，Transformerエンコーダーの層の数は 12，隠れ層
の数は 256，Transformerエンコーダーの FFNの層数
は 1024，TransformerエンコーダーのAttention Head

の数は 4，Embeddingの次元数は 128，学習率は 5e-4

で共通である．
パラメータ BERT ELECTRA ELECTRA+

Generator Size - 1/4 1/1

Train Steps 1.45M 1M 1M

はWikipediaの日本語記事によるコーパスである．こ
れら 3つのデータセットから，金融コーパス (約 4,700

万文)を作成した．金融コーパスのデータサイズは約
8GBとなった．また，金融コーパスとの比較のために，
Wikipediaのテキストデータ (約 2,000万文)のみから
作成したコーパスも用いる．

2.5 実験設定
サブワード分割のためのトークナイザーの学習につい
ての実験設定は東北大学3によって作成されたモデルを
参考にした．MeCabの辞書は IPAdicを用い，語彙数は
32,768とした．このうち 5語を未知語を表す [UNK]，文
頭に挿入される [CLS]，2文の間や入力の最後に挿入さ
れる [SEP]，入力長を揃えるために入力される [PAD]，
Masked LMタスクの際に用いられる [MASK]に割り
当てた．また，新たにファインチューニングなどの際に
単語を追加するために 10語を，1文字の単語のために
6,129語を割り当てた．各モデルのパラメータは [9]に
おいて用いられている Smallモデルを参考に，表 2の
ように設定した．ELECTRA+モデルは，Googleが公
開している ELECTRA-Smallモデル4の Generatorの
サイズが Discriminatorのサイズと同じであることを

3https://github.com/cl-tohoku/bert-japanese
4https://github.com/google-research/electra
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図 2: chABSA-detasetを用いた Aspect-Based Senti-

ment Analysisに関する実験のネットワーク概要図．

参考に作成した．Learning Rateは 10,000ステップま
でWarmupを行い，そこから線形に減衰させた．表 2

における Learning Rateは，10,000ステップにおける
値である．実装は PyTorchベースの実装5を用いた．

3 評価実験
金融コーパスから構築したモデル (金融*)とWikipedia

から構築したモデル (Wiki*)に対し，ファインチューニ
ングによる評価実験を行い性能を評価する．構築した
金融モデルを評価するために，因果関係を含んでいる
文を抽出するタスクを行う．因果関係を含んでいる文
の抽出については，坂地ら [17]が取り組んでおり，彼
らは経済・金融の記事を分析するために因果関係抽出
を行っている．因果関係の抽出は，2つのタスクで構
成されており，一つ目が因果関係を含んでいる文を抽
出するタスク，もう一つが因果関係を示す原因と結果
表現を抽出するタスクである．ここでは，坂地らが機
械学習を用いて取り組んでいた因果関係を含む文の抽
出を対象に金融 BERTの性能検証を行う．この実験に
おいては，日経新聞記事から作成されたデータを以下
のように分割して用いる．1,305文 (うち 571文が因果
関係文)を学習データに，327文 (うち 138文が因果関
係文)を検証データに，413文 (うち 189文が因果関係
文)をテストデータに分割し，実験に使用する．
加えて，坂地らは決算短信を対象に，同様の実験を
行っており [18]，こちらのデータを対象にも実験を行
う．この実験においては，決算短信から作成されたデー
タを以下のように分割して用いる．1,850文 (うち 243

文が因果関係文)を学習データに，463文 (うち 60文が
因果関係文)を検証データに，578文 (うち 91文が因果
関係文)をテストデータに分割し，実験に使用する．

5https://github.com/huggingface/transformers

表 3: 日経新聞記事データを対象に因果関係を含む文
の抽出における評価実験結果．Prec, Recall, F1はマク
ロ平均である．

Acc Prec Recall F1

金融 BERT 0.891 0.890 0.890 0.890

金融 ELECTRA 0.872 0.876 0.867 0.869

金融 ELECTRA+ 0.879 0.878 0.878 0.878

WikiBERT 0.877 0.887 0.870 0.873

WikiELECTRA 0.845 0.851 0.839 0.842

WikiELECTRA+ 0.828 0.827 0.828 0.827

表 4: 決算短信データを対象に因果関係を含む文の抽
出における評価実験結果．Prec, Recall, F1はマクロ平
均である．

Acc Prec Recall F1

金融 BERT 0.929 0.860 0.882 0.870

金融 ELECTRA 0.917 0.837 0.866 0.850

金融 ELECTRA+ 0.903 0.815 0.826 0.821

WikiBERT 0.926 0.852 0.880 0.865

WikiELECTRA 0.843 0.421 0.500 0.457

WikiELECTRA+ 0.929 0.870 0.860 0.864

表 5: chABSA-dataset を対象とした評価実験結果．
Prec, Recall, F1はマクロ平均である．

Acc Prec Recall F1

金融 BERT 0.884 0.881 0.880 0.881

金融 ELECTRA 0.881 0.877 0.882 0.879

金融 ELECTRA+ 0.847 0.847 0.838 0.842

WikiBERT 0.862 0.864 0.853 0.857

WikiELECTRA 0.845 0.851 0.839 0.842

WikiELECTRA+ 0.599 0.580 0.565 0.558

さらに，本論文では，TIS株式会社が公開している
chABSA-dataset6を用いて，Aspect-Based Sentiment

Analysisに関する実験を行う．この実験では，図 2の
ように入力に文と表現を入力し，その表現に関する文
内でのセンチメントを出力するという問題設定にする．
データセットには，Positive，Negative，Neutralのタ
グが付与されていたが，Neutralが他のタグに対して大
幅に少なかったことから，Neutralを除外して実験を行
う．ここでは，4,479件 (うち 2,776件が Positive)を学
習データに，1,194件 (うち 690件が Positive)を検証
データに，1,492件 (うち 868件が Positive)をテスト
データに分割し，実験に使用する．

6https://github.com/chakki-works/chABSA-dataset
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4 結果と考察
表 3に日経新聞記事を対象に，また表 4に決算短信

を対象に，因果関係を含む文の抽出を行った結果をそ
れぞれ示す．また表 5に chABSA-datasetを用いてセ
ンチメント出力を行った結果を示す．
表 3，4，5より，各実験において金融モデルを用いた
方がF1値が高くなった．このことより，金融におけるタ
スクではWikipediaをコーパスとしたモデルよりも，金
融テキストをコーパスとしたモデルの方が性能が良いこ
とを示した．モデル間の比較では，BERTモデルが最も
F1値が高かった．金融の ELECTRAモデルと ELEC-

TRA+モデルは，日経新聞記事データを対象とした実験
ではモデルサイズの大きい ELECTRA+モデルの方が
F1値が高かったものの，決算短信と chABSA-dataset

を対象とした実験ではモデルサイズの小さい ELEC-

TRA モデルの方が F1 値が高かった．これは ELEC-

TRAのGeneratorがDiscriminatorの 1/4から 1/3の
サイズでより精度が高かったこと [9] と同様の現象が
発生していると考えられる．実際 ELECTRA の論文
では ELECTRA+のような Generator と Discrimina-

torのサイズが同じモデルについての言及はない．また
決算短信データを対象とした実験でのWikiELECTRA

と chABSA-datasetを対象とした実験でのWikiELEC-

TRA+は，他のモデルより F1値が大きく低くなった．
これはELECTRAの学習が不安定なことによると考え
られる．今回は金融ドメインから決算短信と有価証券
報告書の 2種類のデータのみを使用したが，今後は，新
聞記事の金融面など金融に関連した別のテキストデー
タも併せて学習することで，より高い性能を示す金融
BERTが構築できると考えられる．

5 まとめ
本論文では，決算短信等のデータと有価証券報告書
等のデータをWikipediaの日本語記事と組み合わせて
金融ドメインの事前学習モデルを構築し，その性能を
確認した．金融ドメインで研究されている因果関係を
含む文の抽出タスクを対象に，日経新聞記事から作成
された評価データと決算短信から作成された評価デー
タを用いて実験を行い，Wikipediaから作成したモデ
ルよりも高い性能を示した．また，chABSA-datasetを
用いたセンチメント分析においても，金融 BERTや金
融ELECTRAが，Wikipediaから作成したモデルより
も高い性能を示した．
今後の課題として，因果関係を含む文の抽出やセン
チメントの分析だけではなく，株価予想や要約などの
他のタスクにおいて高い性能を示すことができるかを
検証していく．また，Optimzierやモデルの改良により

ELECTRAの学習を安定することを目指す．さらに作
成した各モデルの公開に向けた準備を進めていく．
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