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Abstract: Bitcoin is a crypto currency that is a peer-to-peer(P2P) network systems based on

distributed ledger technology and is being used as an alternative payment system. Reliability

and safety are very important aspects of payment system. However, in recent years, with an

increase in value, crypto currency becomes a target of a malicious users and the attacks that strike

the vulnerability of the system are regarded as a problem. Such a problem significantly reduces

reliability and safety as a payment system for crypto currency. Therefore, it is necessary to pay

attention to cyber security risks inherent in the system, as well as price fluctuations usually focused

on financial asset prices. In this research, we propose to use information observed in darknet as

alternative data. It is useful in evaluating the risk in the crypto currency market. The darknet

is a name of an IP address space unallocated by terminals or the like among spaces that can be

assigned IP addresses. The darknet is mainly used for observing signs of security incidents. This is

useful for investors to grasp potential risks of crypto currency markets and is important for service

providers to explain security risks and measures. In addition, the darknet observation information

has a prospect of utilizing not only the crypto currency but also the monitoring of the security risk

of companys.

1

Bitcoin

[20]

P2P

( )

∗
103-0027 1 12-1

E-mail: kei.nak.0315@gmail.com

AR MA ARMA



AR

MA

ARMA AR MA

ARCH ARCH

GARCH [12]

Bitcoin

[7, 8, 16]

Bitcoin

web

Bitcoin

[11, 19]

Bitcoin

[4]

Bitcoin

Bitcoin

[3]

[17]

[13]

P2P

1

2

GARCHSK

3

Bitcoin 4

1

2

[1]

[24]

GARCHSK

2.1

2

• Tor[6] BitTorrent[5]

Napster1

• IP

IP

(DDoS )

[25]

Bitcoin

[10]

1.

( ) 2.

( ) 3.

( )

[24] 3

2.

1Peer-to-Peer



20
12

1
20

12
3

20
12

5
20

12
7

20
12

9
20

12
11

20
13

1
20

13
3

20
13

5
20

13
7

20
13

9
20

13
11

20
14

1
20

14
3

20
14

5
20

14
7

20
14

9
20

14
11

20
15

1
20

15
3

20
15

5
20

15
7

20
15

9
20

15
11

20
16

1
20

16
3

20
16

5
20

16
7

20
16

9
20

16
11

20
17

1
20

17
3

20
17

5
20

17
7

20
17

9

2012/9/4:
BitFloor

2014/2/24:
Mt.Gox

2014/3/14:
Poloniex

2015/1/4:
BitStamp

2016/8/2:
Bitfinex

2017/5/12:
WannaCry

1:

IP

[10]

(NICT) NICTER

[15]

2011 1 1 2017 10

5

P2P

1

1

2.2 GARCHSK

2

[9]

ARCH(AutoRegressive Conditional Heteroscedas-

ticity)

[2] ARCH GARCH(Generalized

ARCH) (AR-)GARCH

rt ht
εt−1 2

ht−1
2

|α| < 1, β1 + β2 < 1

0 < β0, β1, β2

rt = α0 + α1rt + εt (1)

ht = β0 + β1ε
2
t−1 + β2ht−1 (2)

εt|It−1 ∼ N(0, ht) (3)

[18] GARCH

GARCHSK(GARCH Skewness-Kurtosis)

GARCHSK

GARCH

GARCHSK

rt = α0 + α1rt + εt (4)

ht = β0 + β1ε
2
t−1 + β2ht−1 (5)

st = γ0 + γ1η
3
t−1 + γ2st−1 (6)

kt = δ0 + δ1η
4
t−1 + δ2kt−1 (7)

ηt = h
−1
2
t εt (8)

ηt|It−1 ∼ g(0, 1, st, kt) (9)

g 0 1 st kt

|α| < 1, β1 + β2 < 1, |γ1 + γ2| < 1, δ1 + δ2 < 1

0 < β0, β1, β2, δ0, δ1, δ2

Chebyshev-Hermite Gram-

Charlier GARCHSK

g(0, 1, st, kt)

g(ηt|It−1) = φ(ηt)ψ
2(ηt)

Γt
(10)

φ(ηt) =
1√
2πht

exp(η2t − ht) (11)

ψ(ηt) = 1 + st
3! (η

3
t − 3ηt) +

kt−3
4! (η4t − 6η2t + 3)(12)

Γt = 1 +
s2t
3! +

(kt−3)2
4! (13)

ηt = h
−1
2
t εt εt f(ηt|It−1) =

h
1
2
t g(ηt|It−1)

lt

lt = −1

2
lnht − 1

2
η2t + ln(ψ2(ηt))− Γt (14)

GARCHSK

lt



1:

0.43 4.58 0.43 15.65

Jarque-Bera

(p- )

14,107
2,102 41.59 -31.09 (0.000)

3

IP

GARCHSK

GARCHSK

3.1

[24]

(NICT)

NICTER [15]

2011 1

1 2017 10 5

Bitcoin coindesk3

Bitcoin Index

1

4.5%

15

Jarque-Bera

1 AR(1)

Ljung-Box 4

4

GARCHSK

3https://www.coindesk.com/

2: AR(1) Ljung-Box

LB(20) εt
(p- )

LB(20) ε2t
(p- )

LB(20) ε3t
(p- )

LB(20) ε4t
(p- )

58.94
(0.0000)

881.43
(0.0000)

81.32
(0.0000)

77.47
(0.0000)

0

500

1000

1500

2000

2500

3000

3500

4000

4500

5000

0

100

200

300

400

500

600

20
12

/1
/4

20
12

/3
/4

20
12

/5
/4

20
12

/7
/4

20
12

/9
/4

20
12

/1
1/

4

20
13

/1
/4

20
13

/3
/4

20
13

/5
/4

20
13

/7
/4

20
13

/9
/4

20
13

/1
1/

4

20
14

/1
/4

20
14

/3
/4

20
14

/5
/4

20
14

/7
/4

20
14

/9
/4

20
14

/1
1/

4

20
15

/1
/4

20
15

/3
/4

20
15

/5
/4

20
15

/7
/4

20
15

/9
/4

20
15

/1
1/

4

20
16

/1
/4

20
16

/3
/4

20
16

/5
/4

20
16

/7
/4

20
16

/9
/4

20
16

/1
1/

4

20
17

/1
/4

20
17

/3
/4

20
17

/5
/4

20
17

/7
/4

20
17

/9
/4

Port8333 MAX Bictoin

2: Price

GARCHSK

3

2 Bitcoin

30

+3σ

51

3.2

3

6

GARCHSK

4

10

5 10



3: GARCHSK
α1 β0 β1 β2 γ2 γ1 γ2 δ0 δ1 δ2

0.0988 0.0008 0.0783 0.4509 -0.0900 0.0145 -0.1700 1.2787 -0.0000 0.6887

0.0142 0.0201 0.0159 0.0159 0.0159 0.0159 0.0142 0.0170 0.0160 0.0142

t 6.9323 0.0377 4.9192 28.3306 -5.6544 0.9082 -11.9379 75.3242 -0.0000 48.3634

-40

-30

-20

-10

0

10

20

30

40

50

0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1

20
12

/1
/4

20
12

/3
/4

20
12

/5
/4

20
12

/7
/4

20
12

/9
/4

20
12

/1
1/

4

20
13

/1
/4

20
13

/3
/4

20
13

/5
/4

20
13

/7
/4

20
13

/9
/4

20
13

/1
1/

4

20
14

/1
/4

20
14

/3
/4

20
14

/5
/4

20
14

/7
/4

20
14

/9
/4

20
14

/1
1/

4

20
15

/1
/4

20
15

/3
/4

20
15

/5
/4

20
15

/7
/4

20
15

/9
/4

20
15

/1
1/

4

20
16

/1
/4

20
16

/3
/4

20
16

/5
/4

20
16

/7
/4

20
16

/9
/4

20
16

/1
1/

4

20
17

/1
/4

20
17

/3
/4

20
17

/5
/4

20
17

/7
/4

20
17

/9
/4

Port8333 Bitcoin

3: Return

4: +3σ

10

0.92 10.80 -0.06 4.07

5.22 5.05 0.28 0.47

0.81 1.07 -0.68 5.40

8.03 3.80 24.27 37.77

MIN -10.97 4.72 -2.49 3.89

MAX 24.78 28.44 1.77 8.17

7

0 20

1

Bitcoin

0

20

40

60

80

100

120

140

0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1

20
12

/1
/4

20
12

/3
/4

20
12

/5
/4

20
12

/7
/4

20
12

/9
/4

20
12

/1
1/

4

20
13

/1
/4

20
13

/3
/4

20
13

/5
/4

20
13

/7
/4

20
13

/9
/4

20
13

/1
1/

4

20
14

/1
/4

20
14

/3
/4

20
14

/5
/4

20
14

/7
/4

20
14

/9
/4

20
14

/1
1/

4

20
15

/1
/4

20
15

/3
/4

20
15

/5
/4

20
15

/7
/4

20
15

/9
/4

20
15

/1
1/

4

20
16

/1
/4

20
16

/3
/4

20
16

/5
/4

20
16

/7
/4

20
16

/9
/4

20
16

/1
1/

4

20
17

/1
/4

20
17

/3
/4

20
17

/5
/4

20
17

/7
/4

20
17

/9
/4

Port8333

4: Vol

5: +3σ

10

-0.34 21.10 0.13 4.44

3.74 25.53 0.97 2.56

0.79 2.01 6.44 8.71

11.27 6.10 60.99 90.01

MIN -16.17 4.57 -4.00 3.89

MAX 7.43 127.73 10.04 33.57

4



-15

-10

-5

0

5

10

15

0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1

20
12

/1
/4

20
12

/3
/4

20
12

/5
/4

20
12

/7
/4

20
12

/9
/4

20
12

/1
1/

4

20
13

/1
/4

20
13

/3
/4

20
13

/5
/4

20
13

/7
/4

20
13

/9
/4

20
13

/1
1/

4

20
14

/1
/4

20
14

/3
/4

20
14

/5
/4

20
14

/7
/4

20
14

/9
/4

20
14

/1
1/

4

20
15

/1
/4

20
15

/3
/4

20
15

/5
/4

20
15

/7
/4

20
15

/9
/4

20
15

/1
1/

4

20
16

/1
/4

20
16

/3
/4

20
16

/5
/4

20
16

/7
/4

20
16

/9
/4

20
16

/1
1/

4

20
17

/1
/4

20
17

/3
/4

20
17

/5
/4

20
17

/7
/4

20
17

/9
/4

Port8333

5: Skew

3.5

8.5

13.5

18.5

23.5

28.5

33.5

38.5

43.5

48.5

0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1

20
12

/1
/4

20
12

/3
/4

20
12

/5
/4

20
12

/7
/4

20
12

/9
/4

20
12

/1
1/

4

20
13

/1
/4

20
13

/3
/4

20
13

/5
/4

20
13

/7
/4

20
13

/9
/4

20
13

/1
1/

4

20
14

/1
/4

20
14

/3
/4

20
14

/5
/4

20
14

/7
/4

20
14

/9
/4

20
14

/1
1/

4

20
15

/1
/4

20
15

/3
/4

20
15

/5
/4

20
15

/7
/4

20
15

/9
/4

20
15

/1
1/

4

20
16

/1
/4

20
16

/3
/4

20
16

/5
/4

20
16

/7
/4

20
16

/9
/4

20
16

/1
1/

4

20
17

/1
/4

20
17

/3
/4

20
17

/5
/4

20
17

/7
/4

20
17

/9
/4

Port8333

6: kurt

•

• 10

•

Bitcoin

8333/tcp

well-known port

( )

[26]

[23]

-40

-30

-20

-10

0

10

20

30

40

50

-20-18-16-14-12-10 -8 -6 -4 -2 0 2 4 6 8 10 12 14 16 18 20

7:

[22]

[14]

[21]

[1] Ken Alabi. Digital blockchain networks appear

to be following metcalfe s law. Electronic Com-

merce Research and Applications, Vol. 24, pp.

23–29, 2017.

[2] Tim Bollerslev. Generalized autoregressive con-

ditional heteroskedasticity. Journal of economet-

rics, Vol. 31, No. 3, pp. 307–327, 1986.

[3] Joseph Bonneau, Andrew Miller, Jeremy Clark,

Arvind Narayanan, Joshua A Kroll, and Ed-

ward W Felten. Sok: Research perspectives and

challenges for bitcoin and cryptocurrencies. In

Security and Privacy (SP), 2015 IEEE Sympo-

sium on, pp. 104–121. IEEE, 2015.

[4] Marie Brière, Kim Oosterlinck, and Ariane Sza-

farz. Virtual currency, tangible return: Portfo-

lio diversification with bitcoin. Journal of Asset

Management, Vol. 16, No. 6, pp. 365–373, 2015.

[5] Bram Cohen. Incentives build robustness in bit-

torrent. In Workshop on Economics of Peer-to-

Peer systems, Vol. 6, pp. 68–72, 2003.

[6] Roger Dingledine, Nick Mathewson, and Paul

Syverson. Tor the second-generation onion



router. Technical report, Naval Research Lab

Washington DC, 2004.

[7] Anne Haubo Dyhrberg. Bitcoin, gold and the

dollar–a garch volatility analysis. Finance Re-

search Letters, Vol. 16, pp. 85–92, 2016.

[8] Anne Haubo Dyhrberg. Hedging capabilities of

bitcoin. is it the virtual gold? Finance Research

Letters, Vol. 16, pp. 139–144, 2016.

[9] Robert F Engle. Autoregressive conditional het-

eroscedasticity with estimates of the variance of

united kingdom inflation. Econometrica: Journal

of the Econometric Society, pp. 987–1007, 1982.

[10] Claude Fachkha and Mourad Debbabi. Darknet

as a source of cyber intelligence: Survey, taxon-

omy, and characterization. IEEE Communica-

tions Surveys & Tutorials, Vol. 18, No. 2, pp.

1197–1227, 2016.

[11] David Garcia and Frank Schweitzer. Social sig-

nals and algorithmic trading of bitcoin. Royal

Society open science, Vol. 2, No. 9, p. 150288,

2015.

[12] James Douglas Hamilton. Time series analy-

sis, Vol. 2. Princeton university press Princeton,

1994.

[13] Jordi Herrera-Joancomart́ı. Research and chal-

lenges on bitcoin anonymity. In Data Privacy

Management, Autonomous Spontaneous Secu-

rity, and Security Assurance, pp. 3–16. Springer,

2015.

[14] Oliver Hinz, Michael Nofer, Dirk Schiereck, and

Julian Trillig. The influence of data theft on the

share prices and systematic risk of consumer elec-

tronics companies. Information & Management,

Vol. 52, No. 3, pp. 337–347, 2015.

[15] Daisuke Inoue, Masashi Eto, Katsunari Yosh-

ioka, Shunsuke Baba, Kazuya Suzuki, Junji

Nakazato, Kazuhiro Ohtaka, and Koji Nakao.

nicter: An incident analysis system toward bind-

ing network monitoring with malware analysis.

In Information Security Threats Data Collection

and Sharing, 2008. WISTDCS’08. WOMBAT

Workshop on, pp. 58–66. IEEE, 2008.

[16] Paraskevi Katsiampa. Volatility estimation for

bitcoin: A comparison of garch models. Eco-

nomics Letters, Vol. 158, pp. 3–6, 2017.

[17] Philip Koshy, Diana Koshy, and Patrick Mc-

Daniel. An analysis of anonymity in bitcoin us-

ing p2p network traffic. In International Confer-

ence on Financial Cryptography and Data Secu-

rity, pp. 469–485. Springer, 2014.
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Abstract: In this research, we use English-language news related to the Bitcoin posted on the Internet as a 
data source, and use LDA(Latent Dirichlet Allocation) which is one of probabilistic topic models, for each 
article. We judged what kind of topics (keyword group) the sentence is composed of, and quantitatively 
expressed the excitement of topics in the period using different topic distribution for each article obtained. 
Furthermore, by analyzing the relationship with the bitcoin’s market price on the Internet, we try to evaluate 
the influence of the news. We show to the relation between the quantity concerning the bitcoin’s price 
(BTC/JPY) in the target period and the excitement of the topic in the news article related to bitcoin. 
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AI IPO
Prediction of IPO stock prices by using multimodal emotion AI 
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ECB monetary policy analysis based on 
the facial expression analysis of the ECB presidents

1 2

Yoshiyuki Suimon1, Daichi Isami2
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Abstract: The European Central Bank (ECB) decides the euro area’s monetary policy at the monetary 
policy meeting of the Government Council. After the ECB’s monetary policy meeting, the ECB president 
Mario Draghi and the vice-president Vítor Constâncio hold a press conference to explain the monetary 
policy management. In this research, using facial expression recognition algorithms based on deep 
learning, we analyzed the presidents’ facial expression in the press conference and estimated the 
emotional indexes such as “Happiness”, “Anger”, “Sadness” and “Surprise”. As a result, we found that 
the president Draghi’s index of “Happiness” decreased and the index of “Sadness” increased just before 
making major policy changes in the phase of ECB policy normalization. In addition, the vice-president 
Vítor Constâncio’s index of “Happiness” tends to change in the opposite direction to Draghi’s index of 
“Happiness” regardless of the policy change. We believe that the inverse correlation may have the 
adjustment effect that the impression of the whole press conference will be neutral.
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A possible approach to enhancing popular Japan equity market strategies 
with an emphasis on machine learning solutions

Noboru Nishiyama

Dragons’ Desk Ltd. / 

Abstract: We analyze the impact of advanced machine learning methods on the 
performance and risk characteristics of popular Japan equity strategies over the last 10 
years. We then propose a possible approach to enhancing each strategy through advanced 
risk control and we analyze the results.

Key words: Historical back-testing, Machine learning, EM algorithm, GARCH process, 
Optimization
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Detection of factors influencing market liquidity using artificial

market
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Abstract: 複数のテキストデータから経済・金融事象を背景知識まで含めて可視化することは, 経
済・金融事象の理解の助けになり有用である. しかしながら, 経済・金融事象の連鎖を手動で抽出す
ることは非常に時間とコストがかかる. そこで, 本研究では経済・金融事象の連鎖を因果関係として
扱い, 各事象を表したベクトル間の類似度を用いて因果関係の連鎖を構築する手法を提案する. また,

提案手法における問題点から今後の提案をまとめる.

1 はじめに
近年, 人工知能分野の手法や技術の金融市場の様々な
場面への応用が期待されており,膨大な金融情報を分析
して投資・経営判断を支援する技術が注目されている.

特に, 投資家・経営者は経営・金融事象の情報を把握し,

各事象を正しく理解して投資や経営の判断をする必要
があるため, 複数のテキストデータから抽出した因果関
係を用いて因果ネットワークを構築し, 事象を背景知識
とともに可視化する技術は有用である. 本論文では上
記の背景を踏まえ, テキストデータから抽出した因果関
係ノード間の原因表現と結果表現の表現類似度を測る
ことによってテキストデータから因果関係の連鎖を構
築する手法を提案する.

2 先行研究
本章では, 提案手法に関連する因果関係抽出・因果関

係連鎖構築の先行研究について述べる.

2.1 因果関係抽出
Khoo et al.[1], 乾ら [2]は接続関係や格フレームを用
いて因果関係を抽出する手法を提案している. これら
の手法は単文もしくは複文・重文からしか因果関係を
抽出できないという問題点がある. 坂地ら [3]は文書中
にある因果関係を, 手がかり表現を用いて抽出する手法

∗東京大学工学部システム創成学科システムデザイン&マネジメ
ントコース
〒 113 ー 8656 東京都文京区本郷 7 ー 3 ー 1 工学部 8 号館 530 室
E-mail: b2017knishimura@socsim.org

を提案している. 坂地らの手法は因果関係が存在する
構文パターンを列挙し, 手がかり表現を用いることに
よって単文, 複文・重文関係なく因果関係にある表現を
抽出することができる. 本提案手法では坂地らの手法
を利用して, 因果関係を抽出する. また, 本論文での因
果関係の定義を坂地らと同様に, 「原因若しくは, 理由
と結果を示し, 手がかり表現を伴って 1文中, もしくは
隣り合う 2文中に表層的に出現するもの」とする.

2.2 因果関係連鎖構築
Ishii et al.[4] は SVO の構造と WordNet を用いて

ニュース記事から因果関係の連鎖を構築する手法を提
案している. Ishii et al.は SVO構造を利用することで
注目する単語を決め, WordNetを用いた単語のマッチ
ングによって概念的な単語の類似度を計算している. 津
川ら [5], [6]はWebAPIを用いて要因結果検索を用い
て, 事象間の共起度を測定し因果関係の連鎖を構築して
いる. 津川らのWebAPIを用いる手法は検索エンジン
のアルゴリズムによって影響を受けるため, 手法の再現
性が低いと考えて, 比較手法には Ishii et al.の手法を
用いた.

3 提案手法
本章では, テキストデータから因果関係の連鎖を構築
する手法について述べる. 3.1節から 3.4節までで因果
関係連鎖構築の概要を述べ, 3.5節で因果関係連鎖構築
に用いる因果ノード間類似度計算手法について述べる.

手法の概要は図 1の通りである.



図 1: 因果関係連鎖構築手法の概略

3.1 因果関係連鎖の終端ノードの決定
決算短信のテキストから坂地ら [3]の手法を用いて因
果関係表現を抽出する. 抽出した因果関係ノードの中
から市場の情勢や企業の業績を記した因果関係ノード
を手動で選択し, 因果関係連鎖の終端ノードとする.

3.2 探索対象の因果関係ノードの探索
3.1節で定めた終端ノードを終端とする因果関係連鎖
への追加候補の因果関係ノードを日本経済新聞のテキ
ストから抽出する.

因果関係抽出は 3.1節と同じく坂地ら [3]の手法を用
いる. 3.1節で定めた終端ノードよりも過去のもので、
終端ノードから探索期間 S 以内の因果関係を因果関係
連鎖の追加候補とする. さらに坂地らの手法で抽出し
た因果関係ノードのうち, 原因・結果表現の名詞・形容
詞・動詞の単語数の合計がともに閾値β以上である因
果関係ノードのみを因果関係連鎖の追加候補とした.

3.3 因果関係連鎖へのエッジ・ノードの追加
3.2節で抽出した因果関係連鎖への追加候補の全ての
因果関係ノードと終端ノードの組み合わせについて因
果関係ノード間の類似度を計算する.因果関係ノード間
の類似度が閾値 α以上であるときにノードを追加して
因果関係連鎖を拡張する.

3.4 因果関係連鎖の更新
3.2節で抽出した因果関係ノードを因果関係連鎖への
追加候補ノード, 3.3節で因果関係連鎖に追加したノー
ドを終端ノードとして 3.2節, 3.3節の処理を n− 1回
繰り返す. ここで, nはあらかじめ定めた因果関係連鎖
の更新回数である.

3.5 因果関係ノード間の表現類似度計算手法
本節では, 提案手法で用いている因果関係ノード間の
計算方法について述べる. 計算手法の概要は図 2の通
りである. 因果関係ノード間の類似度は 2種類の類似
度を足し合わせることによって計算する. 1つは IDF

値を用いて作成したベクトル間のコサイン類似度で, も
う１つは Bojanoski et al.[7]の FastTextから求めた単
語分散表現を用いた類似度である. IDF値を用いたベ
クトル表現を用いることによって, 因果関係が含まれて
いる領域やドメインなどのトピック情報の類似度を計
算し, FastTextから得た分散表現からなるベクトル表
現を用いることで比較する因果関係の原因・結果表現
間の表層的な類似度を計算する. ベクトル間類似度は
コサイン類似度を 0から 1の値取るように正規化した
ものとした.

cosine similarity = cos(θ) =
A ·B
‖A‖‖B‖ (1)

vector similarity =
(cosine similarity + 1)

2
(2)

IDF値を用いた類似度は,因果関係連鎖への追加対象
のノードの結果表現と終端ノードの原因表現から IDF

値上位 3つの単語を抽出し, IDF値を用いてベクトルを
作成しベクトル間の類似度を計算する. IDF値は 1998

年から 2016年までの全ての原因・結果表現から抽出し
た. FastTextを用いた類似度は, 因果関係連鎖への追
加対象ノードの結果表現と終端ノードの原因表現内に
ある名詞・動詞・形容詞の分散表現を足し合わせてベク
トルを作成し, ベクトル間類似度を計算する. FastText

の類似度は cbowと skip-gramの 2つのアルゴリズム
に対して計算した. IDF, FastTextの合計 3つのベクト
ル類似度の平均を取ることによってノード間の類似度
とした.

図 2: 因果関係ノード間類似度の計算方法



4 実験
実験には 1982年から 2016年までの 54206件の決算
短信テキストと 1998年から 2016年までの 6921日分
の記事テキストを用いた.

決算短信テキストから抽出した因果関係の中から 5

つの終端ノードを手動で選び, 日本経済新聞テキストか
ら因果関係連鎖への追加候補ノードを抽出して因果関
係の連鎖を構築する実験を行なった. 比較手法に Ishii

et al.[4]のWordNetを用いたノード間類似度を計算す
る手法を用いた. 終端ノードは表 4 実験のパラメータ
は表 3 の通りである. 比較手法はノード間類似度の値
が 0, 0.33, 0.66, 1のいずれかなので 0.65のみ実験を行
なった.

� �
S, 因果関係連鎖への追加候補ノード探索期間: 52

週間

n, 因果関係連鎖の更新回数: 4

α, 因果関係連鎖にマージするときのノード間類似
度の閾値: 0.65, 0.70, 0.75

β, 因果関係連鎖への追加候補ノードの原因・結果
表現の単語数についての閾値: 5

� �
図 3: 因果関係連鎖構築に用いたパラメータ

5 実験結果と考察
手法の評価指標には Precision(精度)とノード数を用
いた. 1日の新聞テキストから約 300件の因果関係ノー
ドが抽出されるため、正解データを作成できず再現率
の代わりにノード数を評価指標に加えた.

Precisionの計算方法は, 構築した因果関係連鎖に対
してランダムに 100個のノードを抽出し, ノード間関
係が「経済・金融事象を背景知識まで理解するために
適切なつながりであれば正しい, そうでなければ誤り」
という定義に従って, 因果関係の連鎖として適切か手動
で判断し評価を行なった. 各ノード間関係の評価は著
者 1人のみが行なった.

Precision(精度), ノード数をそれぞれ表 1, 表 2に記
す. 手法名は比較手法, 提案手法をそれぞれ比較, 提案
と記している.

精度, ノード数がともに高い手法がよりノード間の類
似度をより正確に計算できていると言える. 提案手法
では, 比較手法に比べて精度では全てのノードについ
て, ノード数にもおいても 3つの終端ノードに対して
比較手法よりも多くノード数を抽出できており, 提案手

� �
ID1: [原因]為替相場の変動や原油安 [結果]先行
きの不透明感が次第に強まる, 中央魚類株式会社,

2016-11-2

ID2: [原因]海外経済の減速懸念や個人消費の低
迷, 資源価格安の長期化, [結果]景気の先行きに不
透明感が出てまいりました, 矢作建築工業株式会
社, 2016-5-9

ID3: [原因]3中国や韓国を中心に全世界で鉄鋼生
産能力増強が進行し, 過剰な生産設備による供給
過剰問題が顕在化する, [結果]世界的な鉄鋼需給バ
ランスが大きく崩れた,合同製鐵株式会社, 2016-

4-28

ID4: [原因]米国のゼロ金利政策解除による金融
市場の変動, 中国経済の減速, 原油価格の下落など
の影響, [結果]先行きが不透明な状況で推移しま
した, クエスト株式会社, 2016-4-1

ID5: [原因]EU情勢不安や中国経済減速の影響,

[結果]売り上げが減少しています, 石塚硝子株式
会社, 2016-4-25

� �
図 4: 終端ノードに用いた因果関係ノード

法が比較手法よりも精度高くノード間の類似度を計算
できていると言える.

表 1: 各実験における精度の差

手法 (α) ID1 ID2 ID3 ID4 ID5

比較 (0.65) 0.00 0.02 0.03 0.00 0.00

提案 (0.65) 0.12 0.08 0.10 0.11 0.05

提案 (0.70) 0.39 0.44 0.39 0.46 0.30

提案 (0.75) 1.00 0.48 0.83 0.56 0.60

表 2: 各実験におけるノード数の差

手法 (α) ID1 ID2 ID3 ID4 ID5

比較 (0.65) 82392 24779 1970587 56027 11073

提案 (0.65) 80323 97814 90978 100273 46429

提案 (0.70) 44 424 41 288 115

提案 (0.75) 2 26 6 70 10



図 5: 構築した因果関係連鎖の例

終端ノードを ID5としたときの具体的な因果関係連
鎖の構築事例から抜粋したものを図 5に示す.

構築した因果関係では, 「米国のゼロ金利政策解除
による金融市場の変動, 中国経済の減速, 原油価格の下
落」という経済事象の原因となったアメリカの金利政
策の流れ, 上海市場の動向を因果関係の連鎖として取得
できていることがわかる.

6 まとめ
本研究では, ベクトル表現の類似度を用いて決算短信

と日本経済新聞のテキストから因果関係連鎖の構築手
法を提案した. また, 提案手法がWordNetを用いた既
存手法よりも精度高く因果関係間の類似度を計算でき
ることを実験で確認した. 提案手法のベクトル表現は
WordNetといった事前知識を必要としないため, 新た
な単語を含むテキストからでも因果関係の連鎖を構築
することができ有用である.

今後の課題としては類似だけでなく, 包含・例示・時
系列推移といった類似以外の事象間関係を区別して因
果関係の連鎖を構築すること, また, 因果表現のみだと
経済・金融事象の情報量が少ないことがあるため, 周辺
テキストから精度高く経済・金融事象の情報を抽出す
ることの 2点が挙げられる.
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深層学習を用いた経済テキスト可視化の検証
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Abstract: 経済文書のような専門的な文書は非専門家にとって読みにくい場合が多い．そのため，
非専門家を対象に経済文書上のセンチメントを単語単位で可視化するようなサポートシステムを構
築することには一定の需要があると思われる．経済文書上のセンチメントを可視化する手段の一つ
として近年提案された「ニューラルネットワークモデルの解釈」に関する手法，LRP (Layer-wise

Representation Propagation)を用いるという手段がある．しかし現状 LRPが日本語の経済文書の可
視化に有用かどうかは調査されておらず，その性質についての詳細な分析もあまりされていない．ま
た，LRP の Attention RNN への適用方法は未だ提案されていない．本報告では LRP の Attention

RNN への適用方法を提案し，また，LRP が日本語金融テキストの可視化に有用かどうかを検証す
る．さらに，実データを用いた検証の中で LRP を用いた日本語文書可視化の性質について分析する．

1 はじめに
経済文書のような専門的な文書は非専門家にとって

読みにくい場合が多い．この原因の一つとして，経済
文書のような専門的な文書を読み解くためにはドメイ
ン特化の専門的な知識を要する必要がある場合が多々
あることが挙げられる．例えば，「動きが悪い」という
表現が景気動向に文書に出てきた場合，この表現の意
味は「客足が悪い」，「消費が悪い」に近く，一般的な意
味とは少し違う意味で使われる．このような問題を解
決する策の一つとして，文書内の単語についてセンチ
メント値を与え，図 1のように単語単位での可視化す
るという手がある．このような可視化によって非専門
家であっても文書内のセンチメントを単語単位で簡単
に把握することができる．これは非専門家が専門文書
を読み解く上で大きな助けになると期待できる．本研
究ではこのような経済文書の可視化を大規模なコメン
トとそのポジネガタグからなるデータセットを用いて
行う手法について考える．このような問題設定の下で

図 1: 非専門家のための経済文書可視化例: ネガテイブ
単語を青色，ポジティブ単語を赤色に着色

文書の可視化を行う手法としてロジスティック回帰モ
デルなどのような線形回帰モデルの重みベクトルを利
用する手法，[13]．Attention メカニズム [4, 11, 20] を
利用する手法が考えられる．上記に加え，深層学習モ

∗Email: m2015titoh@socsim.org

デルの解釈を行う手法 [1, 2, 5, 6, 10, 14, 16, 17, 18]も
有用であると考えられる．その中でも 特に Layer-wise

Representation Propagation(LRP)[2] は LSTM をセ
ルに持つ RNN モデルへも適用できる [1] state-of-the-

art な深層学習モデルの解釈を行う手法の一つであり，
文書の可視化にも有用だと考えられる．しかし，LRP

には現状，以下のような課題がある．

• LRP が日本語の金融文書に適用できるかの検証
がほとんどされていない．

• LRP を文書可視化に適用した場合の言語的な観
点からの分析がほとんど行われていない．

• RNN Attention モデルは多くのタスクにおいて
RNN よりも高い予測性能を出すことが知られて
いるにも関わらず，LRP の RNN Attention モ
デルへの適用方法が提案されていない．

また，LRP に限定する話ではないが，今後深層学習を
利用するケースが増えることが予想されることを踏ま
えると，深層学習モデルを解釈する手法について様々
な観点から分析しておくこと，その汎用性を高めるこ
とには一定の研究意義があると考えられる．
そこで，本研究では以下について取り組む．

• LRP の RNN Attention モデルへの適用法を提
案する．

• LRP が日本語金融文書の可視化に適用可能かど
うかを検証する．

• LRP による文書可視化の性質を調査する．



本研究の貢献は以下のようにまとめられる．

• LRP の RNN Attention モデルへの適用法を提
案した (第 2 節)．

• オリジナルセンチメントと文脈センチメントとい
う文書の可視化を評価するための新しい指標を提
案すると共にそれらを評価するためのデータセッ
トを作成した (第 3 節)．

• LRP を用いた文書可視化が日本語金融文書に適
用可能か検証し，その性質を分析した (第 4 節)．

2 LRP

LRPは提案されたニューラルネットワークモデルにお
いて入力値が出力値に対して与える影響を計算する手法
である [2] ．出力層から入力層にかけて Chain Rule に
近い形で影響度を伝搬させることで求める手法である．
LSTM[7], GRU[3] を含む RNN について計算するため
に linear connections と multiplicative connections と
いう二種類の影響計算方法が提案されている [1]．

2.1 Lnear connections

ノード zj が zj =
∑
i zi · wij + bj (zi は zj につな

がるノード) と 順伝搬時に計算できるとする．ここで，
wijは重みベクトル，bj はバイアスベクトルである．ま
た，ノード zj の出力層に与える影響を Rj とする．こ
のときノード zi の影響度 Riを以下のように計算する．

Ri←j =
zj · wij + εsign(zj))+δbj

N

zj + εsign(zj)
, Ri =

∑
j

Ri←j

N は zj につながる下位層のノードの数，ε は十分に
小さい値である．先行研究 [1] と同様に ε = 0.001,

sign(zj) := (1zj≥0 − 1zj<0), δ = 0とした．

2.2 Multiplicative connections

上位層のノード zj が下位層のノード zg, zs によっ
て zj = zg · zs と計算される場合について考える．これ
は LSTM[7], GRU[3] などに見られる積の演算である．
ここで，LSTM, GRU において sigmoid 関数によって
[0, 1]の値になる方を zg，ならない方を zs とする．こ
のとき，Rg = 0, Rs = Rj と計算する．

2.3 LRP for Attention RNN (提案手法)

LRPを LSTM cellを持つ Attention RNNに適用す
ることを考える．先行研究 [1]通り，線形結合について
は linear connections，LSTMにおける Gate部分の結
合については multiplicative connections を適用する．
さらに，Attention 部分についても multiplicative

connections を適用する．この Attention 部分への 適
用が本研究の提案部分となる．

3 実データによる可視化検証
本節では LRP が日本語経済文書の可視化に適用で

きるかどうかについて実データを用いて検証する．ま
ず，LRPによる日本語経済文書の可視化が妥当かどう
かについて第 3.1節にて定義するオリジナルセンチメ
ント値，文脈センチメンント値を正しく割り当てられ
るかどうかという観点から検証する．その後，LRP に
よる可視化の結果をいくつか紹介する．

3.1 単語センチメント
本研究では以下のようにオリジナルセンチメント値，

文脈センチメンント値を定義する．

• オリジナルセンチメント値: 単語本来のセンチメ
ント値．

• 文脈センチメンント値: 文脈における反転情報考
慮後のセンチメント値．

例として，「売上が伸びない」という文における「伸び
る」という単語について考える．オリジナルセンチメ
ント値をこの単語に与える場合はプラスの値がつくこ
とが正しい．一方，文脈センチメンント値をこの単語
に与える場合には「伸びる」が「ない」によって反転
を受けていることを考えてマイナスの値がつくことが
正しい．

3.2 テキストコーパス
本実験においては内閣府から提供されている日経景

気ウォッチャーデータ 1 を実テキストデータとして用
いた．期間としては 2002 年 1月から 2017 年 4月ま
でのテキストデータを用いた．これらのデータはコメ
ントとそのセンチメントタグからなるデータセットで
あり，センチメントタグの種類は {1 (悪い), 2 (やや悪
い), 3 (変わらない), 4 (やや良い), 5 (良い) } の 5つ
のタグがついている．本研究では「悪い」，「やや悪い」

1http://www5.cao.go.jp/keizai3/watcherindex.html



のものをネガティブタグ，「良い」，「やや良い」のもの
をポジティグタグとして扱い，センチメント予測モデ
ル構築に利用した．また，このコーパスの形態素解析
にはMeCab[9]を用いた．

3.3 モデル構築
各可視化手法の検証にあたって Logistic Regression

model (LR), RNN model with LSTM cells (RNN)[7],

Bidirectional RNNmodel with LSTM cells (BiRNN)[15],

RNN Attention Model with LSTM cells (AttRNN)

[11] の 4つのセンチメントタグ予測モデルを構築した．
このとき，3.2節で紹介したデータのうちポジティブコ
メント及びネガティブコメント 20000件ずつ (計 40000

件)を訓練データとして, ポジティブコメント及びネガ
ティブコメント 2000件ずつ (計 4000 件) をハイパー
パラメータの探索及び学習の早期終了を行うための検
証データとして用いた．
学習後にポジティブコメント及びネガティブコメント

4000件ずつ (計 8000 件) からなるテストデータについ
てそのポジネガ予測力を検証した．LR, RNN, BIRNN,

AttRNN それぞれの Macro F1 score の結果はそれぞ
れ 0.878, 0.920, 0.921, 0.923 であった．
訓練データ，検証データ，テストデータの間に被り

はない．その他の実験設定は以下の通りである．RNN,

BiRNN, AttRNN における各隠れ層の次元数は 200 と
し，埋め込みベクトルには 3.2 節で紹介したテキスト
コーパスをもとに skip-gram model (window size = 5，
negative samplingを使用)[12]によって学習したものを
使用した．また，RNNモデル，AttRNNモデルは共に
埋め込み層 1層，LSTM cell を含む 逆方向 RNN の層
1層，線形結合層 1層からなるモデルであり，BiRNN

モデルは埋め込み層 1層，LSTM cell を含む 両方向
RNN の層 1層，線形結合層 1層からなるモデルであっ
た．AttRNN における Attention には dot 関数によ
る global attention [11] を用いた．また，各 RNN モ
デルは Dropout 法 [19] (dropout rate = 0.5)，Adam

Optimizer[8]を用い，最大 epoch 数 = 50 という条件
のもとでの学習を行った．

3.4 評価用データセット
可視化手法の評価のために評価用データセットを構

築した．まず，テストデータからポジティブコメント
500件，ネガティブコメント 500 件を抽出した．その
後，人手で各コメント内の重要単語についてオリジナ
ルセンチメント値が正か負かのタグ (オリジナルセン
チメントタグ)と文脈センチメント値が正か負かどうか
のタグ（文脈センチメントタグ）を付与した．オリジ

ナルセンチメントタグについてはポジティブタグ 1,794

件，ネガティブタグ 1,062 件が付与され，文脈センチ
メントタグについてはポジティブタグ 1,340 件，ネガ
ティブタグ 1516 件が付与された．

3.5 評価基準
次の 2 指標について macro F1 値をもとに評価した．

オリジナルセンチメント: 各可視化手法によって各単
語に付与するオリジナルセンチメント値の正負が
人手でつけたオリジナルセンチメントタグの正負
に一致する度合い．

文脈センチメント: 各可視化手法によって各単語に付
与する文脈センチメント値の正負が人手でつけた
文脈センチメントタグの正負に一致する度合い．

3.6 比較手法
オリジナルセンチメント，文脈センチメントの評価

を以下の手法を用いて行い，結果を比較し，各手法の
性質を調査した．

LR: LR Model の重みベクトルを用いて各単語へセン
チメント値を付与する手法．

LRP with BiRNN: BiRNN に LRP を適用するこ
とで各単語へセンチメント値を付与する手法．

LRP with RNN: RNNに LRPを適用することで各
単語へセンチメント値を付与する手法．

LRP with Attention RNN: AttRNN に LRP を
適用することで各単語へセンチメント値を付与す
る手法．Attention 部分については 2.3 節で提案
した方式に沿って LRP を適用する．

Gradient with RNN: RNNに Gradient法 [5, 6]を
適用することで各単語へセンチメント値を付与す
る手法．

Gradient with BiRNN: BiRNNに Gradient 法 を
適用することで各単語へセンチメント値を付与す
る手法．

Gradient with Attention RNN: AttRNNにGra-

dient法を適用することで各単語へセンチメント
値を付与する手法．

Attention RNN: Attention層の計算に使われる dot

関数の演算結果をもとに各単語へセンチメント値
を付与する手法．



4 検証結果
4.1 LRPの有用性
オリジナルセンチメント値，文脈センチメントスコア

の結果は表 1の通りである．これらの結果より RNN，
BiRNN，AttRNNを用いた場合のどの場合においても
LRP がGradient 法 よりも正しくオリジナルセンチメ
ントスコア，文脈センチメントスコア共に正しく付与
できていることが確認でき，その有用性を確認できた．

4.2 Attention RNN への LRP 適用
今回提案した AttRNN への LRP への適用手法，

LRP with Attention RNN が AttRNN を用いた他の
可視化場合に比べ．オリジナルセンチメント，文脈セン
チメントの両面にて高性能で可視化でき，その妥当性
を検証できた．また，本実験では LRP with Attention

RNNはオリジナルセンチメントよりも文脈センチメン
トについてそのセンチメント値を正しく与えていた．

表 1: オリジナルセンチメント値，文脈センチメント値
の付与結果 (macro F1 スコア)

Method オリジナル 文脈
LR 0.910 0.793

Grad with RNN 0.590 0.632

LRP with RNN 0.834 0.816

Grad with BiRNN 0.708 0.738

LRP with BiRNN 0.867 0.805

Attention RNN 0.633 0.713

Grad with 0.281 0.356

Attention RNN

LRP with 0.680 0.815

Attention RNN

4.3 各可視化手法の性質分析・考察
各可視化手法の性質を分析するためにセンチメント

について反転がある場合とない場合それぞれの場合に
おける文脈センチメントの付与結果を見てみた（表 2）．
本結果より，各手法を以下の四グループに大別できた．

• 反転がある場合にもできない場合にもそこそこ対
応できるもの: LRP with RNN Attention.

• 反転がある場合は高性能はだが反転がない場合に
は低性能のもの: Grad with BiRNN, LRP with

RNN Attention, Attention RNN.

表 2: 反転がある場合・ない場合における文脈センチメ
ント付与性能検証結果 (macro F1 スコア)

Method 反転あり 反転なし
LR 0.166 0.938

Grad with RNN 0.473 0.640

LRP with RNN 0.340 0.905

Grad with BiRNN 0.422 0.778

LRP with BiRNN 0.268 0.919

Attention RNN 0.537 0.715

Grad with 0.474 0.316

Attention RNN

LRP with 0.667 0.809

Attention RNN

• 反転がない場合は高性能はだが反転には対応が
できないもの: LR, LRP with RNN, LRP with

BiRNN.

• 反転があるなしに関わらず低性能のもの: Grad

with RNN, Grad with BiRNN.

ただ，このグループ分けが他のデータセットでも同様
かどうかは現段階では不明であり，これは検証すべき
事項である．
各手法の特徴を可視化例から説明する．図 2はセン

チメント反転が起こっている場合の可視化例である．
この例において「伸びる」は「ない」によってセンチ
メントが反転しているので「青く」色がつくのが正し
い．この反転に LR, LRP with RNN は対応できてい
ないが，Grad with RNN, Attention RNN, LRP with

Attention RNN は対応できている．図 3はセンチメン
ト反転が起こっていない場合の可視化例である．この
例において「少ない」に青く色がつく (ネガティブ) の
が正しい．LR, LRP with RNN, LRP with Attention

RNN は正しく色がついているが，Grad with RNN,

Attention RNN は正しく色をつけることができていな
い．Attention RNNでは全体的に赤く色がついており，
コメント全体の極性がポジティブであることに引きづ
られて 失敗しているように見える．

5 結論
本研究では LRP が日本語金融文書の可視化に適用

可能であることを実データを用いて検証し，LRP に
よる文書可視化の性質を調査した．さらに深層学習の
解釈の可視化手法 LRP の RNN Attention モデルへ
の適用法を提案した．実データを用いて今回提案した
LRPの RNN Attentionモデルへの適用法が他の RNN



図 2: 反転が起こっている場合の可視化例

図 3: 反転が起こっていない場合の可視化例

Attentionを解釈する手法に比べ，今回利用した日本語
金融文書を可視化する上では有用であることを示した．
今後の課題として他のテキストデータによる解析も

行い，LRP による可視化の性質について一般化するこ
と，センチメントの反転があるなしに関わらず正しく
文脈センチメントを割り振れるような可視化手法の構
築，及びオリジナルセンチメント・文脈センチメント
どちらにも柔軟に対応可能な可視化手法の構築が考え
られる．

謝辞
本研究の一部は JSPS科研費 JP17J04768の助成を

受けたものである．

参考文献
[1] L. Arras, G. Montavon, K. R. Muller, and

W. Samek.: Explaining Recurrent Neural Net-

work Predictions in Sentiment Analysis. EMNLP

Workshop (2017)

[2] S. Bach, A. Binder, G. Montavon,F. Klauschen,

K. R. Muller and W. Samek.: On pixel-wise ex-

planations for nonlinear classifier decisions by

layer-wise relevance propagation. PLOS ONE,

Vol. 10, No. 7, 1–46 (2015)

[3] J. Chung, C. Gulcehre, K. Cho, Y. Bengio.:

Empirical Evaluation of Gated Recurrent Neural

Networks on Sequence Modeling. In NIPS Work-

shop (2014)

[4] Y. Dong, H. Su, J. Zhu and B. Zhang.: Improving

Interpretability of Deep Neural Networks with

Semantic Information. In CVPR (2017)

[5] S. Karen, Ve. Andrea and A. Zisserman.: Deep

inside convolutional networks: Visualising im-

age classification models and saliency maps.

arXiv:1312.6034 (2013)

[6] Y. Hechtlinger.: Interpretation of pre-

diction models using the input gradient.

arXiv:1611.07634 (2016)

[7] S. Hochreiter and Jurgen Schmidhuber.: Long

short-term memory. Neural computation, Vol. 9,

No. 8 , 1735–1780 (1997)

[8] D. P. Kingma, J. L. Ba.: ADAM: A

METHOD FOR STOCHASTIC OPTIMIZA-

TION. arXiv:1412.6980 (2014)

[9] T. Kudo, K. Yamamoto, Y. Matsumoto.: Ap-

plying Conditional Random Fields to Japanese

Morphological Analysis. In EMNLP. 230–237.

[10] J. Li, D. W. Monroe, D. Jurafsky.: Under-

standing Neural Networks through Representa-

tion Erasure. arXiv:1612.08220 (2016)

[11] M. Luong, H. Pham and C. D. Manning.:

In EMNLP. Effective Approaches to Attention-

based Neural Machine Translation 1412–1421

(2015)

[12] T. Mikolov, I. Sutskever, K. Chen, G. Corrado

and J. Dean.: Distributed Representations of

Words and Phrases and their Compositionality.

In NIPS. 3111–3119 (2013)

[13] K. Ravi, V. Ravi.: 2015. A survey on opin-

ion mining and sentiment analysis: Tasks,

approaches and applications. Knowledge-Based

Systems. 89(C), 14–46 (2015)

[14] M. T. Ribeiro, S. Singh, C. Guestrin.: 2016.

”Why Should I Trust You?” Explaining the Pre-

dictions of Any Classifier. In KDD

[15] M. Schuster and K. K. Paliwal.: Bidirectional

Recurrent Neural Networks. IEEE Transactions

on Signal Processing, Vol. 45, No. 11, 2673–2681

(1997)

[16] A. Shrikumar, P. Greenside and A. Kundaje.:

Learning Important Features Through Propagat-

ing Activation Differences. In ICML (2017)

[17] J. T. Springenberg, A. Dosovitskiy, T. Brox, and

M. A. Riedmiller.: Striving for simplicity: The

all convolutional net. In ICLR Workshop (2015)



[18] M. Sundararajan, A. Taly, Q. Yan.: Axiomatic

Attribution for Deep Networks. In ICML (2017)

[19] N. Srivastava, G. Hinton, A. Krizhevsky, I.

Sutskever and R. Salakhutdinov.: Dropout: A

Simple Way to Prevent Neural Networks from

Overfitting. JMLR, Vol. 15, No. 1, 1929–1958

(2014)

[20] K. Xu, J. Ba, R. Kiros, K. Cho, A. Courville, R.

Salakhutdinov, R. Zemel, and Y. Bengio.: Show,

attend and tell: Neural image caption generation

with visual attention. In ICML. 77–81 (2015)



 
Real time sentiment analysis of Bank of Japan using text of Financial report and 

macroeconomic index 

1 1 1 

Kyoto Yono1, Kiyoshi Izumi1, Hiroki Sakaji1 

1  
1Graduate School of Engineering,The University of Tokyo  

 
 

 

SNS

 
 

 
 

1.1  

[1] D. Wu FOMC  
LDA

[2]

→ →

 

 
 

 

 
 

2.1  
[3]

 
 

8 2

9 2
6
 

 

 



 
:  

 
2.2  

 
 

 
:  

 
2.3  

[1]
LSTM 

 
 
 
2.4  

 
S

Z
Z M

 

 
 

 

 
:  

 
 

 

 
 

 
[1] , :  

, 30
,(2016) 

[2] Jegadeesh, N., and D. Wu: Deciphering Fedspeak:The       
Information Content of FOMC Meetings,AFA 2016 San       
Francisco Meeting Paper 2015  

[3] : Bank of Japan,      
www.boj.or.jp/mopo/mpmsche_minu 



Domain-specific dictionary construction method

considering synonym and antonym

1∗ 1 1 2 †

Ryo Ito1 Sakaji Hiroki1 Kiyoshi Izumi1 Shintaro Suda2

1

1 Graduate School of Engineering, The University of Tokyo
2 UFJ

2 Mitsubishi UFJ Trust Investment Technology Institute Co.,Ltd.

Abstract: In recent years, textual information, which is unstructured data attracts attention as

new analytical data in the financial and economic fields and it is expected to structure knowledge

on this domain. One such knowledge is a sentiment polarity dictionary in which each word is

representing positive or negative. In building the dictionary, it is costly to add the polarity value

to a vast number of words manually. Therefore, in this research, we propose a the dictionary

construction model especially considering the synonymity and symmetry of words. As a result of

the experiment, the proposed method is a more accurate than the model of the previous research.

In addition, we extended the conventional dictionary using the proposed method, and we showed

that the extended dictionary has higher accuracy than the dictionary which is not extended.
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Abstract: Recently, with the increase of individual investors, the necessity of investment sup-

port technologies is increasing. Although analyst reports on which professional securities analysts

forecast business performances or stock prices of companies are regarded as important investment

decision materials, writing an analyst report is heavy burden. In this research, we summarize

newspaper articles and support the generation of analyst reports by using knowledge of informa-

tion features which are referred to as reasons for analysts’ forecasts of business performances or

stock prices in analyst reports.

1 はじめに
近年，我が国でも証券市場における個人投資家の比
重が増大しており，個人投資家の投資判断を支援する
技術の必要性が高まっている. 個人投資家が重視する
投資判断材料の一つに，証券会社が発行するアナリス
トレポートがある．アナリストレポートとは，証券市
場調査・分析の専門家である証券アナリストが，企業
の経営状態や収益力などを調査し，その結果をまとめ
たレポートのことである. アナリストレポートには，企
業の業績や株価に対する証券アナリストの予想が示さ
れ，その根拠として，その企業の取り組む事業の近況・
財務状況（企業のファンダメンタルズ）や事業に影響
を与える経済・政治・社会状況（マクロ経済のファン
ダメンタルズ）などが言及される．
これら根拠として言及される情報は，証券アナリス
トの独自の調査によるものも含まれるが，規模の大き
い企業のファンダメンタルズやマクロ経済のファンダ
メンタルズは，新聞などの媒体でも報じられるもので
ある．ただし，媒体で報じられる様々な経済情報の中
で，どの情報が企業の業績や株価に影響を与えるもの
であるかを見極めるには，証券アナリストの高度な専
門知識を必要とする．アナリストレポートを参考にす
る個人投資家にとっては，企業の業績や株価に対する

∗連絡先：東京大学大学院工学系研究科システム創成学専攻
和泉・坂地研究室
〒 113-8654 東京都文京区本郷 7-3-1
E-mail: staff@socsim.org

証券アナリストの予想だけでなく，証券アナリストが
どのような情報を根拠として重視することで，その予
想を導き出したのかという見極めの観点が重要である．
例えば，酒井らは株式市場における次のような現象に
注目している [1]．2012年度上期のパナソニックの連結
業績の発表では，前年同期比で売上高は減少したが，営
業利益は増加したという内容であった．しかし，社長
は「今回の大幅な業績の下ぶれの根本的な原因は，本
業の不振にある」と語った．この発言が嫌気され，パ
ナソニックの 2012 年 11月 1日の株価はストップ安と
なった.このように，株価を予想するためには，場合に
よっては決算発表中の営業利益の値ではなく，本業に
関する社長発言を重視すべきという判断は，専門的な
知見を必要とするものといえる．
そのため，アナリストレポート中で業績・株価予想の
根拠として言及される情報の特徴を捉え，新聞記事な
どの媒体から証券アナリストが注目するであろう情報
に絞って自動的に要約する技術が重要である．この技
術は，特に次のような点で有用である．アナリストレ
ポートを作成してきた証券アナリストにとっては，レ
ポート作成の支援に活用できる．執筆経験者によると，
決算発表の時期には多くのレポート発行が集中し，膨
大な経済情報の中から，企業の業績や株価の変動を引
き起こす要因について人手で整理する作業は負担が大
きいという．本技術により有用な経済情報を要約し，情
報整理の作業時間が短縮できれば，より独自性の高い
調査・分析に注力したり，執筆するレポートの数を増



やしたりすることができる．アナリストレポートを参
照してきた個人投資家にとっても，投資判断材料の充
実に繋がる．アナリストレポートが発行される頻度は
銘柄1によって大きく異なり，注目度の高い銘柄は四半
期ごとの決算発表に合わせて度々発行されるが，発行
されることが少ない銘柄もある．証券市場の上場企業
数が東京証券取引所だけでも 3500社近くに上る中で，
特に個人投資家は保有する銘柄の選定理由が個々人で
異なっており，各人が注目している銘柄のアナリスト
レポートが必ずしも頻繁に発行されているとは限らな
い．そこで，本技術により証券アナリストの執筆作業
が効率化され，発行されるレポートの銘柄数・頻度が
増えたり，個々のレポートの質がより高まったりすれ
ば，個人投資家の投資判断材料を充実させることがで
きる．
この目的に応用可能な技術として，近年，自然言語

処理やテキストマイニング技術の進展により，テキス
トデータから自動的に重要な情報を抽出する技術が発
達してきている [2, 3]．しかし，これらの要約技術は，
そのままでは事象の背景にある因果関係を考慮できな
い．一方，文の因果関係の構造に注目し，原因表現を
取り出す手法も提案され始めている [4]．丸澤らは，こ
の文の原因表現を取り出す技術を応用し，アナリスト
レポート中で業績・株価予想の根拠として言及される
情報の特徴を学習した知識を，重要情報抽出技術に組
み込むことで，業績変動要因文を新聞記事から抽出し
ている [5]．ただし，抽出した文がアナリストレポート
の執筆に有用であるかの実務家による評価は行われて
いない．本研究では，丸澤らの手法を用いて，新聞記
事からアナリストレポート執筆に有用な要約文を自動
生成するシステムを構築し，実務家の評価により実用
性の検証を行う．

2 アナリストレポート執筆支援文自
動生成の全体の流れ

アナリストレポート執筆支援文の自動生成に至るま
での流れを概説する．まず，アナリストレポートの文
中で頻出する因果関係の構造を抽出する．次に，因果
関係のうち原因表現を，証券アナリストによる企業業
績・株価予想の根拠情報2として獲得する．その根拠情
報と類似する内容を指す文を新聞記事中から探し出し，
根拠情報となり得る企業業績要因を取得する．このよ
うにして取得した企業業績要因をまとめ，アナリスト

1証券会社に上場されている株式の企業名
2本稿では，酒井ら [6] に倣い，アナリストレポートの中で企業

の業績や株価の変動を引き起こす要因として言及されている情報を，
「（アナリスト予想の）根拠情報」と呼ぶ．また，一般に，企業の業
績に影響を与える要因を「業績変動要因」と呼ぶ．

レポート執筆支援文を自動生成する．全体の流れを図
1に示す．
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図 1: アナリストレポート執筆支援文自動生成の全体
の流れ

本システムの実装例として，Webサーバー上のシス
テムとして実装したものの動作画面を図 2，3に示す．
システムには，一定期間のアナリストレポートのテ

キストデータを与え，予め根拠情報の特徴を学習させ
ておく．そして，データベース中に要約対象となる新
聞記事のテキストデータを格納し，図 2のように，要約
対象として用いる新聞記事の期間，注目する銘柄の業
種，自動生成文の並べ方を入力として指定し，Search

ボタンを押す．システムは指定された期間（図の例で
は 2014年 1月～3月）の新聞記事のテキストデータを
参照し，指定された業種についての学習した根拠情報
と類似する内容を指す文を探し出す．それらの文のう
ち重要度の高いものを，図 3のように，指定された並べ
方によりいくつか並べて提示する．各文には，抽出元
の記事の発行日と見出しを併記する．並べ方には，記
事の発行日の時系列順，後述する業績関連度指数順の
いずれかを用いる．提示された文を参考にして，証券
アナリストがレポートを執筆する，という用途を想定
する．

図 2: 提案手法によるシステムの入力画面



図 3: 提案手法によるシステムの出力画面
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図 4: アナリストレポート中の文の例

3 新聞記事からの根拠情報となり得
る業績変動要因の取得

本システムに用いる，根拠情報となり得る業績変動
要因の新聞記事からの取得には，丸澤らの手法 [5]を用
いる．本節に，その手法を簡単に述べる．

3.1 アナリストレポートからの根拠部，予想
部の抽出

アナリストレポート中の因果関係の抽出には，酒井
らのブートストラップ法による手法 [4]を用いる．この
手法では，アナリストの予想根拠文を特徴付ける手が
かり表現と，手がかり表現に係る節の中で共通して頻
繁に出現する共通頻出表現を定義する．最初に少数の
手がかり表現と共通頻出表現を与えることで，互いに
係り受け関係にある新たな共通頻出表現と手がかり表
現が連鎖的に獲得される．
この手法を用いるに当たって，特にアナリストの予
想を示す文の部分と，その予想の根拠を示す文の部分
を分離して抽出する．前者を予想部，後者を根拠部と
呼ぶ．アナリストレポート中の文の例を図 4に示す．
この場合，「（を）主因に，」を根拠部手がかり表現と
して，それに係る文の部分「原油安及び探鉱費の増加」
を根拠部とする．一方，「（を）下方修正した．」を予想
部手がかり表現として，それに係る文の部分を予想部
「YY.M期の純利益予想」として，根拠部とは完全に分
離して抽出する．なお，根拠情報は，「原油価格が下がっ

た上に，探鉱にかかるコストが上がった」という経済
イベントを指す．

3.2 根拠情報の業種別特徴の学習
次に，得られた根拠部手がかり表現から，根拠部が
どのような業績変動要因を指し示しているかという意
味的な特徴を学習する．まず，先に獲得した予想部の
手がかり表現と係り受け関係にある文の部分を，根拠
部として抽出する．この根拠部を形態素解析し，英単
語を除く名詞に分類されるもののうち，「数，接尾，非
自立」の下位分類を除いた形態素の組を取得する．こ
の名詞の組を，全根拠部の名詞の組中での tf-idf値を
用いてベクトル化したものを，根拠部の特徴量とする．
すなわち，各組中の名詞について次の値を計算し，そ
の組の特徴ベクトルの長さが 1となるように正規化し
たものを特徴量とする．

v =
ni,j∑
k nk,j

·
(
log

|D|
|d : ti ∈ d| + 1

)
(1)

ここで，ni,j はアナリストレポート中の根拠部 dj の名
詞の組における名詞 tiの個数，Dはアナリストレポー
ト中の根拠部の名詞の組全ての集合である．
ここで，根拠部とその根拠部を抽出したアナリスト
レポートが言及している銘柄が属する業種の関係に注
目する．同じ業種に属する銘柄についての根拠部の集
合には，似た根拠情報を指す集合が存在すると考えら
れる．逆に，似た根拠情報を指す根拠部の集合でも，特
定の業種に偏って存在するものと，様々な業種に満遍
なく存在するものがあると考えられる．
そこで，先に得た根拠部の特徴量を用いて根拠部を
多クラス分類し，各クラスの根拠部がどの業種につい
ての根拠部であるかの頻度分布を次の式のように計算
する．

fn,m = |v : v ∈ (Cn ∩ Im)| (2)

ここで，fn,m はクラス nの根拠部が業種 mについ
ての根拠部である頻度，vは根拠部の特徴ベクトル，C

は根拠部の特徴ベクトルを分類したクラスを表す集合
（n = 1, 2, ...NC, NC :クラスの総数），Iは根拠部の属
する業種を表す集合（m = 1, 2, ...NI, NI : 業種の総数
）である．
さらに，この頻度分布のクラスごとの偏りを，次の
式のように平均情報量 eを用いて定量化する．

e = −
∑
m

fn,m log2 fn,m (3)

この平均情報量が小さいほど，特定の業種に偏って
存在する根拠部が属するクラスであり，平均情報量が



大きいほど，様々な業種に満遍なく存在する根拠部が
属するクラスであると言える．

3.3 新聞記事からの業種別根拠情報の獲得
各クラスの代表点である重心ベクトルと頻度分布を
用いて，新聞記事から新たな根拠情報を獲得する．
まず，新聞記事の文章から，アナリストレポートでの
根拠部の特徴量を得るために使用した名詞を抽出する．
ただし，単に特徴量に使用した名詞に一致する名詞の
みを抽出した場合，抽出される根拠情報が限られてし
まう．そこで，新聞記事の文章中の名詞を，構文上の
出現位置の特徴を用いて分散表現を生成するword2vec

法 [7]を使用することで，文脈上の類似度の高い名詞ま
で抽出できるよう拡張する．
こうして抽出した新聞記事の文章中の名詞の組を，ア
ナリストレポートでの根拠部の特徴量を得るために使
用した tf-idf値を用いてベクトル化することで，新聞
記事の文章の特徴量とする．
すなわち，各組中の名詞について次の式の値を計算
し，その組の特徴ベクトルの長さが 1となるように正
規化したものを特徴量とする．

v =
ni,l∑
k nk,l

·
(
log

|D|
|d : ti ∈ d| + 1

)
(4)

ここで，ni,l は新聞記事の文章 al の名詞の組における
名詞 tiの個数，Dはアナリストレポート中の名詞の組
全ての集合である．
新聞記事のうち根拠情報として獲得するのにふさわ
しくない「観測記事」，「決算記事」を除いた新聞記事
の文章の特徴ベクトルと，根拠情報を分類した各クラ
スの重心ベクトルとのコサイン類似度を次の式で求め，
新聞記事の文章と各クラスとの類似度とする．

sl,n = vl · gn (5)

ここで，sl,n は新聞記事の文章 al とクラス Cn との類
似度，vlは新聞記事の文章 alの名詞の組の正規化した
特徴ベクトル，gn はクラス Cn の重心ベクトルを長さ
1に正規化したベクトルである．また，· は内積演算子
である．
さらに，各クラスとの類似度と，そのクラスの根拠
情報がどの業種の銘柄の業績予想の根拠となり得るか
の頻度分布との加重平均を次の式のように計算するこ
とで，新聞記事の文章がどの業種に属する銘柄の業績
予想の根拠となり得るかの指標とする．

cl,m =
∑
n

sl,n fn,m (6)

ここで，cl,m は新聞記事の文章 al の業種 mへの業
績寄与度である．以下，この指標を新聞記事の文章の
各業種への業績寄与度と呼ぶ．
様々な業種で満遍なく業績寄与度が高い根拠情報が
混在してしまうことを防ぐため，各新聞記事の文章の
全業績寄与度中，各業種への業績寄与度の値の偏差値
を次の式で求める．

dev(cl,m) =
cl,m − μl

σl
· 10 + 50 (7)

μl =
1
NI

∑NI

m cl,m

σl =
1
NI

∑NI

m (cl,m − μl)2

ここで，dev(cl,m)は新聞記事の文章 al の全業績寄
与度中，業種 mへの業績寄与度の値の偏差値，NI は
業種の総数である．
最後に，いずれの業績寄与度もわずかしかないが，そ
の業種への業績寄与度だけが少しだけ高いという新聞
記事の文章が混在してしまうことを防ぐため，各業種
への業績寄与度とその値の偏差値の調和平均を次の式
のようにとったものを，業績関連度指数と定義する．

rl,m =
2 c′l,m dev(c′l,m)
c′l,m + dev(c′l,m)

(8)

ここで，rl,m は新聞記事の文章 al の業種 mへの業
績関連度指数，c′l,m は新聞記事の文章 al の業種 mへ
の業績寄与度を平均 50，標準偏差 10に正規化した値
である．

4 アナリストレポート執筆支援文の
自動生成

前節の手法により，各業種に属する銘柄の業績予想
の根拠となり得る重要記事（業績関連度指数の高い記
事）を取得できる．これらを，特定の時期・業種につ
いて抽出し，発行日・見出しを付して任意の数並べる
ことで，アナリストレポートの執筆支援文として提示
する．
手法全体の適用手順の具体例を示す．学習対象のア
ナリストレポートにおいて，化学業種に属する銘柄で
は，「原油安を主因に，純利益予想を下方修正した．」や
「原油価格の持続的な下落により，純利益の減少が見込
まれる．」のように，原油安が主な根拠情報として言及
されることが特異的に多かったとする．この場合，ま
ず 3.2節の処理により，「原油安」や「原油価格の持続
的な下落」というテキストが根拠部として抽出される．
そして，3.2節の処理により，これらの根拠部を特徴
ベクトルで表現して比較することで，これらが同じ原



油安について言及している類似するテキストであり，あ
る業種に偏って存在するテキスト群（クラス）である
ことが定量化される．
このように学習した情報を用いて，3.3 節の手法で
新聞記事中の文を検索する．新聞記事の中に「原油価
格続落」を報じる文があった場合，この文が「原油安」
や「原油価格の持続的な下落」と類似したテキストで
あり，化学業種の根拠情報と関連が高い業績変動要因
であることが計算される．この計算を特定期間の新聞
記事の全文に渡って行うことで，その期間中の特定業
種の根拠情報となり得る業績変動要因を含む記事を一
覧できる．
さらに，本節のように，発行日・見出しを付して任
意の数並べることで，化学業種について，表 1のよう
な文の列を提示することができる（表中の記事は架空
のものである）．

表 1: アナリストレポート執筆支援文の自動生成例
文 (発行日 見出し)

会合後，原油先物は最安値を更新した．(2015/4/xx

OPEC会合，減産合意ならず)

国際原油相場の下落は xヶ月連続． (2015/4/xx 国
際原油相場，xヶ月連続の下落)

原油価格の暴落が止まらない． (2015/5/xx 商品
先物市場，総じて低調)

このような文の列を直近の新聞記事から自動生成す
ることで，化学業種に属する銘柄についてのアナリス
トレポートを執筆する証券アナリストに対して，化学
業種に属する銘柄の主要な業績変動要因である原油安
についての要約文を提示し，執筆の支援を行うことが
できる．

5 評価
本手法で抽出した文の列について，表 2の条件で，証
券会社の実務家 3名に評価を依頼した．
学習データには，野村證券株式会社のGlobal Markets

Research レポート（2014年下半期発行分，日本株 216

銘柄の表紙部分）を用いた．銘柄を分類する業種には，
「野村 19業種分類」（化学，鉄鋼・非鉄，機械，自動車，
電機・精密，医薬・ヘルスケア，食品，家庭用品，商社，
小売り，サービス，ソフトウェア，メディア，通信，建
設，住宅・不動産，運輸，公益，金融）を用いた．新
聞記事には，日本経済新聞本紙の朝・夕刊の地方面を
除く 2015年度の記事（スポーツ記事など，経済記事以
外も含む）を用いた．
アナリストレポートからの根拠部の抽出では，初期
の手がかり表現，共通頻出表現にそれぞれ「考慮し，反

映し，評価し」，「増益，改善，成長」を用いた．予想
部の抽出では，初期の手がかり表現，共通頻出表現に
それぞれ「継続する，予想する」，「利益，業績，売上」
を用いた．形態素解析器にMeCab3を，係り受け解析
器に CaboCha[8]を使用した．多クラス分類には，k-

means法を用い，k=100とし，実装に Pythonライブ
ラリ scikit-learn 0.19.14を利用した．word2vec法のモ
デルには，ロイター社の 2003年から 2013年の経済記
事の文章をコーパスとし，200次元で分散表現を生成
するよう学習したものを用いた．文脈上近い意味の名
詞とみなす類似度の閾値には，0.7を使用した．観測記
事・決算記事を抽出する正規表現には，丸澤ら [5]と同
じものを用いた．
比較対象には，因果関係の構造に注目して根拠部を
分離することをせず，単にアナリストレポートの各文
全体から名詞を抜き出してそれらの tf-idf値を特徴量
に用いた単純 bag-of-words（BOW）法を用いた．
評価基準は表 3のように指定した（評価には専門的

な判断が求められるため，負担を考慮し，全業種では
なく無作為に選んだ 5業種のみの評価とした）．

表 2: 有用性評価実験の条件
期間 2015年 4月～2016年 3月中の各

四半期の計 4期間
業種 無作為に選んだ 5業種（化学，自

動車，小売り，食品，住宅・不動
産）

並べ方 時系列
抽出文の提示
方法

各期間・業種の抽出文 5つずつを，
どちらが提案手法によるものかを
伏せて比較手法によるものと並べ
て提示

参考情報の提
示方法

当該期間・業種の実際のアナリス
トレポートの概要を事前に提示し，
根拠情報の参考としてもらう

表 3: 有用性評価実験の評価基準
評価 当該期間における当該セクターの

企業の業績に影響を与えそうな情
報の抽出について，以下のいずれ
に当てはまるか

○ よく抽出できている ．
△ 一部含むが、要点にずれがある．
× ほとんど含まない．

3http://taku910.github.io/mecab/
4http://scikit-learn.org/



6 結果
まず，3名の実務家による評価の一致を測るため，Co-

henの κ 値を 2名の組み合わせごとに求めた．結果を
表 4に示す．

表 4: 有用性評価結果の Cohenの κ 値
評価者 A & 評価者 B 0.54

評価者 B & 評価者 C 0.72

評価者 C & 評価者 A 0.38

平均値 0.55

今回の評価結果は一致度が中程度と言える．評価が
ややばらついた原因は，何をアナリストレポートの根
拠情報とするべきかは実務家でも判断が分かれること
がある専門的な事項であり，一部の文で評価が 1名は
○，1名は△，1名は×と分かれたケースが見られたこ
とが挙げられる（実際のアナリストレポートの執筆は，
業種ごとに専門の担当者が行うが，今回は 3名の評価
者に 5業種全てについてそれぞれ評価してもらった）．
そのため，評価の多数決ではなく，評価○を 1点，△
を 0.5点，×を 0点と点数化して 3名の評価の平均点
を算出し，すべての文が○と評価された場合の点数を
100%として集計した．
業種ごとの集計結果を図 5に示す．（図中の業種は，比
較手法である単純 BOW法での精度の降順に並べた．）
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図 5: アナリストレポート執筆支援文の有用性評価に
よる精度

比較手法では，化学業種での精度が 30%を超えたの
みで，自動車業種では 20%，小売り，食品，住宅・不
動産業種では 10%を下回る精度だった．一方，提案手
法では，化学業種で 70%近い精度を達成したほか，食
品業種で大幅に精度が改善した．自動車，小売り，住

宅・不動産業種での精度も，いずれも比較手法のもの
を上回った．
比較手法での精度の低さは，アナリスト予想の根拠
情報になり得る業績変動要因を新聞記事から抽出する
という今回の問題設定に対しては，単なるキーワード
マッチングでは，実務家による有用性評価に耐え得る
精度に至らないことを示していると言える．

7 考察
提案手法によって良好な精度を達成した化学業種で
の抽出文例の比較を表 5に示す．

表 5: 自動抽出文例（化学業種）
提案手法 石油製品の取引価格がアジアで軒並

み下落している．
比較手法 各地の寺社などに油のような液体が

まかれた事件は，警察庁によると 14

府県 43ヶ所（１日現在）に被害が広
がった．

いずれの文も「油」という，化学業種に属する銘柄
のアナリストレポートの文中に出現するキーワードを
含んでいる．原油・石油・灯油などの原料・加工品の
需給動向は，化学業種に属する銘柄についての代表的
な根拠情報である．しかし，比較手法で抽出された文
中での油は，これらの需給動向とは関係が薄い．それ
に対し，提案手法では「取引価格」の「下落」という
需給動向を表す名詞や，「アジア」という当該時期に主
要な消費地としてアナリストレポートの文中で度々言
及されていた名詞を含んだ文を抽出できている．これ
は，提案手法において，アナリストレポートの文中か
ら原因表現の部分だけを取り出して特徴量を設計して
いるため，これらの根拠情報のキーワードを重視した
新聞記事からの文抽出ができることの効果が現れてい
るものと考えられる．
次に，提案手法によって大幅な精度の改善が見られ
た食品業種での抽出文例の比較を表 6に示す．

表 6: 自動抽出文例（食品業種）
提案手法 伊藤忠商事はチョコレート原料の加

工・販売事業に参画する．
比較手法 ショットピーニングは微小な金属粒を

材料の表面にぶつけて耐久性を高め
る加工技術．

いずれの文も「原料・材料」や「加工」という，食
品業種に属する銘柄のアナリストレポートの文中に出
現するキーワードを含んでいる．食品の原材料の加工



事業や技術の動向は，食品業種に属する銘柄について
の代表的な根拠情報である．しかし，比較手法で抽出
された文中での材料加工は，食品ではなく金属につい
てである．それに対し，提案手法では食品の加工・販
売事業についての文を抽出できている．これは，化学
業種での考察と同様に，「販売」や「事業」への「参画」
という根拠情報として同時に出現することが多いキー
ワードを重視できているためと考えられる．なお，食
品業種では化学業種に比べて，提案手法・比較手法い
ずれの精度も低い．いずれも原料について言及される
ことが多い業種だが，化学業種では原油など限られた
種類の原料が繰り返し言及されるのに対して，食品業
種では多様な原料が言及され，キーワードとして学習
することがより困難であることが一因と考えられる．
また，提案手法で抽出された文が，企業自体は食品
業種に分類されていない「伊藤忠商事」の事業動向に
ついてであることに注目されたい．新聞記事中に出現
する企業名や企業との関連性が高いキーワードを基に，
抽出文が関連する業種を特定することも可能だが，そ
の場合，この文は「伊藤忠商事」という企業名を基に
商社業種に分類されることになる．アナリストレポー
トの根拠情報として言及されるのは，当該業種の動向
に限られず，原料の採掘・輸送・加工，製品の輸送・販
売・宣伝，サービスの提供など一連のサプライチェー
ンで関わる業種全般の動向に及ぶ．この点を考慮した
情報抽出が可能な点も，因果関係に注目する提案手法
の特徴と言える．さらに，提案手法で算出する業績関
連度指数は，業種ごとに関連度を連続値で評価するた
め，文が関連する先を単一の業種に限定せず，業績へ
影響が及ぶ全業種について関連度を見ることが出来る．
最後に，提案手法・比較手法いずれも精度が低かっ
た住宅・不動産，自動車業種について，抽出文例の比
較をそれぞれ表 7，表 8に示す．

表 7: 自動抽出文例（住宅・不動産業種）
提案手法 安倍晋三内閣は法人税や消費税の見

直しを進めてきたが，所得税の抜本
改革は放置してきた．

比較手法 財務省が２８日に発表した２０１４
年～４月，１５年３月の税収実績は
前年同期比１２・３％増と高い伸び
になった.

住宅・不動産，自動車業種はそれぞれ税，外国為替
の話題が多く抽出され，そのほとんどが実務家評価で
根拠情報とは直接は関係ない文と判定された．表に掲
載した提案手法による抽出文は，その中でも，実務家
による評価が 1名は○，1名は△，1名は×と分かれた
もので，これらの業種の中では比較的関係ありと評価
された文である．

表 8: 自動抽出文例（自動車業種）
提案手法 シティグループ証券は２０１７年の

円ドル相場を年平均１ドル＝１２９
円と予想していますが，２０年には
１１６円まで円高になると予想して
います．

比較手法 ドル／円１ドル＝１１２．１７～１
１２．２０円（７０銭の円高）【中略
（ユーロ／円，ユーロ／ドル相場の
値）】（東京市場１２時時点）．

住宅・不動産業種では，この時期には消費税や相続税
法改正の影響が根拠情報として盛んに議論されていた．
不動産は高額な消費・相続の対象であるため，税の影
響は大きい．そのため，税制・税収の話題が多く抽出
されたと考えられる．政府の税収は関係が薄いが，税
制改革の動向は根拠情報になり得るということである．
一方，自動車業種では，前章で述べたのと同様にこ
の時期も外国為替動向が根拠情報として大きく注目さ
れていた．日々の具体的な相場の値を報じる文は関係
が薄いが，長期の外国為替動向の予想は根拠情報にな
り得るということである．今回の提案手法では名詞の
みを特徴量に用いているため，外国為替についての文
を抽出することはできても，その中で，言及期間の長
短や過去の事実と将来の予想の区別を付けることは困
難である．このことから，新聞記事の文自体に，今回
アナリストレポートの文に用いたような文構造解析を
行えば，これらを区別し，より精度を向上できる可能
性がある．
全般的に，小売り，食品，住宅・不動産のように消
費動向が主な根拠情報となる業種では，キーワードに
一般的な名詞が混在してしまうため，社会面の記事な
ど業績変動要因の少ない文を誤って抽出してしまうこ
とが多かった．この問題は，今回の提案手法では根拠
情報を含む文から作った特徴量という正例のみを学習
していることに一因があると考えられ，根拠情報を含
まない文から作った特徴量を負例として与えることで
改善する可能性がある．

8 まとめ
本研究では，証券アナリストの業務支援やそれによ
る個人投資家の投資判断材料の充実のため，アナリス
トレポートの中で企業の業績変動要因として言及され
ている根拠情報を学習し，根拠情報となり得る企業の
業績変動要因を新聞記事から抽出することで，アナリ
ストレポートの執筆を支援する要約文を自動生成する
手法を提案した．アナリストレポートからの根拠情報



の学習では，文の係り受け解析を行い，背後にある因
果関係に注目した処理を行った．また，業種別に根拠
情報を学習・分類することで，業種ごとの企業業績へ
の寄与度を定量化した．これにより，企業の業績変動
要因を新聞記事から期間・業種別に抽出することが出
来た．
本提案手法は，証券会社の実務家による評価で，実
験を行った全業種について比較手法の単純 BOW法よ
り高い有用性を示した．これは，提案手法が文の因果
関係の構造を反映した学習を行っており，因果関係の
把握が重要な経済分野に適したテキストマイニング手
法であるためと考えられる．一方，一部の業種での取得
精度には課題が残り，文抽出の有用性においても改善
の余地がある．根拠情報を含まない文を負例として与
えて学習することなどで精度を改善し，新聞記事の即
時的な取得や実際のアナリストレポートに近い形式で
の出力を行うことで，より実用的なアナリストレポー
ト執筆支援文の自動生成システムを構築できることが
期待される．
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1. d(d ∈ 1, . . . , D) θd ∼ Dirichlet(α)

2. d Nd wd,n(n ∈ 1, . . . Nd)

(a) zd,n ∼ Multinomial(θd)

(b) wd,n ∼ Multinomial(βt) t = zd,n

3. D yd ∼ F (η, zd)
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1 1 y
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2.1.1 2.1.2

1: MedLDA

2.1.1

y ∈ R MedLDA

Regression (MedLDA-Reg) MedLDA-

Reg yd|zd,η, δ2 ∼ N
(
η�z̄d, δ2

)
[3][4]

P1(MedLDA-Reg) :

min
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(ξd + ξ
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[ ]
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(1)
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MedLDA Classification (MedLDA-Cla)
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E
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1http://svmlight.joachims.org/



Δfd(ŷ) := f(yd ,Z d)− f(ŷ ,Z d) (11)
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φd,n ∝exp(E [log θd | γd] + logp(wd,n | β)
+

1

Nd

∑
ŷ 	=yd

μd(ŷ)E
[
ηyd − ηŷ

]
)

(15)

2 MedLDA-Reg

• q(η) Lc :

q(η) =
1

X
p0(η)exp(η

�μη) (16)

μη =
∑D
d=1

∑
ŷ 	=yd μd(ŷ)E [Δfd(ŷ)]

2.2

(dual decomposition)[5]

arg max
y

f(y) + h(y) (17)

arg max
y

f(y) arg max
y

h(y)

arg max
y,z

f(z) + h(y) (18)

s.t. y = z (19)

L


L(u, y, z) = f(z) + h(y) + u(y − z) (20)

u L(u, y, z)

L(u) = max
y,z

L(u, y, z)

= max
z

(f(z)− uz) + max
y

(h(y) + uy)
(21)

y = z

L
 ≤ L(u)

L
 = min
u
L(u) (22)

minu L(u) u

1 du

du = y
 − z
 (23)

z
 = arg max
z

f(z)− uz (24)

y
 = arg max
y

f(y) + uy (25)

u

u← u− ν(y
 − z
) (26)

ν L(u)

y
 = z


.



3

3.1

2.1

MedLDA

MedLDA

(Multi-task MedLDA MultiMedLDA)

MultiMedLDA

MedLDA MultiMedLDA

1. d(d ∈ 1, . . . , D) θd ∼ Dirichlet(α)

2. d Nd wd,n(n ∈ 1, . . . , Nd)

(a) zd,n ∼ Multinomial(θd)

(b) wd,n ∼ Multinomial(βt) t = zd,n

3. D yrd ∼ F (ηr, zd)

ycd ∼ F (ηc, zd)

ηr,ηc

MultiMedLDA 2

2: MultiMedLDA

3.2

yr ∈ R yc ∈ {1, . . . ,M}

MedLDA-Reg MedLDA-

Cla

1 2 3

4

1 2 3 4 5

6

r c

P3(MultiMedLDA) : min
q(Zr,Θr,ηr),q(Zc,Θc,ηc),α,β,δ2,ξr,ξr�,ξc

Lr(q(Zr,Θr,ηr)) + Cr
D∑
d=1

(ξrd + ξr
d )

+ Lc(q(Zc,Θc,ηc)) + Cc
D∑
d=1

ξcd

subject to∀d

⎧⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎨⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎩

yrd − E

[
ηr
�
Zd

]
≤ ε+ ξrd

−yrd + E

[
ηr
�
Zd

]
≤ ε+ ξr
d

ξd ≥ 0, ξ
d ≥ 0

ŷc �= ycd : E
[
ηc
�
Δfd(ŷ

c)
]
≥ 1− ξcd

ξcd ≥ 0

φrd = φcd

ξr, ξr
, ξc

ε φrd :={
φrd,1, . . . ,φ

r
d,Nd

}
Φr := {φr1, . . . ,φrD} φcd :=

{
φcd,1, . . . ,φ

c
d,Nd

}
Φc := {φc1, . . . ,φcD}

1 2

L(R) 3 4 L(C)

L(U ,Φr,Φc) = L(R)I + L(C)I +U ◦ (Φc −Φr)

I 1 U := {u1, . . . ,uD}
ud := {ud,1, . . . ,ud,Nd

} ud,n φrd,n φcd,n
L(U ,Φr,Φc)

Φr,Φc

L(U) = min
Φr,Φc

L(U ,Φr,Φc)

= min
Φr

(L(R)−U ◦Φr) + min
Φc

(L(C) +U ◦Φc)

(27)



P3 6 φrd =

φcd
L
 ≥ L(U)

P3 L
 =

maxUL(U) L(U) 1

dU Φr
 Φc
 U

dU = Φc
 −Φr
 (28)

Φr
 = arg min
Φr

L(R)I −U ◦Φr (29)

Φc
 = arg min
Φc

L(C)I +U ◦Φc (30)

U ← U − ν(Φc
 −Φr
) (31)

ν S

Φr Φc

L(U) Φr
 = Φc


Φr
 Φc


Mul-

tiMedLDA MedLDA

φrd = φcd −U ◦ Φr

U ◦Φc φ

φrd,n ∝exp
(
E [logθrd | γrd] + logp(wd,n | βr )

− 2E
[
ηr�φrd,−nη

r
]
+ E [ηr ◦ ηr]

2N2
d δ

2

+
E [ηr]

Nd
(μrd − μr
d )) +

yd
Ndδ2

E [ηr]− ud,n

)
(32)

φcd,n ∝exp
(
(E [logθcd | γcd] + logp(wd,n | βc)

+
1

Nd

∑
ŷ 	=ycd

μcd(ŷ)E
[
ηcycd − ηcŷ

]
) + ud,n

) (33)

4

4.1

1

3675 (2017

)

2014

1https://store.toyokeizai.net/cddvd/shikiho_cd/

1:

2014 2015 2016

890 890 890

164931 165272 164801

185.3 185.7 185.2

2862

10

2017 13

32

1

10 (

)

1

89

ROE Return On Equity

2014

2015 3

MeCab2

ROE 0

1

1

4.2

MedLDA-Reg

MultiMedLDA

β η β η

MedLDA

Latent

Dirhlet Allocation LDA [6] MultiMedLDA

MedLDA-Cla

2016 2015

2http://taku910.github.io/mecab/



2014 β η

2015

MedLDA Multi-

MedLDA MedLDA-Seq MultiMedLDA-

Seq

MedLDA-Rand MultiMedLDA-Rand

MedLDA-Seq MultiMedLDA-Seq

2014

αt = 0.1 ∀t
l = 1 Cr = 1 ε =

0.1 U S =

20 MultiMedLDA

MedLDA-Reg MedLDA-Cla

burn-in period 5

100

T ∈ {20, 40, 60, 80, 100} 5

MultiMedLDA

Cc ∈ {0.0625, 0.25, 1, 4, 16} 5

4.3

4.3.1 Root Mean Squared Error RMSE

Root Mean Squared Error( RMSE)

RMSE

RMSE =

√√√√ 1

D

D∑
d=1

(ŷd − yd)2 (34)

ŷd yd
0

4.3.2 Mean Absolute Error : MAE

Mean Absolute Error MAE

MAE

MAE =
1

D

D∑
d=1

|ŷd − yd| (35)

ŷd yd
0

RMSE MAE

MAE

4.4

3: RMSE

4: MAE

3 4 MultiMedLDA

Cc 5

MedLDA MultiMedLDA

-Rand β η

-Seq

Cc 4

MultiMedLDA-Seq

MultiMedLDA-Rand

MedLDA



MultiMedLDA

5

MultiMedLDA

MedLDA

MultiMedLDA

2

MedLDA

closed test
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LSTM

Regression Analysis of Corporate Financial Data using LSTM

Networks

1∗ 1 2 2

1

1 Graduate School of Systems Informatics, Kobe University
2

2 Graduate School of Economics, Kobe University

Abstract: In the economic and financial fields, there is a growing interest in obtaining new

knowledge from large quantities of data, such as corporate financial data and international exchange

transactions. On the other hand, as a technical trend of recent data analysis, deep learning-based

models have been successfully applied to various data, such as images, text, and audio. Especially,

Recurrent Neural Network (RNN) and its extension of Long Short-Term Memory Network (LSTM)

have been developed as deep learning for sequential data or time series. However, regardless of

its importance, LSTM has not applied to corporate financial time series, such as in the Financial

Statements Statistics of Corporations, to the best of my knowledge. In this research, considering

the above-mentioned trends, we conduct regression analysis using LSTM for corporate financial

time series. For experiments, we obtain the capital investment rate and other financial indicators,

such as the cash flow ratio, for each target company from the Financial Statements Statistics of

Corporations, and then use them as the objective and explanatory variables, respectively. By

changing the number and types of explanatory variables used in the experiments, we evaluate the

contribution of each explanatory variable to regression power to the objective variable at several

time steps ahead. Furthermore, as baseline methods for the regression tasks, we evaluate the

regression power of classical methods: Autoregressive Integrated Moving Averaging (ARIMA),

and discuss the comparative evaluation with the LSTM approach.

1

1

∗
657-0029 1 1-1

E-mail: shirouchi@cs25.scitec.kobe-u.ac.jp
1http://www.mof.go.jp/pri/reference/ssc/index.htm

(Recurrent

Neural Network RNN)[1]

(Long Short-Term Memory

Network LSTM)[2] RNN

LSTM

Google [3]

LSTM

LSTM



LSTM

[6] [7]

(Autoregressive Integrated Moving

Average; ARIMA)[8]

2

(Recurrent Neural Network:

RNN)

(Long Short-Term Memory network: LSTM)

2.1

( )

(Recurrent Neural Network:

RNN)[1] RNN x1,x2,x3, . . .

y1,y2,y3, . . .

t yt

x1,x2,x3, . . . ,xt

RNN

RNN

1: Graphical model of RNN.

RNN

1

1 RNN FFNN

RNN t

1 xt 1

yt RNN

1

2.1.1

RNN

xt = (xti) ut =

(utj) zt = (ztj)

vt = (vtk) yt = (ytk) dt = (dtk)

RNN

t − 1 j′

t j Wjj′

t

j

utj =
∑
i

w
(in)
ji xti +

∑
j′
wjj′z

t−1
j′ (1)

f

ztj = f(utj) (2)

zt = f(W(in)xt +Wzt−1) (3)



2: Memory unit of LSTM.

vt = (vtk) yt = (ytk)

vtk =
∑
j

w
(out)
kj ztj (4)

y = f (out)(vt) = f (out)(W(out)zt) (5)

2.2

RNN

RNN

10

0

(LSTM) LSTM

RNN

RNN

2

( C)

C stj 1

F gF,tj ∈ [0, 1]

stj gF,tj gF,tj

1 0

( )

I

gI,tj ∈ [0, 1]

O

gO,tj ∈ [0, 1]

1 0

RNN

2.2.1

t

it ot ft Ct

ht

it = σ(Wixt +Uiht−1 + bi)

Ct = it � tanh(Wcxt +Ucht−1 + bc) + ft �Ct−1
ft = σ(Wfxt +Ufht−1 + bf )

ot = σ(Woxt +Uoht−1 +VoCt + bo)

ht = ot � tanh(Ct)

(6)

Wi Wf Wc Wo Ui Uf Uc Uo Vo

bi bf bc bo

σ(·) tanh(·)

t xt
it

it t xt

ht−1
t Ct

t t − 1 Ct−1
ft

xt ht−1
ht tanh(Ct)

ot
xt ht−1 Ct

LSTM RM-

Sprop [4] RMSprop

ht = αht−1 + (1− α)∇E(wt)2

ηt =
η0√
ht + ε

wt+1 = w − ηt∇E(wt)

(7)



w E(·)
∇E(·)

η η = 0.001

3

t + 1

t

3.1

( 45 48 )

20000

2003 1 2016 4 14
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2432
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0

2330

V 1− V 12

• V1:

• V2:

• V3:

• V4:

• V5:

• V6:

• V7:

• V8:

• V9:

• V10:

• V11:

• V12: (ROA)

2

=
+ ×100

(8)

3.1.1

Table 1

gt
j gt

Gt
j J GJ

2http://www.mof.go.jp/pri/reference/ssc/results/calculation.htm



1: Overview of raw dataset.
Missing rario[%] AVE±STD

V1 0.03 0.010±0.029
V2 0.03 0.011±0.027
V3 0.04 0.031±0.654
V4 0.04 0.036±0.724
V5 0.04 0.275±0.242
V6 20.17 4.201±65.320
V7 6.41 6.828±39.400
V8 2.28 0.041±0.038
V9 20.25 57.499±498.640
V10 2.69 0.062±0.066
V11 7.04 0.008±0.028
V12 1.14 0.056±0.071

3: Overview of Experiment.

3.2

t

t + n

n = 1 1

ARIMA

40 54

15

3

t t+ 1

t − 1 t

L

L ∈ {1, 2, 3} U U ∈
{25, 50, 75, 100, 125} L

L ∈ {1, 2, 3, 4, 5}

L = 2

L ∈ {1, 2, 3}

100 0.001

10

4

2, 4

40-54 15 MSE

ARIMA 40

3 1-3 4

5

LSTM

ARIMA

1



2: Result of Experiment in the task of estimating

the financial ratio of hidden companies in the one time

step ahead.
Excluded financial ratio MSE

V1 4.25E-04

V2 4.32E-04

V3 4.28E-04

V4 4.20E-04

V5 4.29E-04

V6 4.32E-04

V7 4.23E-04

V8 4.38E-04

V9 4.11E-04

V10 4.28E-04

Nothing excluded 4.20E-04

ARIMA 6.50E-04

4: Result of Experiment in the task of estimating

the financial ratio of hidden companies in the one time

step ahead.

3: Quarterly Average Result of Experiment.
Target period MSE

1(April-June) 4.02E-04

2(July-September) 3.15E-04

3(Octiber-December) 2.94E-04

4(January-March) 6.88E-04

LSTM

Deep Belief Network

(B)(15H02703
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1∗ 1

Daigo Tashiro1 Kiyoshi Izumi1

1

1 Graduate School of Engineering, The University of Tokyo

Abstract: Predicting the price movements of stocks based on deep learning and high frequency

data has been studied intensively in recent years. Especialy, limit order book which describes

supply-demand balance of the market is used as feature of a neural network, however, these methods

do not utilize the properties of market orders. On the other hand, order encoding method of

our prior work can take advantage of these properties. In this paper, we apply some types of

convolutional neural network(CNN) architectures to order-based features to predict the direction

of mid-price movements. The results show that smoothing filters which we propose to employ

over embedding features of orders improve accuracy. Furthermore, inspection of embedding layer

and investment simulation are conducted to demonstrate the practicality and effectiveness of our

model.
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3.2 CNN

CNN

[5][6] CNN

CNN

CNN

CNN

xt xt
n S x1:n = [x1,x2, . . . ,xn]

xi:i+h
ci

1 (x1:h,x2:h+1, . . . ,xn−h+1:n)

c = [c1, c2, . . . , cn−h+1]T ∈ R
n−h+1

c

ĉ = max(c)

kconv

ĉ = [ĉ1, ĉ2, . . . , ĉkconv ]
T

3.3

(Average Convolutional Neural Network: A-

CNN)

x1:n
1× lpool

lpad
�x�

xpool ∈ R
e×
 lpad+n

lpool
�

CNN

CNN

lpool × h

lpool

3.4 A-CNN

A-CNN (

A-CNN+) Figure 3

CNN

A-CNN

3.5

1

7 : 1.5 : 1.5
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Candlestick Joint-Distribution Models

for Time Series with Clustered Volatility

1∗ DE BRECHT Matthew1 1
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1

1 Graduate School of Human and Environmental Studies, Kyoto University

Abstract: Open-high-low-close price (also OHLC) series have been widely used for the price-

movement analysis of financial time series, including to draw candlestick charts. Modeling these

data is complicated by the fact that such data are often unlikely to be samples of stationary

stochastic processes, as can be seen in the well-known phenomenon of volatility clustering. In this

research, first we try to remedy this matter by using the sequences of differences between high and

low prices, which are pointed out to often have higher autocorrelations than the absolute returns of

close-price series, and normalize the scales of OHLC by their exponential moving averages. Under

our experimental conditions, the Earth Mover’s Distance (EMD) between normalized S&P500

training and test data is about one-seventh of the EMD between the unnormalized data. Second,

we try to model the normalized data by introducing 6 generative models for them. The EMDs

between data generated by our learned models and the normalized test data are about one-sixth

of the EMD between the normalized test data and the delta distribution located at the barycenter

of the normalized training data. However, they are about 5 times larger than the EMD between

the normalized test and training data.
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3

(

) 6

Earth Mover’s Distance (EMD)

S&P5001 2001

2016 2013

Train 2014 Test

EMD 0.0571

EMD 0.4236

6

EMD

EMD 0.3

EMD 0.18-0.23

2

3

4

Earth Mover’s Distance

5

6

( ) S&P500

6

2

1,2

( ) It, t =

[0, 1, .., T ] It :(Open)t :(High)t
:(Low)t : (Close)t

2017 3 (

1YahooFinance (https://finance.yahoo.com/quote/%5EGSPC/)

1: < 2: >

3: ct, ht, lt

)

(3/1,3/2,3/3,3/6,...)

(I0, I1, I2, I3, ...)

(1) ct, ht, lt
3 3

lt ≤ ct ≤ ht, lt ≤ 0 ≤ ht

ct
def
= log((Close)t)− log((Open)t)

ht
def
= log((High)t)− log((Open)t) ≥ 0 (1)

lt
def
= log((Low)t)− log((Open)t) ≤ 0

[4]

3

ht = 0 ct = ht
0



3

3.1 {Yt}t∈Z ( )

t, h ∈ Z

2 {Yt}

E[Yt] = μ( )

Cov[Yt, Yt−h] = γh(h )

[7] 4 S&P500

2006 std[ct]
3

2008 std[ct]

4 2006 2008

{ut def= log((High)t/(Low)t)}
α ūt

ct+1, lt+1, ht+1 0 < α < 1

ūt ūt (2)

ūt =

{
αut (t = 0)

αut + (1− α)ūt−1 otherwise.
(2)

ct, ht, lt ūt c′t
def
=

ct/ūt−1, h′t
def
= ht/ūt−1, l′t

def
= lt/ūt−1

α

i (2001 1 ,2001

2 ,...,2013 12 ) mi (3)

α∑
r∈{c′,h′,l′}

std[{std[{rt}t∈mi
]}i] (3)

S&P500 Train α

α = 0.29072 σc′ =
2
E Cov

3std[{rt}t∈X ]
def
=

√
1

|X|
∑

t∈X(rt − r̄)2.

0.77795 ut
ut+1

GARCH [2]

GARCH

(3)

4 c′t, h
′
t, l
′
t

t c′′t
def
= c′t/σc′ , h

′′
t
def
= h′t/σc′ , l

′′
t
def
=

l′t/σc′ σc′
def
= std[c′t]

4: 2001 2016

S&P500

std[{ct}t∈mi
], std[{ht}t∈mi

], std[{lt}t∈mi
],

std[{c′t}t∈mi
], std[{h′t}t∈mi

], std[{l′t}t∈mi
],

4 Earth Mover’s Distance

Earth Mover’s Distance (EMD)

EMD 2

d(−,−) d(x, x) = 0

EMD 0 EMD

[5]

EMD Wasserstein

Distance

[9]

[3]

[8]

EMD LP

P
def
= {(pi, wpi)}mi=1,



Q
def
= {(qj , wqj )}nj=1 D ∈ R

m×n

pi qj dij = d(pi, qj) ≥ 0

d(−,−)

d EMD

F ∈ R
m×n

pi qj fij ≥ 0

0 pi, qj

minimize
F

∑
i

∑
j

dijfij

subject to fij ≥ 0,
∑
j

fij ≤ wpi ,
∑
i

fij ≤ wqj ,

∑
i

∑
j

fij = min

(∑
i

wpi ,
∑
j

wqj

)
. (4)

F̂ P,Q EMD (5)

P,Q 1

i, j wpi = 1/m,wqj = 1/n

EMD(P,Q)

EMD

EMD(P,Q)
def
=

∑
i

∑
j dij f̂ij∑

i

∑
j f̂ij

(5)

(4)

O(n3 log n)

[1] (5) F̂

EMD

5

6

5.1

It (K )

( )

(b) (a)

(i, ii, iii) 3

(a,b) 2

(i)-(a),(i)-(b), (ii)-(a), (ii)-(b), (iii)-(a), (iii)-(b) 6

pθ
pθ (i)

SU [6] (ii)

(iii)

3

(i) (ii), (iii) pθ (

[4])

θ = (μ ∈ R) rt,k = qt,k+μ, qt,k ∼ N(0, 1)

rt,k
pθ

N(μ, σ2) ĉt =
∑K
k=1 rt,k ∼ N(Kμ,Kσ2)

(ii) θ = (μ′ ∈ R, σ′ ∈ R>0, μ ∈ R) rt,k =

μ+ sinh(σ′qt,k + μ′), qt,k ∼ N(0, 1) σ′

μ, μ′

(iii) θ = (μ ∈ R, c ∈ R> 0, d ∈ R>0) rt,k =

μ+ σt,kqt,k, qt,k ∼ N(0, 1), σt,k ∼ pareto(c, d)

c σt,i d

k = 1, 2, ..,K

rt,k ∈ R

rt,k K+1 {st,k def
=

∑k
k′=1 rt,k′}Kk=0

st,0 = 0 st,k
t k

t 0

ĉt, ĥt, l̂t ( 5)

ĉt
def
= st,K , ĥt

def
= maxk st,k, l̂t

def
= mink st,k

l̂t ≤ 0 ≤ ĥt, l̂t ≤ ĉt ≤ ĥt



5:

3

S&P500

10

4

5.2

4

EMD d(−,−)
2

( )

M

m ∈M m θ(m)

K

θ(m) m N

Predicted(〈m, θ(m),K〉, N)

θ(m),K

θ(m),K

EMD(Train′′,Predicted(〈m, θ(m),K〉,
N)) θ(m),K Train′′

1

α

σc′ Test

:α = 0.29072, σc′ = 0.77795 4

Test′′ m K 3

200 100 〈m,K〉
θ(m) θ(m)

1

(i) 30 μ −0.02/K 0.02/K

μ −0.02/K 0.02/K

(ii) 200 μ′ −0.02/K 0.02/K

σ′ 0 3.0

μ −0.02/K 0.02/K

(iii) 200 c 0 0.01

d 0 5.0

1:

6 Train′′,Test′′,Mean′′

EMD 2 Mean′′

Train′′ δ

EMD Train′′ Test′′ Mean′′

(i)-(a) 0.2317 0.2966 1.768

(ii)-(a) 0.2324 0.2938 1.781

(iii)-(a) 0.2314 0.2953 1.780

(i)-(b) 0.2318 0.2984 1.768

(ii)-(b) 0.1769 0.2957 1.774

(iii)-(b) 0.1797 0.2935 1.770

Train′′ 0.05712 1.803

2: ,Train′′,Test′′,Mean′′ EMD

6

EMD

S&P500

Train Test EMD

4 Test′′ 1



Train′′

Test′′ EMD 1/7

Train′′

6 S&P500

Test′′ EMD 0.3 Train′′

δ Mean′′ Test′′ EMD

1.8 0.3 Train′′,Test′′

EMD 0.06

(ii),(iii)

(b)

(i)-(iii)

SU
Test′′

EMD

EMD

( α)
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