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Abstract: 経済文書のような専門的な文書は非専門家にとって読みにくい場合が多い．そのため，
非専門家を対象に経済文書上のセンチメントを単語単位で可視化するようなサポートシステムを構
築することには一定の需要があると思われる．経済文書上のセンチメントを可視化する手段の一つ
として近年提案された「ニューラルネットワークモデルの解釈」に関する手法，LRP (Layer-wise

Representation Propagation)を用いるという手段がある．しかし現状 LRPが日本語の経済文書の可
視化に有用かどうかは調査されておらず，その性質についての詳細な分析もあまりされていない．ま
た，LRP の Attention RNN への適用方法は未だ提案されていない．本報告では LRP の Attention

RNN への適用方法を提案し，また，LRP が日本語金融テキストの可視化に有用かどうかを検証す
る．さらに，実データを用いた検証の中で LRP を用いた日本語文書可視化の性質について分析する．

1 はじめに

経済文書のような専門的な文書は非専門家にとって
読みにくい場合が多い．この原因の一つとして，経済
文書のような専門的な文書を読み解くためにはドメイ
ン特化の専門的な知識を要する必要がある場合が多々
あることが挙げられる．例えば，「動きが悪い」という
表現が景気動向に文書に出てきた場合，この表現の意
味は「客足が悪い」，「消費が悪い」に近く，一般的な意
味とは少し違う意味で使われる．このような問題を解
決する策の一つとして，文書内の単語についてセンチ
メント値を与え，図 1のように単語単位での可視化す
るという手がある．このような可視化によって非専門
家であっても文書内のセンチメントを単語単位で簡単
に把握することができる．これは非専門家が専門文書
を読み解く上で大きな助けになると期待できる．本研
究ではこのような経済文書の可視化を大規模なコメン
トとそのポジネガタグからなるデータセットを用いて
行う手法について考える．このような問題設定の下で

図 1: 非専門家のための経済文書可視化例: ネガテイブ
単語を青色，ポジティブ単語を赤色に着色

文書の可視化を行う手法としてロジスティック回帰モ
デルなどのような線形回帰モデルの重みベクトルを利
用する手法，[13]．Attention メカニズム [4, 11, 20] を
利用する手法が考えられる．上記に加え，深層学習モ
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デルの解釈を行う手法 [1, 2, 5, 6, 10, 14, 16, 17, 18]も
有用であると考えられる．その中でも 特に Layer-wise

Representation Propagation(LRP)[2] は LSTM をセ
ルに持つ RNN モデルへも適用できる [1] state-of-the-

art な深層学習モデルの解釈を行う手法の一つであり，
文書の可視化にも有用だと考えられる．しかし，LRP

には現状，以下のような課題がある．

• LRP が日本語の金融文書に適用できるかの検証
がほとんどされていない．

• LRP を文書可視化に適用した場合の言語的な観
点からの分析がほとんど行われていない．

• RNN Attention モデルは多くのタスクにおいて
RNN よりも高い予測性能を出すことが知られて
いるにも関わらず，LRP の RNN Attention モ
デルへの適用方法が提案されていない．

また，LRP に限定する話ではないが，今後深層学習を
利用するケースが増えることが予想されることを踏ま
えると，深層学習モデルを解釈する手法について様々
な観点から分析しておくこと，その汎用性を高めるこ
とには一定の研究意義があると考えられる．
そこで，本研究では以下について取り組む．

• LRP の RNN Attention モデルへの適用法を提
案する．

• LRP が日本語金融文書の可視化に適用可能かど
うかを検証する．

• LRP による文書可視化の性質を調査する．
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本研究の貢献は以下のようにまとめられる．

• LRP の RNN Attention モデルへの適用法を提
案した (第 2 節)．

• オリジナルセンチメントと文脈センチメントとい
う文書の可視化を評価するための新しい指標を提
案すると共にそれらを評価するためのデータセッ
トを作成した (第 3 節)．

• LRP を用いた文書可視化が日本語金融文書に適
用可能か検証し，その性質を分析した (第 4 節)．

2 LRP

LRPは提案されたニューラルネットワークモデルにお
いて入力値が出力値に対して与える影響を計算する手法
である [2] ．出力層から入力層にかけて Chain Rule に
近い形で影響度を伝搬させることで求める手法である．
LSTM[7], GRU[3] を含む RNN について計算するため
に linear connections と multiplicative connections と
いう二種類の影響計算方法が提案されている [1]．

2.1 Lnear connections

ノード zj が zj =
∑

i zi · wij + bj (zi は zj につな
がるノード) と 順伝搬時に計算できるとする．ここで，
wijは重みベクトル，bj はバイアスベクトルである．ま
た，ノード zj の出力層に与える影響を Rj とする．こ
のときノード zi の影響度 Riを以下のように計算する．

Ri←j =
zj · wij +

ϵsign(zj))+δbj
N

zj + ϵsign(zj)
, Ri =

∑
j

Ri←j

N は zj につながる下位層のノードの数，ϵ は十分に
小さい値である．先行研究 [1] と同様に ϵ = 0.001,

sign(zj) := (1zj≥0 − 1zj<0), δ = 0とした．

2.2 Multiplicative connections

上位層のノード zj が下位層のノード zg, zs によっ
て zj = zg · zs と計算される場合について考える．これ
は LSTM[7], GRU[3] などに見られる積の演算である．
ここで，LSTM, GRU において sigmoid 関数によって
[0, 1]の値になる方を zg，ならない方を zs とする．こ
のとき，Rg = 0, Rs = Rj と計算する．

2.3 LRP for Attention RNN (提案手法)

LRPを LSTM cellを持つ Attention RNNに適用す
ることを考える．先行研究 [1]通り，線形結合について
は linear connections，LSTMにおける Gate部分の結
合については multiplicative connections を適用する．
さらに，Attention 部分についても multiplicative

connections を適用する．この Attention 部分への 適
用が本研究の提案部分となる．

3 実データによる可視化検証

本節では LRP が日本語経済文書の可視化に適用で
きるかどうかについて実データを用いて検証する．ま
ず，LRPによる日本語経済文書の可視化が妥当かどう
かについて第 3.1節にて定義するオリジナルセンチメ
ント値，文脈センチメンント値を正しく割り当てられ
るかどうかという観点から検証する．その後，LRP に
よる可視化の結果をいくつか紹介する．

3.1 単語センチメント

本研究では以下のようにオリジナルセンチメント値，
文脈センチメンント値を定義する．

• オリジナルセンチメント値: 単語本来のセンチメ
ント値．

• 文脈センチメンント値: 文脈における反転情報考
慮後のセンチメント値．

例として，「売上が伸びない」という文における「伸び
る」という単語について考える．オリジナルセンチメ
ント値をこの単語に与える場合はプラスの値がつくこ
とが正しい．一方，文脈センチメンント値をこの単語
に与える場合には「伸びる」が「ない」によって反転
を受けていることを考えてマイナスの値がつくことが
正しい．

3.2 テキストコーパス

本実験においては内閣府から提供されている日経景
気ウォッチャーデータ 1 を実テキストデータとして用
いた．期間としては 2002 年 1月から 2017 年 4月ま
でのテキストデータを用いた．これらのデータはコメ
ントとそのセンチメントタグからなるデータセットで
あり，センチメントタグの種類は {1 (悪い), 2 (やや悪
い), 3 (変わらない), 4 (やや良い), 5 (良い) } の 5つ
のタグがついている．本研究では「悪い」，「やや悪い」

1http://www5.cao.go.jp/keizai3/watcherindex.html
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のものをネガティブタグ，「良い」，「やや良い」のもの
をポジティグタグとして扱い，センチメント予測モデ
ル構築に利用した．また，このコーパスの形態素解析
にはMeCab[9]を用いた．

3.3 モデル構築

各可視化手法の検証にあたって Logistic Regression

model (LR), RNN model with LSTM cells (RNN)[7],

Bidirectional RNNmodel with LSTM cells (BiRNN)[15],

RNN Attention Model with LSTM cells (AttRNN)

[11] の 4つのセンチメントタグ予測モデルを構築した．
このとき，3.2節で紹介したデータのうちポジティブコ
メント及びネガティブコメント 20000件ずつ (計 40000

件)を訓練データとして, ポジティブコメント及びネガ
ティブコメント 2000件ずつ (計 4000 件) をハイパー
パラメータの探索及び学習の早期終了を行うための検
証データとして用いた．
学習後にポジティブコメント及びネガティブコメント

4000件ずつ (計 8000 件) からなるテストデータについ
てそのポジネガ予測力を検証した．LR, RNN, BIRNN,

AttRNN それぞれの Macro F1 score の結果はそれぞ
れ 0.878, 0.920, 0.921, 0.923 であった．
訓練データ，検証データ，テストデータの間に被り

はない．その他の実験設定は以下の通りである．RNN,

BiRNN, AttRNN における各隠れ層の次元数は 200 と
し，埋め込みベクトルには 3.2 節で紹介したテキスト
コーパスをもとに skip-gram model (window size = 5，
negative samplingを使用)[12]によって学習したものを
使用した．また，RNNモデル，AttRNNモデルは共に
埋め込み層 1層，LSTM cell を含む 逆方向 RNN の層
1層，線形結合層 1層からなるモデルであり，BiRNN

モデルは埋め込み層 1層，LSTM cell を含む 両方向
RNN の層 1層，線形結合層 1層からなるモデルであっ
た．AttRNN における Attention には dot 関数によ
る global attention [11] を用いた．また，各 RNN モ
デルは Dropout 法 [19] (dropout rate = 0.5)，Adam

Optimizer[8]を用い，最大 epoch 数 = 50 という条件
のもとでの学習を行った．

3.4 評価用データセット

可視化手法の評価のために評価用データセットを構
築した．まず，テストデータからポジティブコメント
500件，ネガティブコメント 500 件を抽出した．その
後，人手で各コメント内の重要単語についてオリジナ
ルセンチメント値が正か負かのタグ (オリジナルセン
チメントタグ)と文脈センチメント値が正か負かどうか
のタグ（文脈センチメントタグ）を付与した．オリジ

ナルセンチメントタグについてはポジティブタグ 1,794

件，ネガティブタグ 1,062 件が付与され，文脈センチ
メントタグについてはポジティブタグ 1,340 件，ネガ
ティブタグ 1516 件が付与された．

3.5 評価基準

次の 2 指標について macro F1 値をもとに評価した．

オリジナルセンチメント: 各可視化手法によって各単
語に付与するオリジナルセンチメント値の正負が
人手でつけたオリジナルセンチメントタグの正負
に一致する度合い．

文脈センチメント: 各可視化手法によって各単語に付
与する文脈センチメント値の正負が人手でつけた
文脈センチメントタグの正負に一致する度合い．

3.6 比較手法

オリジナルセンチメント，文脈センチメントの評価
を以下の手法を用いて行い，結果を比較し，各手法の
性質を調査した．

LR: LR Model の重みベクトルを用いて各単語へセン
チメント値を付与する手法．

LRP with BiRNN: BiRNN に LRP を適用するこ
とで各単語へセンチメント値を付与する手法．

LRP with RNN: RNNに LRPを適用することで各
単語へセンチメント値を付与する手法．

LRP with Attention RNN: AttRNN に LRP を
適用することで各単語へセンチメント値を付与す
る手法．Attention 部分については 2.3 節で提案
した方式に沿って LRP を適用する．

Gradient with RNN: RNNに Gradient法 [5, 6]を
適用することで各単語へセンチメント値を付与す
る手法．

Gradient with BiRNN: BiRNNに Gradient 法 を
適用することで各単語へセンチメント値を付与す
る手法．

Gradient with Attention RNN: AttRNNにGra-

dient法を適用することで各単語へセンチメント
値を付与する手法．

Attention RNN: Attention層の計算に使われる dot

関数の演算結果をもとに各単語へセンチメント値
を付与する手法．
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4 検証結果

4.1 LRPの有用性

オリジナルセンチメント値，文脈センチメントスコア
の結果は表 1の通りである．これらの結果より RNN，
BiRNN，AttRNNを用いた場合のどの場合においても
LRP がGradient 法 よりも正しくオリジナルセンチメ
ントスコア，文脈センチメントスコア共に正しく付与
できていることが確認でき，その有用性を確認できた．

4.2 Attention RNN への LRP 適用

今回提案した AttRNN への LRP への適用手法，
LRP with Attention RNN が AttRNN を用いた他の
可視化場合に比べ．オリジナルセンチメント，文脈セン
チメントの両面にて高性能で可視化でき，その妥当性
を検証できた．また，本実験では LRP with Attention

RNNはオリジナルセンチメントよりも文脈センチメン
トについてそのセンチメント値を正しく与えていた．

表 1: オリジナルセンチメント値，文脈センチメント値
の付与結果 (macro F1 スコア)

Method オリジナル 文脈
LR 0.910 0.793

Grad with RNN 0.590 0.632

LRP with RNN 0.834 0.816

Grad with BiRNN 0.708 0.738

LRP with BiRNN 0.867 0.805

Attention RNN 0.633 0.713

Grad with 0.281 0.356

Attention RNN

LRP with 0.680 0.815

Attention RNN

4.3 各可視化手法の性質分析・考察

各可視化手法の性質を分析するためにセンチメント
について反転がある場合とない場合それぞれの場合に
おける文脈センチメントの付与結果を見てみた（表 2）．
本結果より，各手法を以下の四グループに大別できた．

• 反転がある場合にもできない場合にもそこそこ対
応できるもの: LRP with RNN Attention.

• 反転がある場合は高性能はだが反転がない場合に
は低性能のもの: Grad with BiRNN, LRP with

RNN Attention, Attention RNN.

表 2: 反転がある場合・ない場合における文脈センチメ
ント付与性能検証結果 (macro F1 スコア)

Method 反転あり 反転なし
LR 0.166 0.938

Grad with RNN 0.473 0.640

LRP with RNN 0.340 0.905

Grad with BiRNN 0.422 0.778

LRP with BiRNN 0.268 0.919

Attention RNN 0.537 0.715

Grad with 0.474 0.316

Attention RNN

LRP with 0.667 0.809

Attention RNN

• 反転がない場合は高性能はだが反転には対応が
できないもの: LR, LRP with RNN, LRP with

BiRNN.

• 反転があるなしに関わらず低性能のもの: Grad

with RNN, Grad with BiRNN.

ただ，このグループ分けが他のデータセットでも同様
かどうかは現段階では不明であり，これは検証すべき
事項である．
各手法の特徴を可視化例から説明する．図 2はセン

チメント反転が起こっている場合の可視化例である．
この例において「伸びる」は「ない」によってセンチ
メントが反転しているので「青く」色がつくのが正し
い．この反転に LR, LRP with RNN は対応できてい
ないが，Grad with RNN, Attention RNN, LRP with

Attention RNN は対応できている．図 3はセンチメン
ト反転が起こっていない場合の可視化例である．この
例において「少ない」に青く色がつく (ネガティブ) の
が正しい．LR, LRP with RNN, LRP with Attention

RNN は正しく色がついているが，Grad with RNN,

Attention RNN は正しく色をつけることができていな
い．Attention RNNでは全体的に赤く色がついており，
コメント全体の極性がポジティブであることに引きづ
られて 失敗しているように見える．

5 結論

本研究では LRP が日本語金融文書の可視化に適用
可能であることを実データを用いて検証し，LRP に
よる文書可視化の性質を調査した．さらに深層学習の
解釈の可視化手法 LRP の RNN Attention モデルへ
の適用法を提案した．実データを用いて今回提案した
LRPの RNN Attentionモデルへの適用法が他の RNN
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図 2: 反転が起こっている場合の可視化例

図 3: 反転が起こっていない場合の可視化例

Attentionを解釈する手法に比べ，今回利用した日本語
金融文書を可視化する上では有用であることを示した．
今後の課題として他のテキストデータによる解析も

行い，LRP による可視化の性質について一般化するこ
と，センチメントの反転があるなしに関わらず正しく
文脈センチメントを割り振れるような可視化手法の構
築，及びオリジナルセンチメント・文脈センチメント
どちらにも柔軟に対応可能な可視化手法の構築が考え
られる．
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