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Abstract: 本論文では、深層強化学習を複利型に拡張した複利型深層強化学習を提案する。複利型深層
強化学習は、報酬の替わりに利益率を観測し、利益率の複利効果を最大化する行動規則を学習する複利
型強化学習において、行動価値関数をニューラル・ネットワークで表し、深層学習を用いて行動規則を
学習する。また、金融商品（日本国債）の取引戦略の獲得に複利型深層強化学習を用いた例を示す。

1 はじめに
我々は、強化学習 (RL: reinforcement learning)にお
ける報酬 (reward)の替わりに利益率 (rate of return)を
観測し、利益率の複利効果 (compound effect) を最大
化する行動規則を学習する複利型強化学習を提案して
きた [松井 13a,松井 11b, Matsui 12,松井 11a]。複利型
強化学習 (compound RL)では、将来の利益率を二重指
数関数を用いて割り引き、複利利益率の対数を取るこ
とによって、行動価値関数を従来の強化学習と同様の
Bellman方程式の形で表し、従来の強化学習アルゴリズ
ムを容易に複利型強化学習アルゴリズムに拡張すること
を可能としている。
我々は、これまでに、強化学習と複利型強化学習を
金融商品の取引戦略の獲得に応用してきた [松井 13a,
松井 11b, Matsui 09]。これらの研究では、状態変数と
して終値と移動標準偏差を用いており、状態変数を相対
化することによって終値や移動標準偏差が大きく変動
する市場でも有効な取引戦略を獲得できるようにして
いる。従来手法では、行動価値関数と投資比率を放射基
底関数 (radial basis function)を用いて線形近似してい
た。しかしながら、放射基底関数を用いた線形関数近似
は、状態変数を増やすと指数的に状態が複雑になり、学
習が難しくなってしまうという問題があった。
深層学習 (deep learning)は、大規模で複雑なニュー
ラル・ネットワーク (artificial neural network)をGPU
の計算能力を用いて学習するものであり、画像認識の
分野で特に顕著な成果を上げている。2013年に、Mnih
らによって、深層学習を用いた強化学習の手法である
深層強化学習 (deep RL) [Mnih 13] が提案された。深
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層強化学習アルゴリズムの Deep Q-Networkは、コン
ピューター・ゲームの画面（画像）を入力、ゲームの
得点を報酬として、高得点を取る操作方法を学習させ
たところ、人間よりも高得点を取ることができるよう
になった。これをコンピューター囲碁に応用したのが
AlphaGo [Silver 16] である。2016 年 3 月、世界中に
ネット中継されて多くの人が注目する中、世界で最も
強いプロ棋士の一人であるイ・セドルと対戦して 4 勝
1敗で勝利したことは、1997年に Deep Blueがチェス
の世界王者であったゲーリー・カスパロフに勝利したこ
と [Pandolfini 97] とともに人工知能研究の歴史に残る
大きな出来事となった。Deep Q-Network の大きな特
徴が、コンピューター・シミュレーションによる膨大な
数の反復学習を用いることによって人間以上の速さで学
習することと、行動価値関数を複雑なニューラル・ネッ
トワークで表すことによって多数の状態変数を扱えるこ
とである。
本論文では、深層強化学習を複利型に拡張した複利型

深層強化学習を提案する。複利型深層強化学習は、報酬
の替わりに利益率を観測し、利益率の複利効果を最大化
する行動規則を学習する複利型強化学習において、行
動価値関数と投資比率をニューラル・ネットワークで表
し、深層学習を用いて行動規則の学習と投資比率の最適
化を行う。複利型強化学習の行動価値関数と投資比率を
複雑なニューラル・ネットワークで表すことによって、
状態を多数の状態変数で表すことができ、より複雑な問
題に適用できるようになることが期待できる。
本論文では、まず、複利型強化学習と深層強化学習に

ついて説明する。そして、深層強化学習を複利型に拡張
した複利型強化学習を提案する。また、金融商品（日本
国債）の取引戦略の獲得に複利型深層強化学習を用いた
例を示し、最後に考察を述べる。
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2 複利型強化学習
2.1 複利型強化学習の枠組み

強化学習 (RL: reinforcement learning)は、試行錯誤
に基づいて適切な行動規則を学習する機械学習 (ma-
chine learning)の枠組みである。エージェントは、時刻
tにおいて状態 st を観測すると、行動 at をして実行し、
その結果として報酬 rt+1 を得て状態 st+1 に遷移する。
これを繰り返しながら、割引収益 (discounted profit)

rt+1 + γrt+2 + γ2rt+3 + . . .

=
∞

∑
k=0

γkrt+k+1 (1)

を最大化するような行動規則を学習する。ここで、γ

は将来の報酬を割り引く割引率パラメーター (discount
rate)を表す。エージェントは γ が 1に近いほど遠い将
来の報酬を考慮し、γが 0に近いほど近い将来の報酬し
か考慮しないようになる。
複利型強化学習 (compound RL) [松井 13a,松井 11b,

Matsui 12, 松井 11a] は、報酬 rt+1 の替わりに利
益率 Rt+1 を観測し、割引複利利益率 (discounted
compound return)

(1 + Rt+1 f )(1 + Rt+2 f )γ(1 + Rt+3 f )γ2
. . .

=
∞

∏
k=0

(1 + Rt+k+1 f )γk
(2)

の期待値を最大化するような行動規則を学習する。ここ
で、Rt+1 は時刻 tの取引の結果として時刻 t + 1に求め
た利益率、 f は投資比率パラメーター (bet fraction) を
表す。
割引複利利益率は、対数を取ることで、従来の強化学
習と同じように再帰的な形で表すことができる。すなわ
ち、行動規則 π の下での状態 s の価値 Vπ(s) と行動規
則 π の下での状態 s における行動 a の価値 Qπ(s, a) は
次のように表される。

Vπ(s) =Eπ

[
log

∞

∏
k=0

(1 + Rt+k+1 f )γk

∣∣∣∣∣ st = s

]

=Eπ

[
∞

∑
k=0

γk log(1 + Rt+k+1 f )

∣∣∣∣∣ st = s

]
= ∑

a∈A
π(s, a) ∑

s′∈S
P a

ss′
(
Ra

ss′ + γVπ(s′)
)

(3)

Qπ(s, a) =Eπ

[
log

∞

∏
k=0

(1 + Rt+k+1 f )γk

∣∣∣∣∣ st = s, at = a

]

=Eπ

[
∞

∑
k=0

γk log(1 + Rt+k+1 f )

∣∣∣∣∣ st = s, at = a

]
= ∑

s′∈S
P a

ss′
(
Ra

ss′ + γVπ(s′)
)

(4)

ここで、π(s, a) は行動規則 π の下で状態 s において行
動 aが選択される確率（行動選択確率）、P a

ss′ は状態 sに
おいて行動 a を行ったときに次の状態が s′ になる確率
（状態遷移確率）、Ra

ss′ は状態 sにおいて行動 aを行って
次の状態が s′ になったときに得られるグロス利益率（利
益率に 1を加えたもの）の対数 log(1 + R f )の期待値を
表す。複利型強化学習では、すべての s, aに対してこの
Qπ(s, a)を最大化するような行動規則 π を学習する。

2.2 投資比率の最適化

複利型強化学習では、総資産のうち投資する資産の割
合を表す投資比率パラメーター (bet fraction) f が導入
されており、投資比率によって獲得できる複利利益率が
決まる。
宝くじなど、利益率の確率分布が既知の場合には、

複利利益率の期待値を最大化する投資比率を解析的に
求めることができる。これをケリー基準 [Kelly, Jr. 56]
という。ファイナンスの分野では、投資比率を求める
方法として Vince が提案したオプティマル f (optimal
f ) [Vince 90a, Vince 90b]と呼ばれる手法が知られてい
るが、オプティマル f はケリー基準、つまり複利利益率
の期待値を最大化する最適な投資比率を求めることがで
きないことを Vince自身が認めている [Vince 11]。
そこで、複利型強化学習では、最適化手法の一つで

あるオンライン勾配法 (online gradient method) を用
いて、投資比率を最適化する [松井 13b,羽根田 16]。リ
ターン Rt+1 を観測すると、投資比率 f を次のように更
新する。

f (st, at)← f (st, at) + ηt
Rt+1

1 + Rt+1 f (st, at)
(5)

ηt =
(

η0√
t

)k
(6)

ここで、0 ≤ ηt ≤ 1 は投資比率の学習率パラメーター
(learning rate)、η0は初期学習率 (initial learning rate)、
kは 0 < ft+1(st, at)となる最小の正の整数である。
利益率が Rt+1 = −1になると、投資比率が f = 1だ
と log(1 + Rt+1 f ) = log 0 = −∞ となり、割引複利利
益率の期待値を求めることができない。そこで、ギャン
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ブルなど、Rt+1 = −1 となる可能性がゼロでないとき
は f < 1とする。
その一方で、利益率の絶対値が小さいとき（利益率が
ゼロに近いとき）は、投資比率を大きくしてもこの問題
は生じない。外国為替証拠金取引 (FX) では、レバレッ
ジ (leverage) をかけて預け入れた証拠金の一定倍数ま
で取引することができる。複利型強化学習においても、
このような状況では、レバレッジをかけて取引を行っ
ても問題はなく、また、オンライン勾配法を用いてレバ
レッジをかけた最大投資可能額に対する最適な投資比率
を求めることができる [塚本 16]。

2.3 複利型 Q学習

従来の Q 学習では、時刻 t での状態 st において行動
at を取り、その結果として報酬 rt+1 を得て状態 st+1 に
遷移したとき、以下の式によって Q値を更新する。

Q(st, at)← Q(st, at)

+ α

(
rt+1 + γ max

a′
Q(st+1, a′)−Q(st, at)

)
(7)

ここで、αは Qの学習率を表すパラメーターである。
複利型 Q学習では、st で at を取り、その結果として
利益率 Rt+1 をえて st+1 に遷移したとき、Q値を次のよ
うに更新する。

r ← log (1 + Rt+1 f (st, at)) (8)

Q(st, at)← Q(st, at)

+ α

(
r + γ max

a′
Q(st+1, a′)−Q(st, at)

)
(9)

複利型 Q 学習は、Q 学習の報酬 rt+1 をグロス利益
率の対数 log (1 + Rt+1 f (st, at)) に置き換え、オンライ
ン勾配法による投資比率の最適化を加えたものである。
Algorithm 1に、複利型 Q学習のアルゴリズムを示す。

2.4 取引戦略の獲得

株価など金融商品の価格は大きく変動するため、その
まま状態変数として用いると未知の状態に陥りやすい。
たとえば、ある株式を対象としているときに、その株価
が上場来高値を更新している状態では、株価をそのまま
状態変数として用いていると、未だかつて体験したこと
のない状態であるため、学習が行われていない状況で行
動しなければならなくなってしまう。
そこで、状態変数を、直近の値と比較した相対的な値
として正規化することによって、状態変数の値が大きく
異なる場合でも学習した行動規則を利用できるようにす

る。具体的には、移動平均 (moving average)および移
動標準偏差 (moving standard deviation) の算出期間
を k とし、以下のようにして相対化 (relativization) す
る [Matsui 09]。

xi,t =
vi,t − µt,k

4σt,k
(10)

ここで、vi,t は時刻 t における i 番目の状態変数の値、
µt,k は時刻 t の直近 k 個のデータから求めた移動平均、
σt,k は同じく移動標準偏差を表す。
これまでの研究では、終値を相対化した相対終値

(RCP: relative closing price) と移動標準偏差を相対化
した相対移動標準偏差 (RMSD: relative moving stan-
dard deviation) を状態変数として用いている。株式を
対象とした取引の場合、RCP が正のときは現在の株価
が移動平均株価より大きい、すなわち、株価が上昇して
いることを表している。RMSD が正のときは現在の標
準偏差が移動平均標準偏差より大きい、すなわち、株価
の変動が大きくなっていることを表している。
エージェントの行動は買い (buy)と売り (sell)の 2種

類である。金融商品を購入している状態をロング・ポジ
ション、金融商品を信用売りしている状態をショート・
ポジションという。エージェントは、複利型強化学習に
よって学習された取引戦略によって行動を選択し、オン
ライン勾配法によって学習された投資比率 f によってポ
ジションの大きさを調整する。
なお、本研究では、金融市場に関する状態変数はエー

ジェントの行動に依存しないと仮定している。たとえ
ば、株取引の場合には、エージェントがどちらの行動を
選んでも、株価には影響しない。

3 深層強化学習
深層強化学習 (deep RL) [Mnih 13, Silver 16]は、強

化学習における価値関数 (value function) Q をニュー
ラル・ネットワーク (artificial neural network)で表し、
深層学習 (deep learning) を用いて Q を学習するもの
である。
図 1 に、Deep Q-Network のニューラル・ネット

ワークを示す。状態 s が m 次元の状態変数ベクトル
x = (x1, x2, . . . , xm)で表されるとき、入力層には m + 1
個のユニットが配置され、x1 から xm までの状態変数と
行動 aが入力される。出力層にはユニットが一つだけ配
置され、状態 sにおける行動 aの価値 Q(x, a)が出力さ
れる。

Deep Q-Network の学習アルゴリズムを Algo-
rithm 2 に示す。従来の Q 学習では 1 ステップごとに
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Algorithm 1複利型 Q学習アルゴリズム
入力: 割引率 γ,行動価値学習率 α,初期投資比率 f0,初期投資比率学習率 η0
for all s, a do

Q(s, a)を任意に初期化
f (s, a)← f0

end for
loop (各エピソードに対して繰り返し)

sを初期化
repeat (エピソードの各ステップに対して繰り返し)

Qから導かれる行動規則（行動選択確率）に従って sでの行動 aを選択
行動 aを実行し、利益率 Rと次の状態 s′ を観測
Q(s, a)← Q(s, a) + α

(
log(1 + R f (s, a)) + γ max

a′
Q(s′, a′)−Q(s, a)

)
η ← 1, f ← f (s, a), ∆ f ← R

1 + R f
repeat

η ← η0√
t
η, f ′ ← f + η∆ f

until f ′ > 0
f (s, a)← f ′, s← s′

until sが終端状態ならば繰り返しを終了
end loop

Algorithm 2 Deep Q-Network学習アルゴリズム
入力: 割引率 γ,行動価値学習率 α

Qを表すニューラル・ネットワークを任意に初期化
for i = 1 to N do

Qから導かれる行動規則に従ってしばらくの間行動し、状態変数ベクトル x,行動 a,報酬 r,次の状態の状態変数ベクトル x′
の組を収集する
収集した 〈x, a, r, x′〉の集合からランダム・サンプリングによって M個を取り出す
for j = 1 to M do

qj ← Q(xj, aj) + α

(
rj + γ max

a′
Q(x′j, a′)−Q(xj, aj)

)
end for
xj と aj を入力、qj を出力とした M個（j = 1, . . . , M）の訓練データを用いて Qを表すニューラル・ネットワークを更新する

end for

Q

x1
x2
x3
x4

xm
a

... ...

... ...

...

...

...

...

...

...

...

図 1 Deep Q-Network

Q値を更新して学習するが、Deep Q-Networkでは、1
ステップごとの学習は行わず、M ステップ分の更新を
まとめて行う。Deep Q-Networkを固定して Qから導

かれる行動規則に従って M ステップ以上行動し、状態
st を表す状態変数ベクトル xt,行動 at,報酬 rt+1,次の状
態 st+1 の状態変数ベクトル xt+1 の組を収集する。収集
した 〈xt, at, rt+1, xt+1〉の集合から、ランダム・サンプ
リングによって M 個を取り出す。取り出した M 個の
データのそれぞれに対し、以下の式によって xt と at を
Deep Q-Networkへ入力したときの望ましい出力値 qt

を求める。

qt ← Q(xt, at)

+ α

(
rt+1 + γ max

a′
Q(xt+1, a′)−Q(xt, at)

)
(11)

これらの M 個のデータを訓練データとして Deep Q-
Networkを更新する。これを N 回繰り返す。

Deep Q-Networkのランダム・サンプリングは、深層
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x1
x2
x3
x4

xm
a

... ...

... ...

...

...

...

...

...

...

...

Q

f

図 2 複利型 Deep Q-Network

学習で大きな問題となる過学習 (overfitting) への対策
となっている。すべてのステップで学習せずに、ランダ
ムに選択されたステップのみで学習することによって、
特定の状況へ過度にフィットしないようになっている。
これは、アンサンブル学習 (ensamble learning)のバギ
ング (bagging)が過学習対策として用いられるのと同じ
仕組みである。

4 複利型深層強化学習
4.1 仕組みとアルゴリズム

複利型深層強化学習 (compound deep RL) は、深
層強化学習を複利型に拡張したものである。図 2 に、
Deep Q-Networkを複利型に拡張した複利型 Deep Q-
Network のニューラル・ネットワークを示す。複利型
Deep Q-Networkでは、行動価値 Qに加えて、投資比
率 f を出力する。
複利型 Deep Q-Network の学習アルゴリズムは、

Deep Q-Network 学習アルゴリズムを複利型に拡張
したものである。複利型 Deep Q-Networkの学習アル
ゴリズムを Algorithm 3に示す。
複利型強化学習は、従来の強化学習における報酬 r の
替わりに利益率 R を受け取り、更新式の報酬 r をグロ
ス利益率の対数 log(1 + R f ) に置き換えたものである。
複利型深層強化学習も、同様に、深層強化学習における
報酬 r の替わりに利益率 R を受け取る。複利型 Deep
Q-Networkでは、〈xt, at, Rt+1, xt+1〉を収集し、そこか
らランダム・サンプリングによって Deep Q-Network
を更新するための訓練データを作成する。このとき、xt

と at を Deep Q-Network へ入力したときの望ましい
出力値 qt は、以下のように求める。

r ← log(1 + Rt+1 f ) (12)

qt ← Q(xt, at)

+ α

(
r + γ max

a′
Q(xt+1, a′)−Q(xt, at)

)
(13)

複利型強化学習では、投資比率 f が導入されている。
複利型深層強化学習では、ニューラル・ネットワークの
出力層に投資比率 f を加え、行動価値 Q とともに出力
する。xt と at を複利型 Deep Q-Network へ入力した
のときの望ましい出力値 ft は、以下のように求める。

ft ← f (xt, at) + ηt
Rt+1

1 + Rt+1 f (xt, at)
(14)

ηt =
(

η0√
iM

)k
(15)

ここで、0 ≤ ηt ≤ 1 は投資比率の学習率パラメーター
(learning rate)、η0は初期学習率 (initial learning rate)、
iは繰り返し回数、Mはランダム・サンプリングのサン
プル数、kは ft > 0となる最小の正の整数である。

4.2 実装

本研究では、深層学習ライブラリーのDeeplearning4j
(DL4J) に、複利型強化学習のモジュールを作成して組
み込むことで、複利型 Deep Q-Networkのプログラム
を実装した。
本論文における金融商品取引では、状態変数の値を過

去の価格データだけから求められるため、任意の時点か
ら行動を始めることができる。そこで、しばらくの間行
動して 〈xt, at, Rt+1, xt+1〉を収集し、そこからランダム・
サンプリングを行う代わりに、取引時刻をランダム・サ
ンプリングによって選択し、取引を行うことによって
〈xt, at, Rt+1, xt+1〉を収集する。
そこで、DL4Jに以下の 5つのモジュールを追加した。

1. ランダム・サンプリング
2. Q値推定
3. 行動選択
4. 利益率計算
5. 更新後 Q値計算

まず、(1) ランダム・サンプリングによって、全期
間から M 個の取引時刻を選択する。選択したデータ
〈xj, aj, Rj, x′j〉 のそれぞれに対して、(2)行動（買いまた
は売り）ごとに、学習中のニューラル・ネットワークに
状態変数 xj と行動を入力して Q値と投資比率 f を推定
し、(3)推定した Q 値に基づいて、ε-グリーディー選択
を用いて行動 aj を選択、(4) aj を取ったときの利益率 Rj

を求め、(5) Q 値推定モジュールを用いて次の状態での
行動価値を推定し、式 (12)–(15)を用いて Q値と投資比
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Algorithm 3複利型 Deep Q-Network学習アルゴリズム
入力: 割引率 γ,強化学習率 α,投資比率学習率 η0
Qと f を表すニューラル・ネットワークを任意に初期化
for i = 1 to N do

Qから導かれる行動規則に従ってしばらくの間行動し、状態変数ベクトル x,行動 a,利益率 R,次の状態の状態変数ベクトル
x′ の組を収集する
収集した 〈x, a, R, x′〉の集合からランダム・サンプリングによって M個を取り出す
for j = 1 to M do

qj ← Q(xj, aj) + α

(
log(1 + Rj f ) + γ max

a′
Q(x′j, a′)−Q(xj, aj)

)
η ← 1, f ← f (xj, aj), ∆ f =

Rj

1 + Rj f
repeat

η ← η0√
iM

η, f ′ ← f + η∆ f

until f ′ > 0
f j ← f ′

end for
xj と aj を入力、qj と f j を出力とした M個（j = 1, . . . , M）の訓練データを用いて Qと f を表すニューラル・ネットワーク
を更新する

end for

図 3 残存期間 10 年日本国債金利と ±4σ のボリン
ジャー・バンド

率の望ましい値 qj, f j を求める。最後に、DL4J の機能
を用いて、M個の訓練データを与えてニューラル・ネッ
トワークを更新する。これを N 回繰り返す。

5 実験結果
提案手法の有効性を確認するために、残存期間 10 年
の日本国債の週次取引を対象として実験を行った。取引
の期間は、2004 年から 2007 年の 4 年間とした。図 3
に、対象期間の金利の推移と ±4σ のボリンジャー・バ
ンドを示す。この期間には計 208週あり、利益率を計算
するため、最後の週を除いた 207週を対象とした。移動
平均と移動標準偏差の算出期間は、従来研究と同じ 14
週とした。

複利型 Deep Q-Network と従来の Deep Q-
Network で用いるニューラール・ネットワークは、中
間層を 1つ、ユニット数は 20とした。重みの初期値は
Xavier を用いて確率的に決定し、入力層から中間層へ
の活性化関数はランプ関数 (ReLU)、中間層から出力層
への活性化関数は線形結合（単純パーセプトロン）と
した。
強化学習の行動選択には ε = 0.2 の ε-グリーディー
選択を用い、行動価値の学習率は α = 0.2、割引率は
γ = 0とした。ランダム・サンプリングのサンプル数は
M = 100 とし、繰り返し回数を N = 10, 000 とした。
また、今回の実験では、複利型 Deep Q-Networkの投
資比率 f の最適化は行わず、 f = 1に固定した。
繰り返し 1回ごとに、すなわち、通常の強化学習 100

ステップ分の学習を行うごとに、学習した Q を用いて
全期間で取引を行い、その年平均利益率を求め、繰り返
し 100 回ごとに年平均利益率の平均を求めた。結果を
図 4 に示す。最後の 100 回の年平均利益率の平均値は
複利型 Deep Q-Networkが 2.12%、Deep Q-Network
が 2.08%であった。t検定によって平均の差を検定した
ところ、差の平均値は 0.365、標準偏差は 0.371であり、
差の 95%信頼区間の下限が 0.0291、上限が 0.0439であ
ることから、有意水準 5%で優位な差があることが確認
された。また、自由度 99で t統計量が 9.83であったこ
とから、有意水準 0.1%でも有意な差があった。
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図 4 実験結果

6 考察とまとめ
本論文では、深層強化学習を複利型に拡張した複利型

深層強化学習を提案した。深層強化学習は、囲碁に応用
した AlphaGoが世界で最も強い棋士の一人に勝利する
など、従来は複雑で難しいと考えられていた問題にも適
用可能であることが示されており、これを複利型に拡張
した複利型深層強化学習は、複雑な環境でも複利利益率
を最大化することが期待できる。本論文では、深層学習
ライブラリーの Deeplearning4j (DL4J) に複利型強化
学習のモジュールを作成して追加することで、複利型
Deep Q-Network を実装した。また、日本国債の週次
取引を対象とした実験により、複利型深層強化学習が取
引戦略を学習できることを確認した。
今後の課題はまだ多く残っている。まず、深層強化学
習の特徴の一つは、複雑なニューラル・ネットワークを
用いて Q 関数を表すことによって、多数の状態変数を
扱うことができることである。本論文では、従来手法と
同じ、相対終値と相対移動標準偏差の二つしか状態変数
を用いていない。多数の状態変数を用いることによって
より優れた取引戦略の獲得ができるか、検証が必要で
ある。
また、本論文の実験では、投資比率を f = 1 にして

実験を行った。本論文で提案した投資比率 f をニューラ
ル・ネットワークで表して投資比率を最適化することに
ついての有効性はまだ確認されていない。これについて
も、検証が必要である。
今後、複数の金融商品を対象とした実験を行い、これ
らの有効性を検証していきたい。
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