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Abstract: 資産運用では取引コストを抑えるために長期の運用が望ましいが，機械学習において長
期の時間情報を学習する場合，学習データ数の不足により充分な学習精度を得ることが難しい．そこ
で本研究では金融市場の自己アファインフラクタル性に着眼し，短時間情報から様々な時間スケール
のデータを複製し，オートエンコーダーの学習および異常検知に活用する．検知された異常株価を投
資家心理によるミスプライスとみなし，過大反応に対してはリバーサル，過小反応に対してはモメン
タムを想定した運用ポートフォリオを構築する．単一時間スケールの情報のみをオートエンコーダの
学習に用いた場合と比較して，複数時間スケールの複製情報を併用した方が学習精度や運用成績を
改善できることを確認した．

1 はじめに

効率的市場仮説によれば株価に関する情報は瞬時に
折り込まれ，株価はランダムウォークする．これが真
実であれば，株式運用において過去の時系列情報は無
価値である．しかし一方で，クロスセクション情報の
有用性は比較的認知されており，多銘柄の共分散構造
を利用したポートフォリオ運用やファクター運用，ペ
アトレーディング等が実務に用いられている．特に裁
定価格理論 [1]やマルチファクターモデル [2,3]の枠組
みにおいて，これまで数百に及ぶファクターが提案さ
れており [4]，動的変化する経済環境下において有用な
ファクターを特定することは容易ではない. そこで本研
究では，マルチファクターモデルを非線形モデルに拡
張したオートエンコーダを用いることで，有効なファ
クターを潜在変数として動的に推定する．
行動経済学によれば人間の意思決定は限界合理的で
あり，模倣行動等による群衆心理によって，時に株価
は過大（または過小）に反応する可能性がある．もし
そうならば市場の効率性により，株価は適正価格への
修正力が働くだろう．そこで本研究では，オートエン
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コーダの出力をマルチファクターモデルに準拠した理
論値とみなし，実現値との乖離を評価することで異常
な株価変動を検出する [5]．
資産運用実務において，短期売買は取引コストが増
えるため，中長期の運用が望ましい．しかし機械学習
において，長期の時間情報を学習対象にする程，学習
データ数の不足により充分な学習精度を得ることが難
しい. 例えば月足データは，日足に比べて約 1/20 の
データ数に減少する．より過去のヒストリカルデータ
を用いる方法も考えられるが，金融市場の構造変化の
観点から望ましくない．そこで本研究では，株価変動
の自己アファインフラクタル性に着眼し，短時間情報
から様々な時間スケールのデータを複製し，オートエ
ンコーダーの学習および異常検知に活用する. 推定さ
れた異常値に基づいて分位ポートポートフォリオを構
築し，運用パフォーマンスの観点から本手法の妥当性
を検証する．
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2 手法

2.1 オートエンコーダの学習

本研究では，株価変動の自己アファインフラクタル
性に着眼し，日次スケールの株価時系列 p(t)から様々
な時間スケール τ の収益率データを複製する．これに
よりオートエンコーダの学習データ数を増加する．
まず，日次 tにおける銘柄 iの株価を pi(t)とし，時
間スケール τ における株価の収益率 ri,τ (t)を算出する．

ri,τ (t) =
pi(t)− pi(t− τ)

pi(t− τ)
(1)

ここで τ = 1ならば日次スケール，τ = 20ならば月
次スケールに相当する．本研究では月次スケールの運
用モデルを構築したいため，τ ∈ {1, 2, · · · , 20}とする．
なお本稿を通じて，1週間を 5営業日として表現する．
次に，同時刻の全銘柄 (i = 1 ∼ n)のクロスセクショ
ン情報をベクトル化する．

rτ (t) = {r1,τ (t), r2,τ (t), · · · , rn,τ (t)} (2)

これをオートエンコーダの入力層に投入するが，τ に
応じて収益率 ri,τ (t)のスケールが異なるため，rτ (t)の
標準偏差 στ (t)で正規化する．

r†τ (t) =
rτ (t)

στ (t)
(3)

さらに，時間スケール τ 毎でヒストリカルなデータ数
を統一すべく，学習期間 tτ を以下のように設定する．

tτ (t) = {t− 36τ, t− 35τ, · · · , t− τ} (4)

つまり，いずれの τ においても 36サンプルに固定して
いる．最終的に日次 tにおけるオートエンコーダの学
習データ集合 S(t)は以下となる．

S(t) = {r†τ (t′) | t′ ∈ tτ (t), τ ∈ 1 ∼ 20} (5)

なお単一の時間スケールのみでオートエンコーダを学
習する場合は，

S(t) = {r†τ (t′) | t′ ∈ tτ (t), τ ∈ 1} (6)

S(t) = {r†τ (t′) | t′ ∈ tτ (t), τ ∈ 20} (7)

とする．
上記いずれかの S(t)を用いてオートエンコーダを学
習した後，当日 tの収益率 r†τ (t)を学習済みオートエン
コーダに投入し，復元値 r̂†i,τ (t) を得る．実現値 r†i,τ (t)

との乖離を

ei,τ (t) = r†i,τ (t)− r̂†i,τ (t) (8)

とし，各銘柄 iの異常度 Ai,τ (t)を次式で評価する．

Ai,τ (t) =
ei,τ (t)

ξi,τ (t)
(9)

ここで ξi,τ (t)は，学習データ集合 S(t)における銘柄 i

の復元誤差 (RMSE: 平均平方二乗誤差) である．銘柄
i毎の学習難易度に基づいて，異常度の評価基準を補正
している．なお，日次 tが進むたびに学習データ集合
S(t)を更新し，オートエンコーダを再学習する．その
後，当日 tの異常値 Ai,τ (t)を評価する．

2.2 オートエンコーダの学習性能

前節のオートエンコーダの学習性能を評価すべく，株
価 pi(t)として S&P500構成銘柄 (n = 505) の 2010年
1月～2021年 10月までの終値を使用する．データは全
て Refinitiv Eikonから取得した．
複数の時間スケールの学習データを併用する効果を
検証するために，月次スケールのみで学習した場合 (式
(7)) と，複数時間スケール (以後, MTS) で学習した場
合 (式 (5)) の学習誤差を比較する．学習誤差の評価対
象を式 (7)の学習データ集合 S(t)に統一し，復元誤差
集合：

ei,20(t) = {ei,τ (t′) | t′ ∈ tτ (t), τ ∈ 20} (10)

より，各銘柄 i の復元誤差 ξi,20(t) を算出する．なお
ei,20(t)中の最新要素：

{ei,τ (t′) | t′ ∈ t− τ, τ ∈ 20, i ∈ 1 ∼ n} (11)

を検証誤差とし，オートエンコーダ学習におけるEarly

Stoppingの評価に用いる．その他の

{ei,τ (t′) | t′ ∈ tτ (t) \ (t− τ), τ ∈ 20, i ∈ 1 ∼ n} (12)

を学習誤差と称し，検証誤差と区別する．オートエン
コーダの学習後，収益率 r(t)の算出に伴う重複を防ぐ
ため，t′ = t + τ − 1をテストし (本節では τ = 20)，
ei,τ (t′)をテスト誤差とする．時刻 tを進めながら 2021

年 10月までオートエンコーダの再学習およびテストを
繰返した後，それそれの誤差について銘柄 i毎にRMSE

ξi,20 を算出する．
オートエンコーダは入力層・中間層・出力層で構成
されており，中間層数を dとする．中間層では tanh関
数により非線形的な潜在変数を抽出し，出力層は恒等
関数によって潜在変数の寄与を理解しやすい構造にす
る．これにより抽出された潜在変数は，従来のマルチ
ファクターモデル [2, 3]と対応する．なおオートエン
コーダに用いた各種ハイパーパラメータを表 1に示す．
未記載のものはデフォルト値を用いた．
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表 1: オートエンコーダのハイパーパラメータ

パラメーター 使用した値
epochs 1000

batch size MTS: 32, 月次のみ: 4

shuffle True

optimizer Adam

Early Stopping patience=20

MTS

0.0

0.1

0.2

0.3

0.4

0.5

MTS

0.0

0.5

1.0

1.5

2.0

2.5

3.0

MTS

0.5

1.0

1.5

2.0

2.5

3.0

図 1: オートエンコーダのRMSE ξi,20．複数時間スケー
ル (MTS)・月次スケールのみ (月次)で学習した場合．

図 1に，学習誤差・検証誤差・テスト誤差に関する
RMSE ξi,20 を示す．まず最もシンプルな構成として，
d = 1における結果である．いずれもMTSの方が誤差
を低減できており，複製したデータを同時に学習に用
いる効果を確認できる．
次に，オートエンコーダの中間層数を d ≥ 2にする

効果を検証する．中間層の潜在変数として非線形なファ
クターが抽出されるが，ファクター間の交互作用を考
慮するには d ≥ 2にする必要がある．それぞれの結果
を表 2に示す．結果として，d = 1の場合の誤差が最も
小さく，d ≥ 2ではモデルの複雑化により過学習が起こ
る可能性がある．そこで以降の実験において d = 1に
固定する．なお月次スケールのみによるテスト誤差は
大きすぎるため，MTSで学習する必要性を確認できる．
次に，d = 1の中間層の圧縮率 C (圧縮後の次元数/

圧縮前の次元数 n) を変えて，同様の誤差評価を行う．
図 2に，MTSを用いた場合の結果を示す．圧縮率Cが
大きいほど復元しやすいため誤差を縮小できるが，ト
レードオフとして異常を検知しづらくなる．概ね 50%

ならば誤差を小さく維持できるため，以後の実験にお
いて圧縮率 C を 50%に固定する．

表 2: 図 1と同様．ただし中間層数 dを変えた場合．表
中の値は全銘柄 (i = 1 ∼ n) の平均値，括弧内の値は
標準偏差である．

中間層数 学習 検証 テスト

d = 1

MTS 0.013 0.082 0.578

(0.003) (0.032) (0.109)

月次 0.041 0.982 0.982

(0.063) (0.159) (0.159)

d = 2

MTS 0.020 0.129 0.630

(0.003) (0.040) (0.113)

月次 0.041 0.983 0.983

(0.066) (0.162) (0.162)

d = 3

MTS 0.029 0.170 0.684

(0.005) (0.046) (0.119)

月次 0.043 0.983 0.983

(0.066) (0.162) (0.162)

10% 30% 50% 70% 90%

0.00
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0.25
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1.00

1.25

1.50

1.75

図 2: 中間層の圧縮率 C を変えた場合の RMSE ξi,20．
(上図)学習誤差，(中図)検証誤差，(下図)テスト誤差，
いずれもMTSで学習した場合．
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3 運用シミュレーション

3.1 異常度による分位ポートフォリオ

式 (9)の異常度Ai,τ (t)に基づいてポートフォリオを
構成する銘柄 iを選択する．過剰な群集心理によって異
常が発生すると仮定すると，異常度Ai,τ (t)には個別事
情 (ニュースなどの材料) に加えて，群衆心理によるミ
スプライスも含まれる可能性がある．ミスプライスは
市場の効率性により適正価格に修正されるならば，株
価変動 ri,τ (t)と異常度 Ai,τ (t)の符号に応じて，以下
の 4パターンに分類できる (図 3)．

(1) 過小反応： ri,τ (t) < 0 & Ai,τ (t) > 0 → 下落圧力
(2) 過大反応： ri,τ (t) > 0 & Ai,τ (t) > 0 → 下落圧力
(3) 過大反応： ri,τ (t) < 0 & Ai,τ (t) < 0 → 上昇圧力
(4) 過小反応： ri,τ (t) > 0 & Ai,τ (t) < 0 → 上昇圧力

図 3: 過大反応・過小反応の模式図

本研究では月足スケールの運用を想定するため τ＝ 20

とし，Ai,20(t) < 0の銘柄群でロングポートフォリオ
を，Ai,20(t) > 0の銘柄群でショートポートフォリオを
構築する．それぞれ |Ai,20(t)|の大きさに応じて 5分位
にグループ化し，1Qを最大分位，5Qを最小分位とす
る．組入比率は各分位において等ウェイトとし，20日
周期の運用シミュレーションを実行する．
本研究に用いる株価データには，データ取得期間中
に上場廃止となった銘柄は含まれていない．したがって
生存者バイアスの影響により，ロングポートフォリオ
は過大評価され，ショートポートフォリオは過小評価
される可能性がある．そこで，全銘柄の等ウェイトポー
トフォリオをベンチマーク (BM) とし，提案手法で得
られたリターンからベンチマークのリターンを控除し
て運用パフォーマンスを評価する．なお関連研究 [6]で
は，外国為替市場を対象にすることで生存者バイアス
の影響を排除している．国家の消滅や誕生がない限り
通貨ペアは不変であるため，生存者バイアスや遡及バ
イアスの影響はほぼ無いと考えられる．

3.2 運用パフォーマンス

ポートフォリオの構築日 tが異なる独立な運用シミュ
レーションを 20回実行し，これらの結果を表 3および

表 3: 5分位ポートフォリオの獲得リターン．括弧内の
値はベンチマーク (BM) からの超過リターン．

ロングポートフォリオ
平均値 標準偏差 平均値/標準偏差

1Q 0.190 0.620 1.064

(0.020) (0.160) (0.425)

2Q 0.177 0.585 1.048

(0.006) (0.136) (0.158)

3Q 0.174 0.581 1.038

(0.003) (0.121) (0.096)

4Q 0.173 0.577 1.035

(0.002) (0.118) (0.056)

5Q 0.168 0.565 1.028

(-0.003) (0.110) (-0.093)

BM 0.171 0.556 1.066

ショートポートフォリオ
平均値 標準偏差 平均値/標準偏差

1Q -0.165 0.553 -1.035

(0.005) (0.152) (0.125)

2Q -0.159 0.549 -1.005

(0.011) (0.128) (0.311)

3Q -0.166 0.549 -1.045

(0.005) (0.118) (0.145)

4Q -0.164 0.559 -1.019

(0.006) (0.116) (0.184)

5Q -0.170 0.560 -1.052

(0.001) (0.111) (0.020)

BM -0.171 0.556 -1.066

図 4に示す．表 3は獲得リターンの平均値 (期待リター
ン) と標準偏差 (リスク) の関係を評価し，図 4はベン
チマーク控除後の超過リターンを累和した時系列グラ
フである．
表 3に示す運用パフォーマンスは概ね分位順になっ

ており，異常度 Ai,20(t)に基づく銘柄選択の妥当性を
確認できる．なお生存者バイアスにより，ロングポー
トフォリオが過大評価 (プラス)，ショートポートフォ
リオが過小評価 (マイナス) されているため，ベンチ
マークを控除した評価が望ましい．そこでベンチマー
クを控除した超過リターン (図 4) においても概ね分位
順になっており，ショートポートフォリオにおいても
プラス収益を獲得できている．
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図 4: 5 分位ポートフォリオの対ベンチマーク超過リ
ターン．(上図) ロングポートフォリオ, (下図) ショー
トポートフォリオ．各分位において構築日が異なる 20

組のポートフォリオを細線で示し，それらの等ウェイ
トポートフォリオを太線で示す．

3.3 データ数を増幅させる効果

運用パフォーマンスの観点から，提案手法 (MTS)で
データ数を増幅させる効果を確認する．その際に，オー
トエンコーダの学習データ集合 S(t)を式 (5)にする場
合 (MTS)，式 (6)にする場合 (日次)，式 (7)にする場
合 (月次) を比較対象とする．なおいずれも月次スケー
ルの運用を想定し，前節と同様に Ai,20(t)に基づいた
分位ポートフォリオを構築し，20日周期の運用シミュ
レーションを実行する．月次 (τ ∈ {20}) は運用と同じ
時間スケールに合わせることを優先し，日次 (τ ∈ {1})
は同じ 36サンプルのうち直近の詳細な変動に着眼でき
る．MTS (τ ∈ {1 ∼ 20}) はそれらの両方を享受でき
る点にメリットがある．
これらの結果を表 4および図 5に示す．ベンチマー
クを控除した超過リターンを参照すると，常にMTSが
最良では無いものの，ロングでもショートでも安定し
た運用益を獲得できている．しかし運用コストを考慮
していないため，これに関する議論は今後の課題とす
るが，本研究を通じて異常度Ai,τ (t)に基づく銘柄選択
およびMTSによるデータ増幅の効果を確認できた．

表 4: 学習データの時間スケールを変えた場合の獲得
リターン．括弧内の値はベンチマーク (BM) からの超
過リターン．

ロングポートフォリオ
平均値 標準偏差 平均値/標準偏差

MTS 0.190 0.620 1.064

(0.020) (0.160) (0.425)

月次 0.178 0.610 1.010

(0.007) (0.155) (0.162)

日次 0.182 0.587 1.075

(0.012) (0.124) (0.325)

BM 0.171 0.556 1.066

ショートポートフォリオ
平均値 標準偏差 平均値/標準偏差

MTS -0.165 0.553 -1.035

(0.005) (0.152) (0.125)

月次 -0.126 0.516 -0.843

(0.045) (0.176) (0.885)

日次 -0.172 0.552 -1.081

(-0.002) (0.126) (-0.044)

BM -0.171 0.556 -1.066

4 まとめ

株価に内在するミスプライスを検出すべく，オート
エンコーダーによる異常検知を行った．その際に用い
る学習データとして，単一の時間軸のみならず，複数
の時間軸にデータを拡張することで，オートエンコー
ダーの汎化性能を改善した．これによりミスプライス
後の上昇・下落圧力を利用したポートフォリオ運用の
収益性を確認した．
本稿の内容は筆者個人の見解であり，所属組織の公
式見解ではありません．本研究の一部は，JSPS 科研
費 (20K11969) の助成により行われました.
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図 5: 学習データの時間スケールを変えた場合の対ベン
チマーク超過リターン．(上図) ロングポートフォリオ,
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