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Abstract: Recent developments in deep learning techniques have motivated intensive research in

machine learning-aided stock trading strategies. However, since the financial market has a highly

non-stationary nature hindering the application of typical data-hungry machine learning methods,

leveraging financial inductive biases is important to ensure better sample efficiency and robustness.

In this study, we propose a novel method of constructing a portfolio based on predicting the

distribution of a financial quantity called residual factors, which is known to be generally useful for

hedging the risk exposure to common market factors. The key technical ingredients are twofold.

First, we introduce a computationally efficient extraction method for the residual information,

which can be easily combined with various prediction algorithms. Second, we propose a novel

neural network architecture that allows us to incorporate widely acknowledged financial inductive

biases such as amplitude invariance and time-scale invariance. We demonstrate the efficacy of our

method on U.S. and Japanese stock market data. Through ablation experiments, we also verify

that each individual technique contributes to improving the performance of trading strategies. We

anticipate our techniques may have wide applications in various financial problems.

1 はじめに
定量的な取引戦略の開発は金融分野における中心的課
題である．近年の機械学習技術の発展に伴い，機械学習
技術に基づく取引戦略の開発が注目されている [1, 2, 3]．
一方，金融時系列の予測は一般には非常に難しい問題
であると考えられている [4]．特に，金融市場のダイナ
ミクスは非常に短い期間で敵対的に変動しうるという
ことが指摘されており (例えば効率市場仮説 [5])，多く
の機械学習手法の動作条件となる，定常かつ十分なサ
ンプルサイズを伴ったデータを得ることは困難である．
一般に，データ効率のよい機械学習手法を開発する
ためには，データに特有の帰納バイアスを考慮したモ
デルを利用することが有効である．そこで，本研究で
は，金融分野における既存研究によって報告されてい
る，金融時系列に関する以下の 3つの性質に着目する．

1. 市場の共通因子に対するヘッジ: 金融分野におい
∗連絡先:東京都千代田区大手町 1-6-1 大手町ビル

E-mail: imos@preferred.jp

ては，株式投資のリターンの挙動は因子モデルに
よって説明されることが多い [6]．因子モデルに
よれば，特定の株式のリターンは，市場全体の指
数などに連動する共通因子と，その銘柄特有の挙
動をあらわす残差因子に分解される．取引戦略の
構築においては，モメンタム効果などに基づく古
典的な戦略は共通因子と高い相関をもち，経済危
機など市場全体がもつリスクに晒されることが指
摘されている [7]．一方，残差因子に基づく取引
戦略を構築することで，共通因子の影響を削減し
つつ正のリターンが得られうることが報告されて
いる [7, 8]．

2. 分布仮定に基づくポートフォリオ構築: ポート
フォリオの「良さ」を評価するために，与えられ
たリスク回避度のもとでリターンを最大化すると
いう規準を考える．ポートフォリオ理論では，リ
ターンの分布の性質に基づいて最適ポートフォリ
オを構築するための枠組みが与えられている [9]．
特に，将来リターンの平均および分散の予測が与
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えられれば，それに基づいたポートフォリオを客
観的に構築することが可能である．

3. 金融時系列におけるスケール不変性: 金融時系列
は，ボラティリティ・クラスタリング [10] やフラ
クタル性 [11] といった性質を持つことが指摘さ
れている．これらは，それぞれ時系列データの振
幅および時間スケールに対するある種の不変性と
して解釈することができる．

本論文では，ニューラルネットワークによる残差因
子の分布予測に基づいてポートフォリオを構築する手
法を提案する．提案手法のアイデアは次の通りである．
上記 1の性質から，リターンの残差因子の情報を利用
することで，市場の共通因子に対して相関の低いポー
トフォリオが構築できることが期待される．また，上
記 2の性質から，分布予測を経由したポートフォリオ
構築の枠組みを考えることで，ある種の最適性をもっ
たポートフォリオを客観的に構築することが可能であ
る．さらに，分布予測においては，上記 3の性質を考
慮したネットワーク構造を提案することで，効率的な
学習をめざす．また，本論文では，日本の株式市場デー
タを用いた実証分析によって，様々なベースラインの
手法に対する提案手法の有効性を示す1．

2 問題設定
過去の株価の観測に基づいてポートフォリオを構築
する問題を考える．S 個の銘柄に対応する株価

p(i) = {p(i)1 , p
(i)
2 , ..., p

(i)
t , ...}

が観測できるとする．ただし，p(i)t は銘柄 i の時刻 t

における価格である．また，銘柄 i の時刻 t における
リターンを

r
(i)
t =

p
(i)
t+1

p
(i)
t

− 1

と定義する．以下本論文では，株価そのものではなく，
リターンの性質について考察する．
ポートフォリオとは，S 個の銘柄に対する (時間依存
する) 重みベクトル bt = (b

(1)
t , ..., b

(i)
t , ..., b

(S)
t ) のこと

とする．ただし，b(i)t は銘柄 i に対する投資比率を表
し，∑S

i=1 |b
(i)
t | = 1 を満たすものとする．ポートフォ

リオ bt が与えられたとき，時刻 t におけるポートフォ
リオのリターンを

Rt =
S∑

i=1

b
(i)
t r

(i)
t

1本稿は [12] の要約であり，詳細は https://arxiv.org/abs/
2012.07245 を参照．

とする．本論文で考察する問題は，過去の時刻におけ
るリターンの観測に基づいてポートフォリオ bt の値
を決定し，Rt を最大化することとして定式化される．
また，本論文では正味の投資金額がゼロであるという∑S

i=1 b
(i)
t = 0を満たすゼロ金額投資ポートフォリオの

パフォーマンスを用いて評価を行う.

3 提案手法
本節では提案システムの概要について説明する．図

1に提案システムの概要を示す．提案システムでは，ま
ず (i) スペクトラル残差によって残差因子の情報を抽
出し (3.1節)，次に (ii)ニューラルネットワークによる
残差因子の分布予測を行い (3.2節)，最後に (iii) 分布
情報に基づいた最適ポートフォリオの構築を行う (3.4

節)．また，(ii) の分布予測においては，金融時系列特
有の構造を考慮したネットワーク構造を提案する．こ
れについては 3.3節で解説する．

3.1 残差因子の抽出
本論文では，株式のリターンの残差因子に基づく取
引戦略を開発する．冒頭で説明したように，残差因子
は複数銘柄間で共有される要因をヘッジした残りの情
報に基づいた因子であるため，市場がもつリスクに対
してロバストなポートフォリオを構築できることが期
待される．
以下では，観測データから残差因子を抽出する方法
を簡単に説明する．時刻 t における株 S のリターンを

rt = (r
(1)
t , . . . , r

(S)
t )⊤

とする．リターンの挙動を説明するモデルとして，因
子モデル

rt = Bft + ϵt (1)

を考える．ただし，ft ∈ RK は K 個の共通因子を表
すベクトル，B は S ×K 行列，ϵt は残差因子を表す．
我々の目的は，リターン rt の観測に基づいて残差因子
ϵt を復元することである．
残差因子の抽出に関する既存手法について簡単に触
れておく．(1) は動的因子モデルと呼ばれることがあり
[13]，共通因子 ft や残差因子 ϵt の分布に関する様々
な仮定のもとで因子分解の手法が複数提案されている．
多くの場合，このような分解は因子分析 (FA) や主成
分分析 (PCA) と類似のスペクトル分解法に対して時
刻 t に関する相関構造を考慮した拡張を行うことで得
られる．しかし本論文では，時系列の相関構造の複雑
なモデル化を避け，単純化したスペクトル分解に基づ
く抽出手法について考察する．
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図 1: 提案システムの概要．提案システムは (i) 残差因子の抽出 (ii) ニューラルネットワークに基づく残差因子の
分布予測 (iii) ポートフォリオ理論に基づく最適ポートフォリオの構築の 3つの機能からなる．

H > 1 を窓幅として，行列

Xt = [rt−H , . . . , rt−1] =


r
(1)
t−H · · · r

(1)
t−1

...
. . .

...

r
(S)
t−H · · · r

(S)
t−1


を定義する．また，X̃t を行ごとの平均を引いて中心化
した行列とする．C(< S)共通因子の数に相当するパラ
メータとする．以上のもとで，スペクトル残差 (spectral

residual) を以下のように定義する．まず，X̃t の特異
値分解を

X̃t = Vtdiag(λ1, . . . , λS)Ut

とする．ただし，λ1 ≥ · · · ≥ λS は降順に並べた特異値
である. このとき，スペクトル残差を小さい方から数え
た S−C 主成分とする．すなわち，時刻 t−H ≤ s ≤ t−1

に対して，残差因子ベクトルを

ϵ̃s = Atrs (2)

と定義する．ただし，

At = Vtdiag(0, . . . , 0︸ ︷︷ ︸
C

, 1, . . . , 1︸ ︷︷ ︸
S−C

)V ⊤
t

は「残差空間」への射影行列である．この定義は，直
感的には，時間について局所的には X̃t の C 個の主成
分で張られる空間に共通因子に関する情報が多く含ま
れ，残りの成分であるスペクトル残差には残差因子に
関する情報が多く含まれることを期待したものである．

3.2 残差因子の分布予測
次に，過去の残差因子の系列 ϵ̃i,t−H , . . . , ϵ̃i,t−1 が抽
出されたもとで，次の時刻における ϵ̃i,t の分布を予測
する問題を考える．ここでは，分位点回帰 [14] を利用
した手法について説明する．分位点回帰は，条件付き
分位点を推定するために広く利用されている手法であ
る．直感的には，未来の時刻における残差因子 ϵ̃i,t に

対して，十分多い数の分位点を予測することができれ
ば，分布に関する様々な情報を復元することが可能で
ある．
まず，与えられた α ∈ (0, 1) に対して，条件つき

α-分位点を予測する方法について述べる．簡単のため
yt = ϵ̃i,t および xt = (ϵ̃i,t−H , . . . , ϵ̃i,t−1) と表す．yt の
条件つき分位点を予測する関数 ψα : RH → R は，次
の損失関数の最小化によって得られる：

Eyt,xt
[ℓα(yt, ψα(xt))].

ただし ℓα(y, y
′) は

ℓα(y, y
′) = max{(α− 1)(y − y′), α(y − y′)}

によって定義される pinball lossである．次に，αj =

j/Q (j = 1, . . . , Q− 1) を与えられたグリッドとして，
αj-分位点を同時に予測したい．そこで，関数 ψ : RH →
RQ−1 を，以下の目的関数を最小化するように訓練する

LQ(yt, ψ(xt)) =

Q−1∑
j=1

ℓαj
(yt, ψj(xt)).

上記の方法によって Q−1個の条件付き分位点 ỹ
(j)
t =

ψj(xt) (j = 1, . . . , Q− 1) が得られたもとでは，yt の
分布に関する情報を以下のように推定することができ
る．たとえば，平均は

µ̂t = µ̂(ỹt) =
1

Q− 1

Q−1∑
j=1

ỹ
(j)
t (3)

によって推定できる．また，分散は，分位点の不偏分散

σ̂t = σ̂(ỹt)

= Variance(ỹt)

=
1

Q− 1

∑
(ỹ

(j)
t − µ̂t)

2 (4)

や，ロバストな推定量 (Median Absolute Deviationな
ど) によって推定することができる．
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3.3 金融時系列を考慮したネットワーク構造
分位点の予測器 ψ : RH → RQ−1 として，ニューラ
ルネットワークに基づくモデルを利用することを考え
る．本論文では，金融時系列について知られている 2

つの不変性を考慮したネットワーク構造を導入する．

3.3.1 ボラティリティ不変性
まず，振幅に関する不変性について考察する．金融
時系列においてはボラティリティ・クラスタリングと
呼ばれる性質があり，リターンの変動の後には同程度
の大きさの変動が追従しやすいということが知られて
いる [15]．このため，ある信号が金融時系列として観
測されるならば，正の定数倍をして得られる信号も金
融時系列として尤もらしいものになると考えられる．
この不変性を効率的に利用するために，予測器がpos-

itive homogeneousであるという制約を導入する．ただ
し，関数 f : Rn → Rm が positive homogeneous であ
るとは，任意の入力 x ∈ Rn と正の定数 a > 0 に対し
て f(ax) = af(x)となることをいう．一般に，positive
homogeneousな関数は以下のような正規化によって構
成できる．ψ̃ : SH−1 → RQ−1 を球面 SH−1 = {x ∈
RH : ∥x∥ = 1} 上の任意の関数とするとき，

ψ(x) = ∥x∥ψ̃
(

x

∥x∥

)
によって定義される関数は positive homogeneousにな
る．よって，この正規化によって，球面上の関数を表
現する任意のモデルを，振幅に関する不変性をもつモ
デルに変換することができる．

3.3.2 フラクタル性
次に時間スケール不変性について考える．株価の時系
列にはフラクタル構造があることが知られている [11]．
ここで，フラクタル構造とは特徴的な時間スケールが
ないことであり，ある時系列を異なるサンプリングレー
トで観測した場合にそれぞれの形状を区別することが
できないことを意味する．
本論文では，予測問題においてフラクタル構造を活
用するために，フラクタルネットワークと呼ばれるネッ
トワーク構造を提案する．図 2にフラクタルネットワー
クの構造を示す．提案手法の基本的なアイデアは，複数
の異なるサンプリングレートのもとで観測した信号に
対して同一の操作を適用することで，時間スケール不
変性を考慮した予測を行うというものである．提案手
法は，(a) リサンプリング機構および (b) 2つのニュー
ラルネットワーク ψ1, ψ2 からなる．リサンプリング
機構 Resample(x, τ) では，与えられたサンプリング

図 2: フラクタルネットワークにおける処理．

レート τ に対応する系列をサンプリングと正規化に
よって生成する (図 2 の (i)–(iv))．まず，与えられた
サンプリングレートの列 τ1 < . . . < τL(= 1) に対し
て Resample(x, τi) を適用し，L 個の系列を生成する．
次に，L 個の系列それぞれに対して共通の変換 ψ1 を
適用する．最後に，これらの系列の平均をとることに
よって情報を集約し，変換 ψ2 を適用した結果を出力
する．以上を数式としてまとめると，フラクタルネッ
トワークの処理は以下のように表せる

ψ(x) = ψ2

(
1

L

L∑
i=1

ψ1(Resample(x, τi))

)
. (5)

3.4 ポートフォリオ構築
ここでは，分布予測の結果に基づいて最適なポート
フォリオを構築する方法について説明する．期待リター
ンと共分散行列の推定値をそれぞれ µ̂t と Σ̂t とする．
このとき，λ > 0 をリスク回避度として，最適なポー
トフォリオは

b̂t =
1

λ
Σ̂−1

t µ̂

と書ける [16]．
今回は，残差リターンの各成分はほぼ無相関である
という仮定に基づき，共分散行列は対角行列によって
近似するものとする．すると，j 番目の残差リターン
のウェイトは

b̂resj =
µ̂t,j

λσ̂t,j
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によって与えられる．ただし，µ̂t,jは式 (3)，および Σ̂t

は式 (4)によって与えられる平均および分散の推定値
である．このように得られた残差リターンに対応する
ポートフォリオ bres を元の株式に対するポートフォリ
オ b に変換するためには，関係式 (2) に基づいて

bt = A⊤
t b

res
t

とすればよい．さらに，ゼロ金額投資ポートフォリオ
に変換するには，ポートフォリオの平均

b̄t =
1

S

S∑
i=1

bt,j

を各ウェイトから引き，ウェイトの合計が 1となるよ
うに正規化すればよい．

4 数値実験
アメリカ株式市場のデータとして，S&P 500指数構成
銘柄を使用した実証分析を行った．2000年1月から2007

年 12月までをトレーニング期間として用い，2008年 1

月から 2020年 4月までをテスト期間として使用した．
ベースラインの手法として，単純バイアンドホールド
(Market), AR(1) モデル, リッジ回帰 (Linear), ニュー
ラルネットワーク (MLP), State Frequency Memory

RNNs を元にした株価予測の最先端モデル (SFM) を
用いた．
また，提案手法 (DPO) の各要素の寄与を調べるた
め以下の切除モデルとの比較も行った．

• DPO-NQ…提案手法の分布予測モデルを用いず
に平均を L2 誤差最小化によって求めたモデル．

• DPO-NF … 提案手法のフラクタルネットワーク
を多層パーセプトロンに置き換えたモデル．

• DPO-NV … 提案手法のボラティリティ不変性の
ための正規化を行わないモデル．

評価指標としては，各手法を用いて構築されたポー
トフォリオのトータルリターン (CW)，年率リターン
(AR)，リスクを表す標準偏差 (AVOL)，リスク一単位あ
たりのリターンを表すSharpeレシオ (ASR:=AR/AVOL)，
ポートフォリオの全期間での最大の下落幅を表す最大
ドローダウン (MDD)を用いた．
表 1が評価指標のサマリーである．提案手法が AR

を除くすべての評価指標においてベースラインを上回っ
ている．図 3が CWの推移を各手法で比較したもので
ある．CWもベースラインを安定的に上回り，かつ全
期間を通じて右上がりの推移となっていることから，提
案手法の有効性が確認できる．

図 3: アメリカ株式市場における各手法の CWの推移

表 1: アメリカ株式市場における性能評価
Method ASR AR[%] AVOL[%] MDD[%]

Market +0.607 +0.130 0.215 0.496

AR(1) +0.858 +0.021 0.025 0.072

Linear +0.724 +0.017 0.024 0.059

MLP +0.728 +0.022 0.030 0.077

SFM +0.709 +0.019 0.026 0.058

DPO-NQ +1.237 +0.032 0.026 0.063

DPO-NF +1.284 +0.027 0.021 0.042

DPO-NV +1.154 +0.030 0.026 0.053

DPO (Proposed) +1.393 +0.030 0.021 0.045

また、日本株式市場のデータに対しても同様の実験を
行った．日本株式市場のデータとしては，TOPIX 500

指数構成銘柄を使用し実証分析を行った．2005年 1月
から 2012年 12月までをトレーニング期間とし，2013

年 1月から 2018年 12月までをテスト期間として使用
した．表 2の通り提案手法が ARを除くすべての評価
指標においてベースラインを上回る同様の結果が得ら
れた．図 4が CWの推移を各手法で比較したものであ
る．CWもベースラインを安定的に上回り，かつ全期
間を通じて右上がりの推移となっていることから，提
案手法の有効性が確認できる

表 2: 日本株式市場における性能評価
Method ASR AR[%] AVOL[%] MDD[%]

Market +0.819 +0.158 0.193 0.248

AR(1) +1.835 +0.034 0.019 0.031

Linear +1.380 +0.023 0.017 0.024

MLP +1.802 +0.030 0.017 0.032

SFM +0.250 +0.005 0.019 0.042

DPO-NQ +1.369 +0.024 0.018 0.032

DPO-NF +1.770 +0.030 0.017 0.025

DPO-NV +1.979 +0.039 0.020 0.026

DPO +2.171 +0.036 0.017 0.025
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図 4: 日本株式市場における各手法の CWの推移

5 結論
本論文では，残差因子の分布予測に基づく新しいポー
トフォリオ構築手法を提案した．提案手法では，単純
なスペクトル分解法によって残差因子の情報を抽出し
(スペクトル残差)，金融時系列の不変性を考慮した新
しいネットワーク構造を利用して分布予測を行う．日
本株式市場を対象とした実証分析から，提案手法が一
定の有効性をもつことが確認された．
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